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Evolution av modulära neuronnät för styrning av en mobil robot

Johan Carlsson (a96johca@ida.his.se)

Sammanfattning
I dagens utveckling av robotkontrollers så finner vi olika synsätt på hur vi ska angripa
problemen som en robot ställs inför. Det här arbetet koncentrerar sig på artificiella
neurala nät (ANN) och evolution med genetiska algoritmer och en fokusering sker på
en speciell arkitektur av ANN som Stefano Nolfi presenterat.

Rapporten kan ses som en fortsättning på Nolfis arbete och behandlar extensioner av
fenomenet ”spontan modularitet” som Nolfi beskriver. Det testproblem som används
består i att utveckla ett kontrollsystem för en skräpsamlande robot. Detta arbete
baseras på experiment runt detta problem med arkitekturer, vilka baseras på Nolfis
spontana modularitet. Vi testar hur arkitekturen påverkas av interna och återkopplade
noder.

Resultaten visar på att en spontan modularitet inte tycks påverkas positivt varken av
återkopplade eller interna noder.

Nyckelord: Emergent modularitet, Evolutionär robotik, Återkopplade neuronnät,
Genetiska algoritmer, Neurala nät, Robotkontroller, Robot simulation.
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1 Introduktion
Forskningen inom så kallade artificiella livsformer (artificial life) har utvecklat många
nya tekniker för att skapa varelser, oftast simulerade, som lever och evolveras i olika
miljöer. Under senare år har det arbetats mycket med att föra över de tekniker som
utvecklats till robotkontrollers, något som i sig skapat många nya tekniker och
tankesätt. Detta har medfört att begreppet evolutionary robotics (evolutionär
robotutveckling) har fått en vida betydelse inom robotforskningen.

Tanken att låta roboten själv få evolvera rätt beteende istället för att behöva
programmera dem är lockande. Det väcker möjligheten att även låta roboten fortsätta
att evolvera i sin slutliga arbetsmiljö. Det eliminerar många  av de svåra beslut som
annars måste tas av designern och vi får en robot som till viss del kan anpassa sig till
den miljö den sätts i.

Men för att få en robot som evolveras och själv kan ta beslut så måste vi ge den
möjligheten att modifiera sin egna styrmekanism och om möjligt hitta en arkitektur
med enkla primitiver som är matematiskt tolkbara, t.ex. vikter och enheter i ett
neuronnät. Har primitiverna tillräckligt låg nivå så undviker vi att utvecklaren tar
stora beslut om robotens programdesign och vi kan finna en basmängd av primitiver
som vi kan påvisa fungerar felfritt.

1.1 Neurala nät
Forskning kring hjärnans uppbyggnad har gett oss en del svar på de frågor vi sökt
inom självlärande program. Sett ur biologisk synvinkel kan neurala nät ses som en
grov abstraktion av neuroner och kopplingar i hjärnan. De element i hjärnan som styr
beslutsfattandet kallas neuroner, de är sammanlänkade i stora nätverk med hjälp av
synapser [Smi93].

1.1.1 Den artificiella neuronen

Vi koncentrerar oss på den vanligaste matematiska modellen av neuronen och den kan
ses som i figur 1.

Varje neuron har x antal inlänkar från j noder och en utlänk som kan gå till
godtyckligt antal noder i ett annat nodlager eller enbart agera utnod för ett nätverk.
Värdena från de j noderna summeras och en aktiveringsfunktion f()bestämmer
aktivationsgraden ai  enligt ai = f(ini), det vill säga vilket värde som ska skickas ut

∑
ini

ai = f(ini)

a

Wj,i

Figur 1 Den artificiella neuronen
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från noden. Aktiveringsfunktionen f() väljs beroende på nätets funktion – vi kommer i
detta arbetet att använda oss av en sigmoid∗ funktion.

Genom att tilldela varje inlänk wj,i en vikt så kan vi påverka inlänkarnas betydelse
efter önskad aktivering för neuronen. Det vill säga om vi tar neuron 3 i figur 2 så kan
vi nu styra vilket värde från neuron 1 och 2 som ska skickas vidare från neuron 3.
Genom att låta summan ∑ från inlänkarna vara:

Det vill säga länkvikt w1,3  * aktiveringsvärdet från nod 1 (a1) + w2,3 *
aktiveringsvärdet från nod 2, så påverkas aktiverings-funktionen f() beroende på hur
wj,i sätts.

1.1.2 Nätet

Förutsatt den definition vi har på en neuron hitintills så kan vi nu bygga upp
lagerstrukturer av neuroner som vi kallar artificiella neurala nät förkortat ANN. Det
finns många olika idéer och modeller på hur man ska konstruera näten[Rus95]. Vi ska
presentera de vanligaste grundstrukturer som finns och ge en enkel förklaring till vad
de är bra för.

Figur 3 A visar ett enkelt fullkopplat framåtmatat nät (feedforward net) med två
innoder och en utnod, utan gömda noder. Figur 3 B visar ett fullkopplat framåtmatat
nät med ett gömt (hidden) internt lager av noder. Både modell A och B kan sedan
utökas vad gäller antalet innoder, utnoder och gömda lager. Figur 3 C visar ett
tillbakakopplat nät (recurrent net). Den extra noden som är kopplad till utnoden
kommer att agera som ett minne då nätet kommer att få tillbaka vad aktiveringsvärdet

                                                
∗ För kursiverade ord som inte beskrivs noggrant i texten återfinns förklaringar i bilaga A.

A B C

Figur 3  A Enkelt nät, B nät med internt gömt lager, C tillbakakopplat nät

w1,31

4

3

2

w3,5

w2,4
w4,5

5
w2,3

w1,4

Figur 2 Neuroner med länkvikter

3,223,11 ** wawa +=∑
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blev i föregående tidsteg. Flödet från det att vi får data till innoderna och det att
utnoderna påverkar effektorer, och till dess att ny data når innoderna benämns oftast
en sensor motor loop.

Dessa modeller kan sedan modifieras för att passa det problem/funktion det är skapat
för att lösa. Modifieringen kan till exempel handla om att avlägsna länkar, låta länkar
hoppa över ett lager och gå direkt från in- till utnod. Andra lösningar är att lägga till
fler gömda lager, eller att lägga till noder i de olika lagren [Rus95].

Vi kommer i det här arbetet att visa hur vi kan låta en evolutionsprocess sköta några
av dessa designbeslut, nämligen anpassning och optimering av vikterna.

1.2 Varför använda ANN
Varför vill vi använda ANN för att evolvera robotkontrollern? Det finns många
aspekter som gör att just ANN lämpar sig för evolution.

Enligt Nolfi [Nol94]

• Neurala nätverk kan enkelt exploatera varierande former av inlärning under dess
livstid och detta kan snabba upp den evolutionära inlärningsprocessen [Ack91],
[Nol94b].

• Neurala nät är motståndskraftiga mot det brus som ofta återfinns i varierande
mängd i robotens miljö [Nol94].

• Stora förändringar i robotens nätverk betyder normalt inte att vi får en stor ändring
på robotens beteende. Faktum är att det har visats sig att introduktion av t.ex. brus
under träningen av ett ANN har fördelaktiga effekter på evolutionsprocessen
[Mig93].

Dessutom så är det relativt lätt, som vi kommer att se längre fram i sektion 1.3, att
mappa ett ANN till kromosomrepresentation.

Nolfi bygger även sitt arbete på Cliff m.fl. [Cli93] som menar att primitiverna som
manipuleras av evolutionsprocessen ska vara så enkla som möjligt, för att till hög grad
undvika beslut av mänsklig design. Synaptiska vikter och noder är primitiver på låg
nivå [Nol98].

1.2.1 Modularitet i ANN

Vissa uppgifter som ANN utsätts för kan innehålla deluppgifter som skiljer sig i stor
grad. För att få fram rätt beteende hos nätet kan det då vara effektivt att låta nätet få
en arkitektur som underlättar för nätet att utveckla delnät som specialiserar sig på
vissa beteenden eller delkompetenser som nätet ska anta.

I figur 4 så ser vi två olika exempel på modulära nät. I arkitektur A så har vi en
modularitet som baseras på att nätet har selektornoder som bestämmer vilken modul
som ska användas. Den streckade noden i varje modulpar är selektornod, den modul
vars selektornod har högst utvärde aktiveras vid varje sensor motor loop. Således låter
vi nätet själv bestämma vilken modul som aktiveras vid ett visst tillfälle. I exemplet
som återfinns i figur 4 A som Nolfi benämner emergently modular, vi kallar det
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spontan modularitet, så har vi två moduler för varje utnod. Alternativet till att låta
nätet bestämma ser vi i arkitektur B, där bestämmer vi utanför nätet vilken modul som
ska vara aktiv – vilket kan ske efter vilket beteende som är önskvärt. Figur 4 B har två
moduler, de tomma ringarna representerar effektorerna – det finns två par effektorer i
varje modul, en till motorn och en till sopborstarna.

1.3 Genetiska algoritmer, GA
GA är en av de evolutionsalgoritmer (EA) som finns. En evolutionsalgoritm bygger
enligt Fogel [Fog95] på Neo-Darwinism, en kombination av Darwins
evolutionsteorier, Weissmans selektionism och Mendels genetik. Den bygger på att
nuvarande artrikedom härstammar från ett fåtal processer som utförs på och inom
populationer av arter. Processerna är förökning, mutation, konkurrens och urval.
Dessa processer innebär att vi får en anpassning till omgivningen när de får verka
över en längre tidsperiod inom arterna, och på detta sätt härstammar de arter som vi
har idag, enligt Neo-Darwinismen.

GA använder abstraktioner av dessa processer som en sökmetod för att komma fram
till en individ som lämpar sig bäst till sin miljö. Vi börjar med att gå igenom ett urval
av de termer som existerar inom GA enligt Koza [Koz92]:

Kromosom Består av en sträng där problemets variabler kodas. I vårt fall med
ANN lagras länkarnas vikter.

Individ En kromosom med ett tillhörande fitnessvärde (se nedan).

Population En bestämd mängd av individer.

Avkomma En ny individ som är baserad antingen som ett resultat av
kombinering av två andra individer eller kopiering av en individ
med applicerad mutation (se nedan).

Fitness Ett mått på hur bra en specifik individ löser problemet, uttrycks
med ett numeriskt värde.

Figur 4 Exempel på nät med modularitet. ANN för att styra motorn och sopborsten på en
städrobot. Vi kan anta att roboten ska ha ett visst beteende när borstarna används och ett
annat när de inte används. T. ex. så skulle roboten kunna vara orienterad så att när
batteriespänningen är inom ett visst intervall och skräpbehållaren inte är full så ska
roboten åka omkring och sopa golvet. Om så inte är fallet ska den orientera sig tillbaka till
sopstationen och åtgärda problemet. I modell A försöker vi få roboten att själv anta ett
modulärt beteende, Nolfi kallar detta emergent modularity och i modell B bestäms vilken
modul som ska vara aktiv utanför nätet.

A B

Motor Sopborstar

Modul 1 Modul 2 Modul 1 Modul 2

Modul 1 Modul 2

Motor Sopborsten

Selektor

Effektor

Innod
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Fitnessfunktion En funktion som avgör vilken fitness en individ har

Mutation Slumpmässig förändring av en kromosom genom att vi med en
förbestämd sannolikhet modifierar vissa av kromosomens
strängvärden med ett slumpmässigt värde inom ett förbestämt
intervall. Syftet är att skapa variation i populationen, som sedan
utnyttjas i det selektiva urvalet.

Genom att bygga upp en slumpartad startpopulation på ett bestämt antal individer så
kan vi med hjälp av en fitnessfunktion se vilka individer som vi tycker är bäst. Vi kan
sedan låta de bästa  få ny avkomma och vid skapandet av den inför vi t. ex. mutation
för att förändra avkomman. De individer som hade sämre fitness tar vi bort och
ersätter med den nya avkomman.

Genom att låta dessa processer fortlöpa ett antal generationer så får vi en evolvering
mot önskvärda individer, vi skapar ett artificiellt urval. Individerna brukar normalt nå
en platånivå där fitnessen pendlar upp och ner men totalt sett inte förändras nämnvärt.

1.4 Beteendebaserade robotar
Beteendebaserade robotar är en nytt arbetssätt som växt fram som ett komplement till
de traditionella arbetssätten inom artificiell intelligens för att styra robotar.
Arbetssätten erbjuder möjligheter att eliminera de svårigheter som finns inom
traditionella lösningar.

Nolfi är en av dom som ägnat detta området mycket tid. Pionjären inom området är
Brooks[Bro85]. Mer om deras metoder i sektion 2.

1.5 Kheperaroboten
Khepera är en robot ämnad för robotforskning och utvecklas nu av K-team [Kteam].
Det är en cirkulär miniatyrrobot med diametern 55 mm, höjden 30 mm och vikten 70
g. Roboten som ursprungligen är
utvecklad vid EPFL i Lausanne,
Schweiz, stöds av två hjul och två
teflonkulor. Hjulen drivs med
finkänsliga DC stegmotorer och kan
drivas både framåt och bakåt med en
noggrannhet på tio steg per
förflyttad millimeter. På roboten
finns åtta infraröda sensorer, sex
stycken är placerade på framsidan
och två stycken är monterade på
baksidan, se figur 6 A.

Roboten kontrolleras av en Motorola
68331 tillsammans med 256 KB
RAM och 512 KB ROM. Möjlighet
finns att kontrollera roboten via en
seriell kabel för att utnyttja extern
strömförsörjning och lagrings-
kapaciteten hos en dator. Det går Figur 5 Kheperarobot med griparm
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även att ladda ner programvaran i
roboten så att den kan arbeta helt
fristående.

Roboten kan utrustas med olika
moduler, roboten i figur 5 är
utrustad med en griparm som gör
att roboten kan plocka upp objekt.

Griparmen är konstruerad så att
den kan plocka upp objekt från
marken, den har en sensor som
indikerar om roboten har ett objekt mellan ”fingrarna” eller ej, se figur 6b.

1.6 Simulatorn
För att effektivt evolvera fram nät till roboten så underlättar det om vi använder en
simulator. Det finns flera faktorer som gör att en simulator lämpar sig för utveckling
av näten, likaså finns det nackdelar.

Fördelar

• Effektivitet, roboten behöver ingen övervakning då roboten inte kan skadas eller
skada nånting.

• Snabbare, simulatorn arbetar snabbare än vad en riktig robot gör. Vilket är viktigt
inom evolutionär robotik eftersom man oftast har många generationer och stora
populationer.

• Flexibelt, vi kan modifiera miljön lättare medan körning pågår för att frammana
vissa beteenden.

sensor

drivhjul

Figur 6 A Översikt av Kheperarobot utan griparm

Griparms-
sensorn

Figur 6 B Skiss av en griparm på en
Kheperarobot. Armen kan höjas och sänkas
som visas i bilden. Själva fingrarna är
fästade på armen och rör sig i horisontiellt
led. På fingrarna sitter en infraröd sensor
som aktiveras då något befinner sig mellan
fingrarna.

”Fingrarna”

Armen
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Nackdelar

Enligt Miglino m.fl. [Mig95] som gjorde experiment med en Kheperarobot där man
undersökte faktorer som påverkar mellan simulerad och verklig miljö där de kom
fram till följande faktorer:

• Matematiska simuleringar brukar inte alltid ta hänsyn till alla fysiska aspekter som
uppstår i den riktiga miljön, såsom vikt, friktion, tröghet och brus.

• Fysiska sensorer levererar osäkra värden, och kommandon till aktörer har osäkra
effekter. Till skillnad från den simulerade miljön som levererar exakt information

• Olika fysiska sensorer och aktörer kan, trots att de är av samma typ, agera olika
beroende på elektriska eller mekaniska skillnader. Även deras placering på
roboten kan påverka deras interaktion med omgivningen.

För att eliminera en del av de faktorer som vi tidigare nämnde ovan så anpassar Nolfi
simulatorn efter sensorerna på den riktiga Kheperaroboten. Detta genomförs genom
att låta Kheperaroboten samla in data från de objekt som existerar i dess miljö så att
man kan anpassa simulatorn att reagera likvärdigt med målmiljön. Dessutom lägger vi
till brus på sensorvärdena. Det är framförallt de fysiska sensorerna som skiljer sig åt,
något som [Mig95] konstaterade under mätningar och jämförelser av en
Kheperarobots sensorer.
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2 Nolfis arbete
Stefano Nolfi samordnar gruppen Neurala system och artificiellt liv vid Institute of
Psychology, National Research Council, Rom, Italien. Hans forskning baseras på två
underliggande teman :

Citat från [Nol97] om författaren:

• That behavioral strategies and neural mechanisms are understood better when an
organism (living or artificial) is caught in the act – that is, when one considers
situated and embodied agents in their interaction with the environment.

• To understand how natural agents behave and to build useful agents, one should
study how living organisms change, […], as they adapt to their environment.

2.1 Brooks synsätt
Inom beteendebaserade robotkontrollers finns det två synsätt på hur man skapar en
robots styr- och kontroll-mekanismer. Den första metoden som härstammar från
Brooks [Bro85], kallar Nolfi en distal approach. Brooks synsätt bygger på att man
implementerar en mängd beteenden åt roboten, t. ex. ”undvik”, ”plocka upp” och
”släpp”. För varje sensor motor loop så bestämmer man vilket beteende som ska vara
aktivt. Oftast så är det experimentören som designar beteendena och den mekanism
som styr vilket beteende som ska agera. Designen sker oftast inkrementellt och
innebär intensiv testning och debuggning. Detta angreppssättet bygger på en så kallad
divide-and-conquer ansats, eftersom designern först bestämmer vilka beteenden som
behövs för att lösa en viss uppgift och senare bestämmer hur dessa beteenden ska
sättas ihop.

Brooks synsätt, figur 8, kan ses som en rymd med parallella beteenden som
kommunicerar med enkla meddelanden – gentemot det mer traditionella synsättet där
robotkontrollern har en sekvensiell uppbyggnad, figur 7.

Närma

Undvik

Utforska

Identifiera

koordinera

SAMLA

SKRÄP

Figur 8  Distal beskrivning av beteendebaserad robotkontroller, efterliknad
från [Nol98]

Iakttagelse Planering Uppgifts
exekvering

Motor-
kontroll

Sensorer Effektorer

Figur 7 Traditionell robotkontroller med hierarkisk arkitektur

Modellering
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Figur 10 Kheperaroboten i målmiljön

2.2 Nolfis synsätt
Nolfi arbetar utefter en proximal beskrivning av problemet [Nol97b]. En strävan efter
att låta robotkontrollern lösa så mycket av problemet som möjligt – vi vill eliminera
de designbeslut som människan tar. Genom evolution försöker vi få fram ett ANN
som själv hanterar lågnivåbeteenden såväl som högre mål, figur 9.

Nolfi vill i sitt arbete visa att robotar själv kan evolvera lågnivåbeteenden som t.ex.
”närma sig” eller ”undvik”. Samtidigt som den lär sig den övergripande uppgiften.
Detta är det som Nolfi vill klassificera under begreppet en proximal beskrivning. Han
vill även visa att spontan modularitet lämpar sig för komplexa uppgifter som kräver
väldigt olika respons vid liknande sensorvärden.

För att påvisa att en spontan modularitet lämpar sig för uppgifter som kräver väldigt
olika respons vid liknande sensorvärden, så använde sig Nolfi av ett problem som går
ut på att kontrollera en skräpplockande robot [Nol97]. Problemet, vilket brukar
benämnas garbage collecting robot, kräver de komplexa beteenden som Nolfi ville
visa att en spontan modularitet modell hanterar väldigt bra.

Robotens uppgift är att se till att ett visst område är fritt från skräp, figur 10. Genom
att åka omkring inom det avgränsade området ska den finna skräp, plocka upp det och
åka till en av områdets väggar och släppa skräpet över väggen. I robotproblemet finns
två klart skilda delproblem, i det ena fallet ska roboten söka upp skräpbitar för att
plocka upp dom, i det andra ska den undvika skräpbitarna och dumpa skräpet den bär
på över en vägg.

Uppgiften kan brytas ned till följande
beteenden:

• Utforska omgivningen.

• Undvik väggarna.

• Identifiera skräpobjekt och positionera
kroppen i en relativ position som gör det
möjligt att plocka upp objektet.

• Plocka upp skräpobjekt.

• Åka till en vägg och samtidigt undvika

Motor rymd

Sensor rymd

Modul 1 Modul 2
Miljö

Figur 9 Proximal beskrivning av beteendebaserad robotkontroller med en
emergent modularitet, efterliknad från [Nol98]. Figuren demonstrerar hur
modul ett och två får värden från sensorrymden deras utfall i motorrymden får
en direkt återkoppling genom miljön till nya sensorvärden. Modul ett och två
tävlar om vem som ska få kontrollen.
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andra skräpobjekt

• Identifiera vägg och ställa sig i en position som gör det möjligt att släppa
skräpbiten utanför området.

• Släppa skräpbit.

Varje punkt kan vi sedan bryta ner i mindre delar, t.ex. så kan första punkten brytas
ner till a) åk framåt då sensorerna inte är aktiverade b) sväng vänster då högra
sensorerna är aktiverade osv. Detta är om vi ser på problemet med ett distal synsätt,
men det var inte dit Nolfi ville - han ville visa att nätverket kan komma fram till dessa
beteenden på egen hand med hjälp av evolution. Utan att bryta ner styrmekanismerna
enligt det distala beskrivningen.

För att visa detta så använde Nolfi fem olika arkitekturer av ANN, se 2.4. Vikterna i
näten mappades till kromosomer som bestod av flera åtta bitar långa bitsträngar som
sedan evolverades med hjälp av GA.

2.3 Experimentens utförande
För att evolvera rätt vikter använde Nolfi en GA med en start population på 100
slumpvisa individer. Han lät de 20 bästa individerna från varje generation reproducera
sig 5 gånger, det vill säga de 20 näten med högst fitness.  Avkomman skapades
genom kopiering av förälderkromosomen och under kopieringen utfördes mutering,
vilket resulterade i att en procent av vikterna förändrades. Näten evolverades under
1000 generationer, varav den sista generationen kördes på en riktig Kheperarobot.

Fitnessen beräknades utifrån hur många objekt som individen lyckades plocka upp
och släppa utanför området. Individerna fick även poäng för varje gång de korrekt
lyckades plocka upp ett objekt. Nolfi testade även andra fitnessfunktioner som
innehöll fler fitnessgivande delbeteenden men vid trial and error så visade det sig att
detta var den bästa fitnessfunktionen.

Varje test av de fem arkitekturerna som presenteras i sektion 2.4 utfördes tio gånger
och det var det genomsnittliga resultatet som Nolfi sedan använde i sina diskussioner.

För att uppmuntra roboten att undvika objekt då den plockat upp en skräpbit så
placerade simulatorn ett nytt objekt framför roboten då den plockat upp ett objekt.
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2.4 Nolfis arkitekturer
Nolfi testade fem olika arkitekturer, samtliga hade sju innoder där sex noder
kopplades till de frontala sensorerna på roboten och den sjunde till griparmssensorn.
Alla näten har fyra utnoder men vissa nät har flera moduler av varje utnod. Två av
utnoderna är kopplade till vänster respektive höger motor på Kheperaroboten.
Resterande utnoder, två stycken, är kopplade till en griparms rutin. Den ena är
kopplad till en förprogrammerad rutin för att plocka upp ett objekt och den andra för
att släppa objektet. Rutinen för att plocka upp ett objekt backar roboten lite så att
griparmen kommer i rätt läge och plockar sedan upp objektet, den andra rutinen
släpper objektet.

Modul 2Modul 1

Figur 11 Nolfis ANN A Feedforward. B Ett internt gömt lager. C Två tillbakakopplade
noder. D Två moduler, där vi externt väljer vilken modul som ska styra vid varje
sensor motor loop beroende på om roboten bär ett objekt eller ej. E En emergent
modularitet, med två moduler för varje utnod.

Griparms-
sensorInfraröda sensorer

(A)

(B)

(C)

(D)

(E)

Motor

ut/in –nod

selektornod

Modul 1 och 2
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I figur 11 kan vi se de arkitekturer som var med i Nolfis slutliga undersökning. Han
evolverade de olika näten under 1000 generationer (enligt sektion 2.3). Arkitekturerna
B till E kan ses som varianter på arkitektur A. I arkitektur B så finner vi ett internt
gömt lager på fyra noder,  C har två extra in- och ut-noder som är återkopplade.
Arkitektur D har en kopia på varje utnod, resultatet blir att vi får två uppsättningar
utnoder - det vill säga två moduler. I fallet med arkitektur D så väljs vilken modul
som ska utnyttjas vid varje sensor motor loop utanför nätet. Sist så har vi arkitektur E
som utnyttjar spontan modularitet med två moduler (se sektion 1.2.1 för en närmare
förklaring). Alla arkitekturerna är fullkopplade,  men saknar kopplingar som går förbi
interna lager.

2.5 Nolfis resultat
Nolfi visade att hans ANN kunde lära sig de grundläggande beteendena såväl som att
lösa det övergripande problemet. Näten presterade förstås olika resultat och rätt
beteende tog olika lång tid att få fram.

Nolfi framställde sitt resultat på två sätt. Det ena grafiska visade evolutionens
utveckling gentemot antalet evolverade generationer enligt figur 12. Han jämförde
även de färdigevolverade näten mot varandra.

Den mest framgångsrika arkitekturen var E, som gav både bäst resultat och
utvecklades snabbast, vilket kan ses i figur 12. Sammanfattat så visar detta att en
spontan modularitet kan  hantera problem med hög komplexitet som kräver väldigt
olika respons vid lika sensorvärden.

Men arkitekturen fungerande inte som Nolfi förväntade sig. Nätets utnyttjande av
modulerna var synnerligen kaotiskt och han såg inga klara samband. Till exempel så
använde nätet två moduler för att styra ena motorn (hjulet) och bara en modul för att
kontrollera den andra.

Figur 12 Antal epoker (av 15) i vilka de olika arkitekturerna korrekt plockade upp och släppte
objekt utanför arenan genom generationerna. Varje kurva representerar medelvärdet av de bästa
individerna från de 10 olika simuleringarna. Datan är utjämnad genom att beräkna ett medelvärde
över de tre föregående och tre efterföljande generationerna. Graf från [Nol97a].
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Nolfi visade även att  arkitektur B och C presterade näst bäst och visar även att vi med
arkitektur E snabbare finner en viktuppsättning som klarar av den specificerade
uppgiften som han använde sig av. Av de individer som han evolverade så fann han
sju individer från arkitektur E som visade ett fullständigt korrekt beteende, B och C
gav två vardera, A och D en vardera. Ett fullständigt korrekt beteende är när roboten
utför den specificerade uppgiften utan att :

• Köra på skräpobjekt eller väggar.

• Släppa skräpobjekt på andra skräpobjekt.

• Försöka plocka upp väggar.
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3 Specificering av problemet
Uppgiften, som tidigare förklarats i sektion 2.2 för det nät som ska utvecklas för
Kheperaroboten är att rensa upp ett område från skräp. Vi ska se till de nät som Nolfi
använde och arbeta vidare på dem, dvs näten A till E från figur 11.

Det nät som presterade bäst var det spontan modularitet baserade nätet som Nolfi
kallar arkitektur E, det var även det nät som uppnådde sin fitnessplatå snabbast. Nätet
är en vidareutveckling av arkitektur A, med den skillnaden att det här finns flera
moduler för varje utnod. Nätet har utnoder som är kopplade till motor och
griparmsrutinerna  och selektorutnoder, varje modul består av ett par – en
selektorutnod och en effektorutnod. Selektorutnoderna tävlar sedan om vilken modul
som ska få kontroll. Nolfi använde under sina experiment en modell där varje effektor
på roboten hade två moduler vardera. Han påvisar aldrig varför han valt just två
moduler till varje effektor. Kanske var tanken att hjälpa roboten, genom att ge den två
separata moduler så att den kunde hantera de två oberoende delproblemen som
presenterades i sektion 2.2.

En arkitektur med ett lager av interna noder (B) resulterar i det nät som når en
marginellt sämre fitness än en spontan modularitet (E). Den slutliga fitnessen för B
ligger över de andra arkitekturerna (bortsett från E). Tiden för arkitekturen att nå sin
platåfitness är dock mycket längre än vad Es är – båda näten bygger på arkitektur A
och presterar bättre än A. Vi ser därför ett intresse av att utröna hur en kombination av
B och E presterar tillsammans, det vill säga en spontan modularitet med ett internt
lager.

Vi såg i Nolfis resultat efter hans experiment att återkopplade nät för sig själv inte
presterade särskilt bra i jämförelse med en spontan modularitet. Nolfi visade dock att
återkopplade noder underlättade för nätet att lösa uppgiften , det vill säga att
arkitektur C presterade bättre än arkitektur A – vad han inte visade var om även en
spontan modularitet kan ha nytta av återkopplade noder.

3.1 Hypoteser
#1  Modell B och E är baserade på A och presterar bättre än A. Från B kan vi dra
slutsatsen att arkitektur A presterar bättre med ett internt lager. De interna noderna ger
nätet större möjligheter att behandla informationen från omgivningen, något som
visade sig underlätta för nätet att ta sig an uppgiften. Vi antar därför att modell E som
inte har samma interna förmåga att hantera information från miljön kommer att utföra
uppgiften bättre med ett internt lager. För att följa samma trend som Nolfi, så ger vi
den nya arkitekturen lika många interna noder som utnoder. Det vill säga den nya
arkitekturen får  åtta interna noder. Vi kallar denna nya arkitekturen för G, se figur 13.

#2 Modell C och E är baserade på A och presterar bättre än A. De återkopplade
noderna som finns i C ger nätet förmågan att spara information, vilket visade sig ha
betydelse för uppgiften, medan modell E saknar denna förmåga. Vi antar således att
modell C i kombination med E kommer att resultera i ett nät som hanterar uppgiften
felfritt bättre än vad E själv gjorde. Vi kallar denna nya modell F, se figur 13.

#3 Med resonemangen från hypotes 1 och 2 så antar vi att en arkitektur som
kombinerar de båda hypoteserna kommer att resultera i ett nät som också gör bra ifrån
sig i avseende på korrekt beteende. Vi förväntar oss inte att den kommer ha samma
raska utveckling som E har då vi har betydligt fler vikter att evolvera. Vi kallar denna
nya arkitektur H, se figur 13.
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3.2 När besannas hypoteserna
För att visa om hypotesen stämmer måste vi dels testa Nolfis experiment, så likt som
möjligt, för att se att vi får liknande resultat, dels testa mina hypoteser och med
liknande metoder som Nolfi använde jämföra resultaten. För att göra detta har vi till
vårt förfogande koden till simulatorn som Nolfi använde.

Vi skall alltså lägga till de delar i simulatorn som krävs för att undersöka hypoteserna,
för att sedan återskapa experiment med relevanta arkitekturer från Nolfis arbete och
köra våra experiment. Vi behöver således undersöka möjligheten att köra spontan
modularitet och återkopplade noder samtidigt, likaså huruvida vi kan använda ett
internt lager samtidigt med spontan modularitet.

Om vi med hjälp av mätmetoder liknande Nolfis mätmetoder får bättre resultat så kan
vi visa att våra hypoteser stämmer och eventuellt även utreda hur modulariteten

(F)

Figur 13 De nya arkitekturerna F, G och H.

(G)

(H)
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fungerar i näten. Om våra hypoteser stämmer så vore det även intressant att utröna hur
de klarar mer komplexa problem. Likaså om det visar sig att näten presterar sämre, så
vore det intressant att se hur komplexiteten i miljön påverkar resultatet av
simuleringarna, det vill säga  vilken generalitet som modellerna hanterar.
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4 Metod
Utifrån det vi identifierade i sektion 2 och det vi diskuterade i sektion 3.2 så får vi en
klar strategi som vi kan arbeta efter. Följande moment kommer att tas upp och
diskuteras i sektion 4 :

1. Återskapa Nolfis experiment så likt som möjligt i samma simulerade miljö som
Nolfi använde. Detta för att se om vi får resultat som är lika Nolfis.

2. Testa de nya modellerna F, G och H från sektion 3.1 i samma miljö som Nolfi
hade fast med brus, för att kontrollera om våra hypoteser stämmer.

3. Då ett och två är avklarade, analysera och representera resultaten från
experimenten, och utvärdera informationen.

4.1 Simulatorn
Själva simulatorn är skriven i C och grunderna av neurala nät koden härstammar från
1985. Utvecklingen har sedan skett vid behov och det har resulterat i en dåligt
dokumenterad programkod som modifierats av många personer under årens gång.
Programkoden är dåligt strukturerad och genomsyras av globala variabler.

Det vi kan påverka utan att skriva om programkoden gör vi genom
kommandoparametrar till simulatorn och genom att modifiera två filer. Med
kommandoparametrarna kan vi påverka GA-parametrar såsom antal generationer,
antalet individer i generationerna, hur avkomman ska skapas, med mera. Med den ena
filen anger vi uppbyggnaden av nätet som ska simuleras vad avser antal lager och
lagernas storlek. I den andra filen specificerar vi hur världen ser ut vad gäller väggar
och objekt i miljön.

4.1.1 Miljön

Nolfi använde sig av en enkel fyrkantig miljö som innehöll de ”skräpbitar” som
roboten hade som uppgift att städa bort. Miljön som vi använder i simuleringarna är
likadan och har storleken motsvarande 600x350 mm i verkligheten. I miljön återfinns
fem cylindriska skräpbitar med en radie på 11,5 mm. För att få en rättvis bedömning
av modellerna så sker körningar både med och utan brus i miljön.

4.1.2 Fitnessfunktionen

Vi använder oss av en befintlig fitnessfunktion, som finns implementerad i
simulatorn. Anledningen till att vi inte implementerar en ny som är identisk med den
Nolfi använde är för att eliminera de fel som kan uppstå i simulatorn som beror på en
felaktigt konstruerad fitnessfunktion, detta då fitnessfunktionen och simulatorn är
väldigt tätt knutna till varandra.

Nolfi använde sig av en väldigt enkel fitnessfunktion som enbart gav belöningar, inga
bestraffningar. Fitnessfunktionen som vi använder oss av ger belöningar respektive
bestraffningar enligt följande:

1. Om roboten åker på en skräpbit så dras 10% av epokens fitness av eller så sätts
fitnessen till –1,0 om epokens fitness redan är mindre än 0.

2. Om roboten åker in en vägg så sätts epokens fitness till –1,0 och epoken avslutas.

3. Om roboten befinner sig nära skräpbitar så ökas epokens fitness omvänt
proportionellt mot avståndet.
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4. Om roboten plockar upp en skräpbit så multipliceras epokens fitness med fem.

5. Om roboten släpper en skräpbit över en vägg ökas fitnessen med 10 000 och
epoken avslutas.

En individs fitness är summan av den samlade fitnessen från varje epok. Det vill säga
varje individ startar en epok med en fitness på noll som ökas enligt fitnessfunktionen,
efter avslutad epok på 200 tidsenheter så adderas epokfitnessen till den sammanlagda
fitnessen för individen.

Utformningen av fitnessfunktionen tillsammans med att epokerna avslutas då nätet
gör grova felsteg (som till exempel att åka in i en vägg) gör att vi får en teoretisk
maximal fitness på cirka 150 000. Det är möjligt för näten att få en fitness som är
högre på grund av punkt 3 och 4. Men funktionen är konstruerad så att punkt 3 i
kombination med punkt 4 aldrig kan resultera i en epokfitness som överstiger 10 000.
Vi kan därför räkna med att en totalfitness som är jämt delbar med 10 000 talar om
hur många lyckade epoker individen fullgjort.

4.1.3 Sensorer och brus

Robotens sensorer kan anta värden från 0 till 1024. Dessa kodas ner till flyttal, där
sensorvärdet x är i intervallet 0,0 ≤ x < 1,0. Sensorvärdena i simulatorn följer
föregående representation, själva värdena är inspelade från en verklig miljö med en
riktig Kheperarobot, som placerats med olika avstånd och vinklar framför objekt i
miljön. De tabeller som skapats från dessa inspelningar används sedan i simulatorn
för att skapa realistiska sensorvärden till roboten.

I de simuleringar där brus används så påverkar vi värdena från robotens sensorer till
ANN med en additiv förändring mellan 0,0 till 0,1.  Då Kheperarobotens sensorer är
infraröda sensorer så kan belysning i rummet och temperaturavvikelser påverka de
värden som vi får ifrån sensorerna. Med bruset kan vi försöka ge liknande effekter
under simuleringarna.

4.2 Simuleringarna
Vi vill återskapa Nolfis experiment och testa våra modeller. Framför allt så är vi
intresserade av hur våra nya arkitekturer F, G och H (se 3.1) mäter sig gentemot
Nolfis spontana modularitet (E).

4.2.1 Tillvägagångssätt

Simuleringarna sker i simulatorn som Henrik Hautop Lund, Jeff Elman och Stefano
Nolfi utvecklat. Simulatorn är densamma som Nolfi använt i sina experiment, bortsett
från att vår saknar Nolfis fitnessfunktion.

Varje simulerad generation består av 100 individer, där de 20 bästa individerna går
vidare till nästa generation och dupliceras till 5 nya individer vardera. Under
dupliceringen sker en slumpmässig bitmutation på 2 % enligt simulatorns mått. Det
bör noteras att när man, för ovannämnda simulator, begär en bitmutation på 2 % så
blir den faktiska bitmutationen enbart 1 %. Detta beror på att mutationen är uppbyggd
så att begärd procent av bitarna tilldelas slumpmässigt ett eller noll – således muteras
enbart 50 % av de bitarna vi begär ska muteras.

En individ får interagera med miljön under 200 tidsenheter vilket vi benämner en
epok. Varje individ körs 15 epoker och repositioneras slumpmässigt i miljön vid
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början av varje epok. Fitnessen från de 15 epokerna summeras och jämförs med de
andra individerna i slutet av varje simulerad generation.

Varje simulering körs 10 gånger och vi intresserar oss för den bästa individen i varje
simulering. Data representerar vi i diagram genom att beräkna medelvärdet av de
bästa individerna i de olika simuleringarna.

Körningarna görs på en standard utrustad Sun Ultra Enterprise TM 4000 och varje
simulering tar mellan 3 till 6 timmar att genomföra.

4.2.2 Yttre stimuli

Under simuleringens gång ger vi ytterligare stimuli bortsett från fitnessfunktionen för
att locka fram rätt beteende, detta helt efter hur Nolfi genomförde sina experiment
[Nol97].

• Vi sätter ut en ny skräpbit direkt framför roboten när den plockar upp en skräpbit.
Detta för att lära roboten att undvika andra skräpbitar då den redan bär på en.

• Vid starten av varje epok så repositionerar vi om roboten i miljön. Gör vi inte
detta så kan det hända att roboten lär in ett statiskt beteende istället för att
lokalisera sig i miljön.

4.2.3 Simuleringsfall

Vi vill testa om våra hypoteser (se sektion 3.1) stämmer och våra hypoteser bygger på
att en spontan modularitet presterar bättre i miljöer med brus med hjälp av
återkopplade noder. För att undersöka om de återkopplade noderna underlättar för
näten att hantera miljöer med brus så vill vi jämföra dels hur modell F förhåller sig till
E utan brus och likaså hur förhållandet är med brus. Bruset tillsätter vi enligt sektion
4.1.3.

Vi vill även få liknande resultat som Nolfi fick på modellerna A, B, C, D och E (se
sektion 2.4. och 2.5) Vi vill även jämföra resultaten från våra hypoteser med de
modellerna.

Då vi inte anser att en miljö fri från brus är särskilt realistisk så lägger vi tyngdvikten
på att köra simuleringar med brus i miljön.

Följande simuleringsfall har vi efter ovanstående resonemang valt att testa :

Fall Skräpbitar Radie på skräp Brus Modeller vi vill testa

S1 5 st 11.5 mm Nej E, F

S2 5 st 11.5 mm Ja Alla
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5 Resultat
Efter att vi gjort de experiment som vi specificerade i sektion 4 har vi nu information
från simuleringarna som vi kan representera i diagram. Dessa kommer att presenteras
i detta kapitel och vi kommer även att lyfta fram faktorer som kan ha påverkat
simuleringarna.

5.1 Simuleringsfallen
Vi har två simuleringsfall som vi presenterar datan ifrån, datan kommer från logfiler
som skapades under simuleringarnas gång. I logfilerna sparade vi undan fitnessen för
de tio bästa individerna i varje generation, diagrammen är sammanställda genom att ta
den bästa individen från varje generation, detta gör vi från tio olika simuleringar av
arkitekturen, det som representeras i diagrammen är medelvärdet av summan vi får
från varje arkitektur.

5.1.1 Simuleringsfall S1

Diagram 1 demonstrerar delvis att vi får samma raska fitnessutveckling som Nolfi
visar i sina resultat av en spontan modularitet. Den visar även hur en arkitektur med
återkopplade noder presterar i jämförelse med en ren spontan modularitet. De
återkopplade noderna ses anta en mer störande funktion som fördröjer nätets
utveckling än en positiv effekt. Fitnessen för modell F efter 1000 generationer är cirka
en lyckad epok sämre än en ren spontan modularitet (modellen F har en fitness som
ligger mer än 10 000 poäng under modell E, se 4.1.2). Modell E ger oss individer som
lyckas med uppgiften genom alla 15 epoker, modellen med återkopplade noder
individer lyckas som bäst med 14 av 15 epoker.
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Resultatet är inte direkt förvånande då de återkopplade noderna inte ger nätet någon
speciell fördel i en miljö utan brus. Den fördel som de återkopplade noderna kan ge i
uppgiften är att förhindra att roboten fastnar i hörn. Vilket är möjligt med en
arkitektur som inte har någon återkoppling från föregående motor sensor loop. T.ex.
med figur 14 tid 1, anta att roboten står riktad in i ett hörn och robotens sensorer på
den vänstra sidan ger höga utslag, nätet bestämmer därför att roboten ska rotera åt
höger och hamnar så att den nu får höga utslag från de högra sensorerna, tid 2. Nätet
vill undvika väggen och ger roboten ordern att svänga åt vänster och vi är nu tillbaka i
den situationen vi startade i, tid 1. Med återkopplade noder kan roboten behålla
information om vad som hände vid förra sensor motor loopen  och undvika irrationellt
beteende som att ge roboten order att göra motsatt sak som den gjorde vid förra motor
sensor loopen.

Figur 14 Robot som fastnar i ett hörn därför att den gör motsatt beteende från förra
motor sensor loopen.

Tid 1 Tid 2
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5.1.2 Simuleringsfall S2

Diagrammet visar hur de olika modellerna klarar uppgiften med brus i miljön. D
sticker ut ur mängden och är det nät som faktiskt hanterar uppgiften bäst. Med en
genomsnittlig fitness på cirka 150 000 (alltså 15 lyckade epoker) vid sista
generationerna så hanterar den till och med, förvånande nog, uppgiften bättre än vad
modell E gör. Både modell E och F tappar en epok i jämförelse med diagram 1 - de
återkopplade noderna ger således inte alls modell F den tålighet mot brus som vi hade
hoppats på.

Modell B visar en långsam utveckling men efter 1000 generationer så visar den inga
tecken på att den klättrande trenden ska avta. Det är mycket möjligt att om vi fortsatt
experimentet under ett par generationer till så skulle B visa samma resultat som
modell D.

Förvånande nog så ger inte heller ett internt lager någon positiv effekt på en spontan
modularitet (modell G), vi förväntade oss detta då modell B presterar så pass mycket
bättre än vad modell A själv gör. Utvecklingen för fitnessen hos modell G är
dessutom väldigt kaotisk i jämförelse med de andra modellerna.

Modell H visar som förväntat en väldigt långsam utveckling, men den är mycket
flackare än vi hade förväntat oss. Resultatet i sig är inte förvånande nu när vi har facit
i hand från modell F och G, alla försök till förbättringar på en spontan modularitet har
fått en negativ effekt i denna uppgiften.
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5.2 Faktorer som kan påverka simuleringarna
Vi vill här lyfta upp de faktorer som påverkar experimentens utfall.

5.2.1 Kaos

Diagrammen är genererade utefter den bästa individen för varje generation i 10
simuleringar, så vi borde få ett bra genomsnitt av körningarna. Men om vi ser på varje
experiment för sig så ser vi att vissa simuleringar drar ner genomsnittet markant, vissa
simuleringar ligger och oscillerar med en platåfitness runt 10000, dvs en lyckad epok,
se bilaga B, detta såg vi främst hos arkitektur G (en spontan modularitet med ett
internt lager).

5.2.2 Fitnessfunktionen

Fitnessfunktionen är det enda som man klart kan peka på skiljer sig från Nolfi’s
simuleringar. Det har visats i andra arbeten att fitnessfunktionen kan påverka
utvecklingen av näten hos vissa arkitekturer, framför allt hos nät med återkopplade
noder.

Vi kunde förväntat oss sämre prestanda generellt från näten med den fitnessfunktion
vi använt (som beskrivs i  4.1.2), detta har vi inte märkt av så det borde utesluta det
resonemanget om inte modellerna har en stark förankring i fitnessfunktionens
utseende.

5.2.3 Sensorinspelningarna felaktiga

En osäkerhetsfaktor i våra simuleringar är sensorvärdena – dessa är baserade på de
färdig genererade tabellerna som hängde med simulatorn. Tabellerna är framtagna
med simulatorn genom att koppla ihop denna med en Kheperarobot som spelat in
sensorvärden från olika objekt i den verkliga miljön, från olika vinklar och avstånd.

Huruvida tabellerna återspeglar en normal Kheperarobot eller ej kan vi ej utröna. Men
eftersom modellerna presterar så som de gör så kan vi nog utesluta även denna faktor.

5.2.4 Elitism

Med den metoden som vi styr evolutionen så förekommer det ett ganska brett urval av
individer som får avkomma. Elitism är när vi tar ut en väldigt liten del av de bästa
individerna från varje generation och låter dem fortplanta sig. Vi väljer ut de 20 bästa
individerna efter Nolfis experiment, men det är möjligt att våra nya modeller skulle
fungera bättre om vi gjorde ett mindre urval som är mer elitinriktat.
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6 Slutsatser och bidrag
Våra hypoteser var menade att undersöka om återkopplade noder och ett internt lager
har samma positiva effekt på en spontan modularitet som de har på ett enkelt
feedforward nät. Vi stödde våra hypoteser på det faktum att ett enkelt feedforward nät
(A) presterar mycket bättre med återkopplade noder (C) och likaså så får vi en stor
prestanda vinst med ett internt lager (B). Både nätet med ett internt lager och nätet
med återkopplade noder bygger i grunden på en enkel feedforward arkitektur, spontan
modularitet bygger i grunden också på ett enkelt feedforward nät så vi förväntade oss
en förbättring av den arkitekturen om vi utnyttjade möjligheterna med återkopplade
noder och interna lager. Vi trodde att de nya näten som byggde på dessa hypoteser
även skulle hantera brus bättre än vad en spontan modularitet gör i dess grundform.

6.1 Hypoteserna
Överraskande nog fick vi inte ovanstående resultat i våra experiment. Hypotes två
faller på det faktumet att återkopplade noder på en spontan modularitet (det vill säga
F) presterar sämre med brus i miljön än utan. Den tappar en lyckad epok vid brus i
miljön vilket är lika mycket som en enkel spontan modularitet (E) gör. Detta gör att vi
kan dra slutsatsen att återkopplade noder inte ger önskad effekt.

Om vi ser till hypotes ett, där vi lägger till interna noder på en spontan modularitet
(det vill säga modell G) så ger inte den heller något bra resultat. De interna noder gav
nätet en mer kaotisk och långsam utveckling. Arkitekturen låg som högst med en
fitness på cirka 100 000, det vill säga 10 lyckade epoker av 15 – att jämföra med
spontan modularitet (E) där enstaka generationer lyckades med alla epoker och
medelsnittet var 14 lyckade epoker. Vi kan därför dra slutsatsen att interna noder med
denna uppgiften och med den GA evolution som nyttjades inte ger några fördelar för
en spontan modularitet.

Med ovanstående slutsatser så är det inte direkt förvånande att kombinationen av
hypotes ett och två, det vill säga hypotes tre också negeras. Vi fick rätt i det avseendet
att utvecklingen blir mycket långsammare då arkitekturen innehåller många länkar,
vilket ger oss mer vikter att evolvera. Men så långsam utveckling som vi fick hade vi
inte väntat oss, fitnessen pendlar runt fyra lyckade epoker efter 1000 generationer
vilket till och med är sämre än en enkel feedforward arkitektur (A). Vi kan således dra
slutsatsen att kombinationen av hypotes ett och två inte heller ger en spontan
modularitet några fördelar.

6.2 Ytterligare bidrag
Efter våra resultat så kan vi även notera att en spontan modularitet i sin grundform är
väldigt tålig mot brus – den tappar i snitt en lyckad epok. Till vår överraskning så är
den modulära arkitekturen, där vi väljer vilken modul som ska vara aktiv beroende på
om roboten bär på en skräpbit eller ej (det vill säga D), det nät som hanterar bruset
bäst och som når högst genomsnittliga fitness. Dess utveckling är också väldigt lik
den för spontan modularitet, om något lite långsammare,
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7 Fortsatt arbete
Vi har efter det här arbetet funnit flera intressanta aspekter som vore intressant att
fortsätta med. De skulle ge oss en större förståelse för hur en spontan modularitet
fungerar och skulle även komplettera resultatet av det här arbetet, likaså Nolfis arbete.

• Att systematisk utvärdera alla eller några av de arkitekturer vi behandlat i det här
arbetet på flera olika uppgifter för att reda ut hur mycket prestanda som varierar
mellan olika uppgifter.

• Undersöka noggrannare vilken roll fitnessfunktionen och elitismen har på nätens
utveckling. Detta vore särskilt intressant att komplettera modellerna från våra
hypoteser med, för att se om arkitekturerna når bättre resultat och om
utvecklingen påverkas positivt av en bredare sökrymd.

• I spontan modularitet så har vi följt Nolfis exempel och använt oss av designvalet
med två delmoduler i varje modul. Det vore intressant att utröna hur en spontan
modularitet som även evolverade antalet delmoduler för varje modul beter sig.
Detta skulle kunna bidra till en större förståelse för hur en spontan modularitet
fungerar. Att sedan testa evolutionen på uppgifter med olika komplexitet borde ge
oss en bild av hur modulerna utnyttjas.
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A Bilaga begreppsdefinitioner

Distal Latinskt ord som ofta används inom anatomi.

(a) Bort ifrån fästets punkt eller ursprung, som i den distala
änden av ett ben eller en muskel.

(b) riktad ifrån mittlinjen eller det mesiala planet av kroppen.

Motsats till Proximal

Emergent eng. komma till existens; plötsligt uppenbara sig

Mesial Mitten; medianen; i eller i närheten av, mesiala planet

Modularitet modul

(a) en avtagbar del av en rymdfarkost

(b) hopsättning av elektroniska komponenter (som i
datahårdvara)

(c) en självskötande del av ett objekt som används i
kombination med andra enheter

Proximal Latinskt ord som ofta används inom anatomi.

Placerad närmast fästets punkt eller ursprung, som i den
proximala delen av en lem.

Motsats till Distal

Sigmoid funktion En funktion vars värde närmar sig ett då x går mot oändligheten
och noll då x går mot minus oändligheten. Ett exempel på en

sådan funktion är:  
xe

xf −+
=

1

1
)(



B Simuleringar med tre skräpbitar
Simuleringar från en miljö där vi haft tre skräpobjekt med en radie på 23 mm.
Diagrammen använder samma representations sätt som de i sektion 5.
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3 objekt med radien 23 mm, med brus
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