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Sammanfattning 
Denna rapport beskriver användandet av artificiella neurala nätverk, som styrsystem 
för att utföra evolution av beteende för boids. Boids handlar i grunden om att skapa en 
simulering av flockbeteende, genom att låta självständiga individer sträva efter att 
uppnå samma mål. Uppbyggnaden av boids sker enligt tre ursprungliga regler, att 
undvika kollision, matcha hastighet och centrera flocken, dessa regler ligger även till 
grund för boidsen i detta projekt. Då beteendet för boids i grunden programmeras för 
hand, undersöker arbetet hur resultatet påverkas genom evolution av beteendet m h a 
neurala nätverk. Arbetet jämför även de två neurala nätverksarkitekturerna reaktiva- 
och rekurrenta nätverk. Resultatet visar att beteendet går att få fram med valda 
tekniken, men att det skiljer sig något gentemot originalet. Dessutom visar resultatet 
att de två nätverken ger vissa skillnader, men att dessa i stort är likvärdiga.  

Nyckelord: Boids, flockar, artificiella neurala nätverk, homogena styrsystem, Elman, 
Jordan, feedforward, hybrida arkitekturer. 
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 Introduktion 

1  Introduktion 
Flockbeteende är ett fenomen man kan hitta i många situationer. Det är ofta förknippat 
med olika typer av djur, som t ex ett stim med fiskar eller en flock av fåglar. Reynolds 
(1987) var den första att utveckla en simulering av detta fenomen, vilket han kom att 
kalla boids. Enligt Reynolds (1987) tyder många bevis på att flockmedlemmar i 
grunden är självständiga individer. Genom individerna uppstår sedan flockar, då alla 
individer strävar efter att uppnå samma mål. Framförallt skriver Reynolds (1987) att 
flockar i regel strävar efter att undvika kollision med varandra och att hålla sig i 
närheten av övriga flockmedlemmar. Vidare beskriver han att detta beteende grundar 
sig av bl a ökade skyddet mot rovdjur och den ökade chansen att upptäcka föda. 

Den ursprungliga versionen av boids som presenterades i Reynolds (1987) artikel, 
programmeras för hand vilket även är fallet för implementationer som Bourg och 
Seeman (2004) samt Buckland (2005) beskriver i sina verk. För att få till en 
grundläggande realism hos flocken, ansåg Reynolds (1987) att tre grundläggande regler 
kunde definieras. Reglerna är i sig relativt enkelt utformade, den första regeln är att 
flockmedlemmarna ska undvika kollision, den andra att de ska matcha varandras 
hastighet och den tredje att de ska centrera flocken. Då inte alla dessa regler kan följas 
lika bra i alla tänkbara fall, behöver reglerna viktas (prioriteras). För att undvika den 
svåra processen att implementera och optimera beteendet för hand, har tidigare ett par 
angreppsmetoder använts. 

Genom att använda genetiska algoritmer som fungerar enligt samma principer som 
naturens egen evolution, kan reglernas viktning evolveras fram. Principen har tidigare 
använts inom utveckling av boids, bl a har Cui m fl (2006) använt principen i 
framtagande av en flockbaserad algoritm för analys av klustrade dokument. 

Artificiella neurala nätverk är en simulering av hjärnans funktionalitet, där neuroner är 
sammankopplade i nätverk. Nätverken används till inlärning, varje koppling i nätverket 
har en viss vikt, vilken kan tas fram på ett antal olika sätt. Zaera m fl (1996) använder 
genetiska algoritmer för att vikta nätverket, då de tar fram en metod för att försöka 
simulera ett realistiskt fiskstim.  

Detta arbete handlar i grunden om att sammanfoga boids med artificiella neurala 
nätverk som styrsystem, där varje individ i flocken lär sig med tiden hur de bör agera. I 
motsatts till ursprungsversionen av boids där manuellt satta vikter för prioritering av 
reglerna används, ska boidsen lära sig med hjälp av artificiella neurala nätverk. 
Inriktningen på arbetet är att jämföra två olika neurala nätverksarkitekturer mot 
varandra, utefter ett antal uppsatta kriterier. Arbetets fokus ligger även på hur dessa står 
sig gentemot den ursprungliga implementeringen av boids. Projektet har genomförts i 
två steg, först skapades en applikation, där de valda arkitekturerna implementerades och 
miljön tillsammans med andra tänkbara hjälpmedel utvecklades. Därefter genomfördes 
en utvärdering, vilken realiserades genom mätning av relevant data, tillsammans med 
visuella jämförelser och iakttagelser av boidsens beteende. 

Arbetets fortsatta struktur ser ut enligt att kapitel 2 kommer ge en bakgrund till arbetet, 
där tidigare arbeten, viktiga begrepp och områden beskrivs. Kapitel 3 beskriver målet 
med projektet, innehållet i delmålen och vad resultatet av arbetet förväntas ge. Därefter 
kommer metoden för arbetet beskrivas på en övergripande nivå (kapitel 4), kapitel 5 
redovisar sedan mer i detalj tillvägagångssättet för projektet. Resultatet av arbetet 
beskrivs utefter uppsatta delmål i kapitel 6, medan nästföljande kapitel 7 diskuterar och 
ger en slutsats angående resultatet tillsammans med att framtida arbeten diskuteras. 
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2 Bakgrund 
I kapitlet kommer de centrala delarna för arbetet att beskrivas på en mer övergripande 
nivå. Genom att läsa kapitlet får läsaren en bättre och i flera fall nödvändig kunskap för 
att bättre kunna förstå och ta sig till senare delar av arbetet.  

Första avsnittet 2.1 av kapitlet kommer att ge en överblick av självorganisation, vilket 
beskrivs då arbetet syftar till att utveckla en form av självorganisation.   Nästkommande 
avsnitt 2.2 är en beskrivning av boids, där grundläggande information kring hur 
Reynolds (1987) ursprungliga simulering av boids är uppbyggd. Arbetet bygger i 
grunden på att lyckas vidareutveckla denna simulering, genom att använda 
självorganisation. Därefter kommer en kort bakgrund till genetiska algoritmer beskrivas 
(avsnitt 2.3). Där kommer de mest grundläggande begreppen och teknikerna för 
genetiska algoritmer att tas upp, vilka är av vikt för implementeringen av lösningar 
vilka används för projektet. Avsnittet är av intresse då genomförandet av projektet 
kommer att använda genetiska algoritmer, till att vikta de neurala nätverken. Slutligen 
ges en beskrivning av vad artificiella neurala nätverk är och hur de fungerar, då de har 
en betydande roll för arbetet (avsnitt 2.4). De viktigaste elementen kommer att 
beskrivas, tillsammans med ett antal arkitekturer för dessa nätverk. Kapitlet kommer 
även vid behov ta upp relaterade arbeten som är av vikt för olika moment, eller senare 
delar av arbetet. 

2.1 Självorganisation  
Självorganisation är principen att få en agent att erhålla en lämplig självlärande process, 
för bli mer organiserad sett till dess ursprungliga status. Sepulchre och Babloyantz 
(1991), beskriver konceptet för självorganisation som: 

 

”This concept expresses the fact that an ensemble of units in interaction 
may exhibit collective behavior not seen in separate entities. These 
emerging states are the property of the system as whole.” (Sepulchre och 
Babloyantz, 1991, s. 1) 

 

Då den självorganiserande förmågan har mycket gemensamt med hur den mänskliga 
hjärnan fungerar tankemässigt, har självorganisation nära kontakt med området för 
artificiella neurala nätverk, som är en slags digital version av den biologiska hjärnan. 
Tekniken utnyttjades där för bl a mönsterigenkänning och optimering för olika problem 
(Sepulchre och Babloyantz, 1991).  

Flockbaserade organismer likt fåglar, är en intressant inriktning på ett område där 
självorganisation kan tillämpas. Reynolds (1987) framhåller att varje individ i flocken 
agerar självständigt, men likt det Sepulchre och Babloyantz (1991) skrev kan 
interaktion leda till gemensamma beteenden, vilka inte förekommer för enskilda 
individer. 
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2.2 Boids 
Boids är en modell för att beskriva rörelsen hos en flock, t ex en fågelflock eller ett stim 
av fiskar. För att enkelt illustrera vad som menas med flockbeteende visas i Figur 1, en 
bild av fåglar vilka bildar en flock.  

 
Figur 1. En fågelflock i ett naturligt perspektiv (från wikimedia). 

Reynolds (1987) var den förste att publicera ett arbete om boids och anses därmed vara 
grundaren av boids, eller ”bird- oids”, som han även kallade dem. Modellen Reynolds 
(1987) tog fram består i grunden av tre stycken regler.  

• Undvika kollision 
• Matcha hastigheten 
• Centrera flocken 

Reynolds (1987) menar att ovanstående regler är de som är nödvändiga för att få till en 
flock. För att förenkla det har han i sin simulering satt en begränsning till att dessa 
regler gäller inom en satt radie, för de individer som därmed anses ingå i flocken. Boids 
handlar i grunden om att varje flockmedlem är en egen individ som kan agera 
självständigt, vilket Reynolds (1987) hävdar vara likt det fungerar i verkligheten.  

Billander (2007) undersöker styrbeteende för bilar i en trafikmiljö. Billander (2007) tar 
i sitt arbete upp likheterna för agenter i en trafikmiljö och Reynolds (1987) modell av 
boids. Han belyser hur även bilister måste anpassa hastighet och andra faktorer liknande 
de regler som gäller för boids, gentemot övriga trafikanter. Vilket är en annan typ av 
infallsvinkel för metoder där boids kan utnyttjas. Arbetet gick i huvudsak ut på att 
utvärdera flexibilitet och användbarhet för bilisterna i två olika scenarier. Resultatet av 
projektet blev att bilisterna visade god flexibilitet då de visade sig kunna anpassa sig på 
ett bra sätt efter den aktuella miljön. Däremot uppstod vissa problem, då regler för 
rörelsen av bilisterna infördes. 
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2.2.1 Undvika kollision 
Regeln för att undvika kollision fungerar genom att varje flockmedlem försöker att ta 
sig så långt bort från de övriga flockmedlemmarna som den kan.  

En metod för att simulera beteendet för denna regel visas i Formel 1. Formeln är 
uppbyggd genom att alla boids b, som befinner sig inom närområdet v, används i 
beräkningen. Den resulterande vektorn är sedan en negativ vektor av differensen, 
mellan den aktuella boidsens position pi och närliggande boids position pj. Vektorns 
resultat kommer att ge effekten likt Figur 2 visar, att den aktuella boiden kommer få en 
separerande hastighet bort från jämförande boids.  sr

∑
∈∀

−−=
ij vb

jii pps )(r  

Formel 1. Beräkning av regeln för att undvika kollision (efter Hartman och Benes, 2006). 

 

ip

jp

isr

 
Figur 2. Regeln att undvika kollision, där cirkelns omkrets representerar närområdet (efter 
Hartman och Benes, 2006).  

2.2.2 Matcha hastighet 
Genom att utnyttja regeln att matcha hastighet, får flocken beteendet att de håller en 
formering. Varje flockmedlem försöker hålla en jämn hastighet och orientering 
gentemot övriga medlemmar.  

Formel 2, visar en uträkning för att få till det önskade beteendet, genom att dividera 
hastighetsvektorn vr med antalet boids b, inom det utsatta närområdet. Beräkningen 
resulterar i en vektor  innehållande den genomsnittliga hastigheten för alla boids.  mr

∑
∈∀

=
ij vb

j
i m

v
m

r
r  

Formel 2. Beräkning av regeln för att matcha hastigheten (efter Hartman och Benes, 2006). 

2.2.3 Centrera flock 
Centrering av flocken som är den tredje av Reynolds (1987) uppsatta regler, fungerar 
genom att varje individ strävar efter att ta sig till flocken centrum.  

Först måste flockens centrum c beräknas, vilket beskrivs i två delsteg av Formel 3, där 
den aktuella boidens position p divideras med antalet boids inom närområdet m. 
Slutligen för att få till en centrering av flocken tas den önskade riktningen k

r
 fram. 

Formel 4 visar att genom att ta differensen mellan flockens centrum c och den aktuella 
boidsens position p, returneras en riktningen k

r
 som leder till flockens masscentrum. 
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Figur 3, visar ett visuellt resultat av beräkningen, där boidsen inom närområdet dras 
mot flockens masscentrum c. 

∑
∈∀

=
ij vb

j
i m

p
c  

Formel 3. Steg ett i beräkning av centrering av flocken, tar fram flockens masscentrum (efter 
Hartman och Benes, 2006). 

iii pck −=
r

 

Formel 4. Steg två i beräkningen för att beräkna centrering av flocken, tar fram boidsen nya 
riktning (efter Hartman och Benes, 2006).  

 

 

ib
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r

 
Figur 3. Resultatet av regeln för att centrera flocken (efter Hartman och Benes, 2006).  

2.3 Genetiska algoritmer 
Genetiska algoritmer (GA), bygger på den biologiska evolutionen och utformades av 
John Holland (Holland, 1992). GA fungerar likt i Figur 4, där varje delsteg i algoritmen 
beskrivs. Först skapas en första population, därefter kommer evolutionen repeteras till 
dess att villkoren för processen uppfyllts. Om överkorsning och mutation ska ske 
kommer den sedan att genomföras. Slutligen utvärderas avkommans fitness till dess att 
tillräckligt antal barn har skapats. Därefter väljs den nya populationen och processen 
börjar om (Reeves och Rowe, 2003).  

Buckland (2002) påpekar att GA inte har någon ”garanti” för att få fram en lösning på 
problemet. Han menar dock att GA har fördelen att: 

 

 ”… you do not need to know how to solve a problem; you only need to 
know how to encode it in a way the genetic algorithm mechanism can 
utilize.” (Buckland, 2002, s. 99)  
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Choose an initial population of chromosomes; 

while termination condition not satisfied do 
repeat 

 
if crossover condition satisfied then 
{ 

select parent chromosomes; 
choose crossover parameters; 
perform crossover; 

{ 
if mutation condition satisfied then 
{   

select chromosome(s) for mutation; 
choose mutation points; 
perform mutation; 

} 
 
evaluate fitness of offspring 

until sufficient offspring created; 
 
selected new population; 

 
endwhile 

 
Figur 4. Pseudokod för en genetisk algoritm (efter Reeves och Rowe, 2003). 

Genetiska algoritmer är flitigt använda för klassiska problem som 2- armad bandit, 8- 
damer och traveling salesman (Buckland, 2002; Holland, 1992). Problem av denna 
karaktär löses effektivt med GA, beroende på dess fördelar vid optimering (Reeves och 
Rowe, 2003). Genetiska algoritmer har tidigare använts för boids, Chen m fl (2006) och 
Sossna (2007) använder genetiska algoritmer för att optimera boids.  

Chen m fl (2006), försöker i sitt arbete skapa en simulering av fiskstim i en komplex 
miljö, genom att använda Reynolds (1987) modell av boids tillsammans med ett antal 
extra tillsatta regler. De använder sedan genetiska algoritmer för optimering. Resultatet 
för projektet var positivt, då det visade på att simuleringen var mer realistisk sett ur ett 
verklighetsperspektiv, då genetiska algoritmer användes. Då positiva resultat 
uppvisades, visar det på att i deras fall utvärdering genom visuellt jämförande, vilket är 
metoden de använder efter vad som framgår i deras artikel, fungerar på ett bra sätt. Då 
inga diagram eller grafer uppvisas är det dock svårt att få en översikt om det finns några 
avvikelser som är felaktiga rent statistiskt. Därmed saknas information som t ex hur ofta 
fiskar befann sig utanför flockens närområde eller en fitnesskurva för att se hur 
fitnessen för fiskarna uppnåddes etc.  

Sossna (2007) utgår från Chen m fl (2006), han vill dock till skillnad från Chen m fl 
(2006) mäta kriterierna för hur realistiskt boidsen beteende är, inte bara jämföra visuellt 
mellan olika skärmdumpar. Resultatet för Sossna (2007) ger två olika typer av 
beteenden för boidsen. Ett där regeln för centrering av flocken prioriteras, medan det 
andra resultatet leder till att två av hans extra regler, att leta mat tillsammans med att 
regeln för att undvika kollision prioriteras högst. Sossna (2007) visar upp tydlig data i 
hans utvärdering. Resultatet av projektet blir dock lite bristande, då resultatet inte är 
tillfredställande på alla punkter då olika beteenden prioriteras, vid olika körningar.  

Varje genetisk algoritm innehåller någon form av fitnessfunktion. Den används till att 
kunna få en uppfattning av lösningens kvalité, där en fitness med högt värde är en bra 
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lösning. Beroende på problem, används olika utformningar av fitnessfunktioner. Vid 
evolution av t ex boids för optimering, har tidigare Chen m fl (2006) använt en 
fitnessfunktion som tydlig talar om vad som gäller för agenten i systemet. Vid tekniker 
som använder artificiella neurala nätverk, kan genetiska algoritmer användas till att 
evolvera fram nätverkets vikter. Zaera m fl (1996), använder sig av enklare 
fitnessfunktioner vid deras experiment, där de använder sig av neurala nätverk och 
evolvering av vikterna.  

2.3.1 Selektion 
Metoden för att välja ut individer från den aktuella populationen, kallas för selektion. 
Selektion fungerar genom att om en individ i populationen har hög fitness, är 
sannolikheten att den väljs ut högre. Det finns en rad olika metoder för selektion, 
rouletthjulsselektion och turneringsselektion är två.  

Reeves och Rowe (2003) skriver att rouletthjulsselektion är original- implementationen 
av selektion. Genom att tänka sig ett rouletthjul likt i Figur 5, där delarna i hjulet är av 
olika storlek ser man metodens grundfunktionalitet. Varje del av hjulet representerar en 
viss kromosoms fitness, där en stor del representerar hög fitness. Därefter sker allt likt 
när ett vanligt rouletthjul används. Hjulet snurras och den kromosom som representeras 
av den del av hjulet som slutligen väljs när hjulet stannat är vinnaren, d v s den 
kromosom som väljs ut. Metoden i sig innebär att det inte är säkert att kromosomer med 
högst fitness kommer att väljas, däremot har de en större sannolikhet för att väljas. 

 
Figur 5. Rouletthjulsselektion (efter Buckland, 2002). 

Turneringsselektion arbetar genom att den tar fram en utvald kromosom. Processen för 
att få fram den utvalda kromosomen ur populationen fungerar i likhet till namnet som 
en turnering. Ett visst antal kromosomer ur populationen väljs genom slumpmässigt 
urval, därefter görs en turnering dessa emellan där vinnaren är den kromosom med 
högst fitness. Den utvalda kromosomen läggs till i den nya populationen och processen 
börjar om igen och repeteras till dess att den nya populationen är fullständig.  

2.3.2 Mutation 
Genom att använda mutation kan man förändra en gen hos en kromosom som har 
fastnat i utvecklingen. Enligt Buckland (2002) brukar sannolikheten för att en mutation 
ska inträffa vara låg, han menar vidare att den kan vara så låg som 0.1 %. Det finns 
olika typer av mutationer, binär mutation är en metod för att genomföra mutation. 

Binär mutation tar genom slump fram vilka gener som ska muteras i den binära 
strängen. De givna generna omvandlas till sitt motsatta värde likt i Figur 6, d v s en 
tidigare 1:a, blir efter mutation en 0:a. 
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Before mutation 
Genes: 1101101 
 
After mutation at genes 2 and 6
Genes: 1001111 

 
Figur 6. Binär mutation (enligt Reeves och Rowe, 2003). 

2.3.3 Överkorsning 
En överkorsning fungerar genom att två kromosomer korsas och skapar nya avkommor. 
Buckland (2002) menar att 70 % är ett bra utgångsvärde för många problem när det 
gäller sannolikheten för att en överkorsning ska ske. Det finns olika typer av 
överkorsningsmetoder där enpunkts- och tvåpunktsöverkorning är två varianter.  

I enpunktsöverkorsning vilken visas i Figur 7, väljs en punkt i strängen t ex genom 
slumpmässigt urval. De delar som bildats innan och efter punkten som valts, används 
för att skapa en ny lösning.  

Parent 1(a1, a2, a3, a4, a5, a6, a7) Offspring 1(a1, a2, b3, b4, b5, b6, b7) 

        

Parent 2(b1, b2, b3, b4, b5, b6, b7) Offspring 2(b1, b2, a3, a4, a5, a6, a7) 

 
Figur 7. Principen för enpunktsöverkorsning (efter Reeves och Rowe, 2003). 

Tvåpunktsöverkorsningen har likt namnet tyder två punkter, som slumpas ut. Intervallet 
mellan dessa två punkter är de som byts ut till den nya lösningen, likt i Figur 8. 

Parent 1(a1, a2, a3, a4, a5, a6, a7) Offspring 1(a1, a2, b3, b4, b5, a6, a7) 

        

Parent 2(b1, b2, b3, b4, b5, b6, b7) Offspring 2(b1, b2, a3, a4, a5, b6, b7) 

 
Figur 8. Principen för tvåpunktsöverkorsning (efter Reeves och Rowe, 2003). 

2.4 Artificiella neurala nätverk 
Buckland (2002) menar att artificiella neurala nätverk (ANN) har likheter med en 
verklig hjärna. Likt i en vanlig hjärna finns det neuroner, dock är antalet av dessa inte i 
närheten av de ca 100 miljarder som finns i den mänskliga hjärnan. Det bör ändå 
poängteras likt Buckland (2002) säger, att det finns likheter mellan den digitala 
versionen och den biologiska versionen av neuroner och neurala nätverk.  
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Nolfi och Floreano (1999) beskriver genetiska algoritmer (evolutionen) och artificiella 
neurala nätverk (lärande), som två metoder som efterliknar den biologiska modellen, 
dock att dessa fungerar på olika sätt: 

 

”Evolution is a process of selective reproduction and substitution based on 
the existence of a geographically- distributed population if individuals 
displaying some variability. Learning, instead, is a set of modifications 
taking place within each single individual during its own life time.” (Nolfi 
och Floreano, 1999, s. 90) 

 

Vidare menar Nolfi och Floreano (1999) att dessa metoder skiljer sig åt genom att 
evolutionen fångar miljöförändringar som sker över flera generationer och påverkar inte 
individen under dess livstid. Lärande fungerar istället genom att snabba förändringar av 
miljön, under en generations gång kan fångas upp och agenten kan förändras under dess 
livstid.  

Zaera m fl (1996) har tidigare använt artificiella neurala nätverk i ett försök att få till 
realism i ett fiskstim. För att uppnå målet användes en 3D- miljö och ett feedforward 
nätverk, vilket resulterade i tre stycken outputs (linjär acceleration, vinkelacceleration 
och orientering), där varje agent hade sex sensorer som kände av sin omgivning och 
användes som inputs i nätverket. Projektet lyckades dock inte uppnå målet med att få 
till realism, vilket beskrivs bero på svårigheterna i att få fram lämpliga fitnessunktioner. 
Då målet med projektet inte löstes frånsett att man fick till enkla gruppbeteenden, är det 
svårt att dra några slutsatser för hur väl fungerande principen med att använda neurala 
nätverk fungerar, bortsett från att det inte fungerade bra i detta fall. Även utvärderingen 
ger lite information då likt i Chen m fl (2006) realismen mättes genom att visuellt 
utseende, vad för avvikelser som förekom etc. För att få en bättre översikt av vilka 
element som misslyckades, kunde mätningar likt de Sossna (2007) använde utnyttjats. 

Chester (1993) skriver att metoden för artificiella neurala nätverk annars har visat sig 
vara populärt för användning inom evolutionär robotik, där användandet av evolvering 
av neurala nätverk utnyttjats sedan 1969.   

En artificiell neuron (som är motsvarigheten till den biologiska neuronen) ingår i ett 
ANN, hur många neuroner som ingår i nätverket är olika från fall till fall. Figur 9, visar 
hur Chester (1993) beskriver det visuella utseendet av en artificiell neuron.  

      

 

iijj xwu ∑= )( jus
S 

S 

S 

x1 

x2 

x3 

w1j 

w2j 

w3j 

inputs weights  Activation, u  Transfer func  
outputs 

Neuron j 

 
Figur 9. En visualisering av en artificiell neuron (efter Chester, 1993). 
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Neuronen i Figur 9 fungerar genom att den får inmatat olika inputvärden. Dessa värden 
multipliceras sedan ihop med dess vikt. Därefter läggs dessa samman likt i Formel 5, 
för att ta fram ett aktiveringsvärde, detta värde överförs sedan till outputs.  

iijj xwu ∑=  

Formel 5. Beskrivning av uträkningen för aktiveringsvärdet (efter Chester, 1993).  

2.4.1 Neurala nätverksarkitekturer 
Kopplingen av de olika lagren i nätverket, kan genomföras på en rad olika sätt.  Elman 
m fl (1996) beskriver bl a två grupper av arkitekturer som reaktiva nätverk och 
rekurrenta nätverk. Skillnaden dessa grupper emellan är att reaktiva nätverk inte har 
någon återkoppling mellan lagren, medan rekurrenta i sin tur har återkoppling mellan 
lagren. Rekurrenta nätverk, har därmed en form av korttidsminne (Elman m fl, 1996). 
Tre typer av arkitekturer är feedforward nätverk (reaktivt), simple recurrent network 
(rekurrent) och Jordan nätverk (rekurrent). Zaera m fl (1996) har tidigare använt 
feedforward nätverk som arkitektur i sin simulering av fiskar i stim.  

Buckland (2002) beskriver att feedforward nätverk fungerar genom att det har ett antal 
inputlager, gömda lager och outputlager som är kopplade sinsemellan genom ett 
nätverk. Där likt i Figur 10, alla inputneuronerna är kopplade till alla neuroner i det 
gömda lagret som i sin tur är kopplade till alla neuroner i outputlagret. Arkitekturen 
feedforward nätverk är ett därmed ett reaktivt nätverk, d v s ingen återkoppling görs. 

 

 
Figur 10. Feedforward nätverk (efter Buckland, 2002). 

Arkitekturerna simple recurrent network (SRN) och Jordan nätverk, är rekurrenta 
nätverk. Anledningen till att arkitekturer av detta slag kallas rekurrenta beror på att 
återkoppling mellan lager görs likt i Figur 11, till skillnad från hur det fungerar i t ex 
feedforward nätverk. Nätverkets kontextlager fungerar som ett slags korttidsminne, 
vilket leder till ökad komplexitet för agentens beteende (Elman m fl, 1996).  
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Figur 11. (a) Simple Recurrent Network (efter Elman m fl, 1996). (b) Jordan nätverk. (efter 
Medsker och Jain, 2000). 

För de tre nätverken kan antalet neuroner i input, output och det gömda lagret variera, 
beroende på typ av problem. Simple recurrent network som även kan refereras till 
namnet Elman nätverk (efter upphovsmannen Jeffrey L. Elman) och Jordan nätverk, 
innehåller en form av kontext lager. Uppgiften för lagret är att bilda en återkoppling, 
genom att för Elman nätverket innehålla information kring det gömda lagrets neuroner 
från föregående tidssteg. Medan Jordan- nätverkets kontext lager, innehåller 
information kring neuronerna i det föregående outputlagrets neuroner (Medsker och 
Jain, 2000). 
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3 Problem 
Projektets syfte är utföra evolution av beteende för boids, m h a av två olika arkitekturer 
av artificiella neurala nätverk som styrsystem, därefter utvärdera resultatet. 
Utvärderingen ser i huvudsak till hur realistiskt flocken beter sig, utefter Reynolds 
(1987) framtagna regler och visuella resultat. Utvärderingen ska även analysera hur 
boidsens rörelsebanor skiljer sig åt för de olika arkitekturerna och om några avvikelser 
sker, likt Zaera m fl (1996) och Chen m fl (2006) utnyttjar i sina utvärderingar. 

Tekniken för boids, vilken Reynolds (1987) först tog fram, har områden som kan 
förbättras. Ett av dessa är optimeringen, vikterna sätts manuellt, vilket leder till att vad 
som prioriteras för boidsen är bestämt på förhand. Tidigare studier visar att förbättrade 
resultat för optimering av boids kan göras m h a genetiska algoritmer (Chen m fl, 2006; 
Sossna, 2007). Reynolds (1987) boids har som tidigare nämnts fördefinierad 
funktionalitet. För att få ett mer realistiskt beteende och för att låta individerna i flocken 
agera självständigt genom lärande, använde Zaera m fl (1996) artificiella neurala 
nätverk som styrsystem. Resultatet av deras arbete överensstämde inte med de uppsatta 
målen, då realismen var obefintlig.  

Flera tidigare arbeten om boids har haft en otydlighet när det gäller utvärderingen av 
resultatet. Resultaten för Chen m fl (2006) är svåra att tolka, då de använder jämförande 
av visualisering som mått av realism. Zaera m fl (1996) använder även de svårtolkade 
utvärderingar då återigen visuella mått av realism, är huvuddelen i utvärderingen. Inga 
diagram eller grafer över hur väl Reynolds (1987) regler följs, eller hur väl 
fitnessfunktionen fungerar, går att spåra i dessa arbeten. Då Zaera m fl misslyckades 
med att nå sitt tänkta resultat, är projektet även av intresse för att se om ett bättre 
resultat kan uppnås. 

Projektet är uppdelat efter två specifika delmål. Det första delmålet behandlar 
utvecklingen av arbetet, medan det andra är en utvärdering av projektets resultat.   

3.1 Delmål 1: Utveckling 
Projektets utveckling består av tre huvudsakliga delar, arkitektur, miljö och beteende. 
Två olika arkitekturer ska användas för att implementera det artificiella neurala 
nätverket. En miljö för boidsen ska framställas, denna miljö ska vara grafiskt utformad 
och innehålla objekt i form av boidsen.    

De tre delarna ska sättas samman till en applikation som ska användas till att utföra 
utvärderingen av projektet, utifrån ett antal uppsatta kriterier. Applikationen ska även 
kunna spara undan data för utvärdering och kunna visa upp nödvändig data under 
körning. 

3.2 Delmål 2: Utvärdering 
Kriterierna för hur väl de olika arkitekturerna som används i applikationen lyckats, sker 
genom en utvärdering.  

Utvärderingens kriterier kan kategoriseras in i visuellt resultat och tillförlitlighet.  

• Visuellt resultat. För att ta fram det visuella resultatet för boidsen, ska en visuell 
jämförelse mellan de två arkitekturerna och original implementationen göras, 
där originalet ses som det eftersträvade. Vidare ska även en utvärdering av 
rörelsemönstret för boidsen göras, genom att spåra boidsens rörelsebanor. 
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• Tillförlitlighet. Genom att mäta intressant data utefter Reynolds (1987) regler, 
tillsammans med att utvärdera fitnessfunktionen, ska tillförlitligheten av 
resultatet tas fram. 

Utvärderingens kriterier består i att kontrollera tillförlitligheten av projektets resultat. 
Det ska ske genom att utvärdera och mäta resultatet, med utgångspunkt från de regler 
som Reynolds (1987) tagit fram. Resultatet ska även granskas genom att spåra boidsens 
rörelsebanor, för att avgöra den visuella kvalitén sett till originalet och de olika 
arkitekturerna sinsemellan. Därefter ska utvärderingen kunna avgöra om någon av 
arkitekturerna är att föredra vid utveckling av boids utefter de framtagna kriterierna. 
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4 Metod 
Kapitlet är en beskrivning av hur de två delmålen, som beskrivits i föregående kapitel 
ska lösas. Lösningen beskrivs i detta kapitel på en mer övergripande nivå, en mer 
detaljerad beskrivning av hur metoderna genomförts beskrivs i nästkommande kapitel. 

4.1 Delmål 1: Utveckling 
Metoden för delmålet går ut på att ta fram en applikation, där miljön, boidsen och 
arkitekturerna ska utvecklas. Applikationen ska sedan ligga till grund för delmål 2, 
utvärderingen av projektet. Miljön ska vara enkelt utformad, där boidsen ska vara enda 
förekommande objekt. Parametrar ska finnas som kan användas till att ”tweaka” 
beteendet för boidsen inför varje körning. Applikationen ska även skriva ut nödvändig 
och relevant data på skärmen, under körningens gång. Slutligen ska även de valda 
arkitekturerna utvecklas.  

För att uppnå målet krävs att delmålet delas upp i två underliggande faser.  Den första 
fasen är en mer förebyggande teoretisk del, där olika lösningsförslag och de två 
arkitekturerna analyseras. I detta steg ska litteratur om tidigare arbeten och annan 
relevant litteratur läsas och analyseras. Därefter måste även de teoretiska kunskaperna 
sättas samman i en implementation, vilket är syftet med den andra underliggande fasen. 
I implementationen ska olika tekniker, eventuella algoritmer och arkitekturer vilka 
kommer att användas i utvecklingen skapas. Anledningen till att en implementation 
används är för att se om metoden fungerar i praktiken. Inom AI kan det vara svårt att 
veta om en metod fungerar eller inte, utan att först skapa en implementation av metoden 
för att säkerställa det. 

4.2 Delmål 2: Utvärdering 
Körningen av applikationen som skapas i det första delmålet, ska sedan utvärderas. 
Genom att göra en utvärdering av applikationen under körning, är förhoppningen att 
trovärdigheten för resultatet ökar.  

Delmålet använder sig av metoden experiment, för att uppnå målet med arbetet. 
Anledningen till att ett experiment används beror på flertalet faktorer, då syftet med 
projektet är att testa och mäta två olika arkitekturer som var för sig är uppbyggda 
genom ett antal olika parametrar, som kan styras. Dessutom kommer data från de olika 
körningarna påverka resultatet av projektet. Även fitnessfunktionens funktionalitet är 
beroende av att någon form av experiment utförs, för att kunna avläsa hur väl 
fitnessfunktionen fungerar. Dessa faktorer tillsammans med det faktum att även visuella 
jämförelse ska genomföras, argumenterar för valet av att använda metoden experiment.  

Mer i detalj ska delmålet uppnås genom att använda två olika former av 
utvärderingstekniker. Den första är en mätning av resultat, där relevant information ska 
samlas in under olika körningar, denna information ska sedan jämföras och utvärderas.  
Den andra delen av utvärderingen, är en analys av det visuella resultatet som ska 
granskas och udda beteenden som kan uppstå under körning ska utvärderas.  
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5 Genomförande 
Kapitlet kommer att ge en mer ingående förklaring av hur metoderna som beskrivs i 
Kapitel 4, ska genomföras. Dessutom ska viktiga beslut som val av arkitekturer, 
motiveras och förklaras. Vid behov av förståelse för vissa delar, bör om inte tidigare 
kunskaper finns, innehållet i Kapitel 2 läsas och vara förstått.  

5.1 Delmål 1: Utveckling 
Utvecklingen av den applikation som står till grund för resultatet av projektet, har gått 
igenom en rad olika beslutstagande. Först och främst har förutsättningarna för boidsen 
varit hårt hållna redan från början. Fokus har legat på Reynolds (1987) tre ursprungliga 
regler, utan några utökningar som t ex leta efter föda eller undvika hinder. 

Miljön för boidsen är enkelt utformad. De enda objekten som förekommer i 
applikationen är boidsen, vilka interagerar med varandra. Anledningen till detta är att 
låta boidsen börja med att kunna bemästra en enklare miljö. Systemet är uppbyggt 
genom att det grafiska biblioteket OpenGL, används till att bygga upp applikationens 
visuella delar. De två neurala nätverksarkitekturerna rekurrenta nätverk och reaktiva 
nätverk används av applikationen. Vikterna för dessa neurala nätverk evolveras fram 
med hjälp av en genetisk algoritm.  

5.1.1 Genetiska algoritmen 
En genetisk algoritm används för att evolvera fram vikter, som används av de två 
neurala nätverken. I den genetiska algoritmen behövs ett antal beslutstagande, för detta 
projekt används turneringsselektion för selektion av individer. Turneringsselektion 
används då fitnessfunktionen ger både negativ och positiv fitness, vilket betyder att alla 
former av selektionsmetoder inte går att använda sig av. Projektet använder sig av 
tvåpunktsöverkorsning, vilken kommer att ske med en sannolikhet av 70 %, mutationen 
i den genetiska algoritmen använder en relativt hög sannolikhet på 10 %. Dessa val har 
visat sig vara lämpliga att använda i utvecklingen. Slutligen används även en elitism för 
att försöka få utvecklingen att öka snabbare, genom att spara undan fyra kopior av de 
individerna med högst fitness, och sedan spara en av dessa kopior till nästa generation. 
Körningar har påvisat att utvecklingen blir stabilare och snabbare genom att använda en 
liten form av elitism. Den genetiska algoritmen är vidare uppbyggd genom att varje 
individ representerar en flock. Varje flockmedlem representerar därmed de olika 
kromosomerna vilka varje individ innehåller.  

Funktionen som bestämmer boidsens fitness är av stor vikt för resultatet av arbetet. 
Fitnessfunktionen är baserad på de tre grundläggande reglerna som Reynolds (1987) 
använde i sitt ursprungliga arbete om boids.  

För att få boidsen att undvika att kollidera med varandra, vilket är den första regeln, 
används sensorer enligt Figur 12. Dessa fem sensorer som läser av 180 grader kring 
boidsen ger värdet -1, om ingen annan boids känns av. I övrigt fall ges ett värde i 
intervallet [0.1, 0.9], vilket avser hur långt ifrån en kollision boidsen befinner sig. Om 
boidsen befinner sig på ett tillräckligt avstånd från närstående boids, kommer fitness- 
poäng att tilldelas.  
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Figur 12. Boidsen med dess fem sensorer som sträcker sig 180 grader. 

Koden nedan skriven i C++, beskriver steget för implementation av regel att undvika 
kollision.  
for(…) 
{ 

if(noCollisionValue(getSensorDistance()[i])) 
 ++passedSensors; 
if(passedSensors == mNumberOfSensors) 
{ 
 increaseFitness(); 

passedSensors = 0; 
} 

} 
if(mBoidsVec[i][j]->collisionOccured()) 
 decreaseFitness(); 

Regeln för att hålla samma riktning som övriga boids är uppbyggd genom att varje boid 
räknar ut den genomsnittliga riktningen gentemot övriga boids inom dess granområde. 
Med en ytterst lite feltolerans på ca fyra grader, kan fitness för boidsen erövras. För att 
matcha övriga boids hastighet och riktning, implementeras regeln enligt C++ koden 
nedan. Negativ eller positiv fitness erhålls beroende på om boidsens riktning ligger 
inom det tillåtna intervallet. 
if(hasCorrectAlignment()) 
 increaseFitness(); 
else 
 decreaseFitness(); 

Centrera flocken som är regeln för att få flocken att flyga mot sitt gemensamma 
masscentrum, är uppbyggd i två delsteg. Likt i regeln för att hålla samma riktning 
bearbetas data från boids inom samma närområde. C++ koden nedan, beskriver 
implementation för att få flocken att hålla samman. Först tas masscentrumet fram, för 
att sedan likt koden beskriver användas till att beräkna den önskade riktningsvektorn. 
Därefter normaliseras denna för att kunna jämföras mot den aktuella boidens 
riktningsvektor. Om boidens riktningsvektor ligger inom tillåtna gränsen eller 
tillräckligt nära masscentrum ges positiv fitness, i övriga fall ges negativ. 
Vector2D desiredVelocity = mCenterOfMass -  

mBoidsVec[i][j]->getPosition(); 
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desiredVelocity.normalize(); 
 
if(abs(mLookAtX <= desiredVelocity.getX()+mToleranceValue)&& 

abs(mLookAtY <= desiredVelocity.getY()+mToleranceValue) 
|| desiredVelocityNotNormalized < mCloseEnough) 

{ 
 increaseFitness(); 
} 
else 
 decreaseFitness(); 

För att avgöra värdet för variabeln mCloseEnough, har olika värden testats i en rad 
körexempel. 

5.1.2 Neurala nätverket 
Först har en analys och val av viktiga delar gjorts för arkitekturerna. Styrsystemet är 
uppbyggt som ett homogent styrsystem, där alla boidsen i varje flock (individ), har 
samma vikter och därmed styrsystem likt övriga flockmedlemmar. Valet av styrsystem 
är grundat på delvis test av att köra med olika styrsystem för varje flockmedlem, vilket 
resulterade i en del märkliga beteenden hos boidsen, då struktur i deras färdväg var helt 
avsaknad i många fall. Dels är valet även baserat på att boids trots att de enligt 
Reynolds (1987) agerar med ett individuellt beteende ändå drar sig för att agera i likhet 
med dess flockmedlemmar, då de strävar efter samma mål. 

Den första av arkitekturerna för uppbyggnaden av de neurala nätverken är ett enkelt 
reaktivt feedforward nätverk. Som andra arkitektur att jämföra och diskutera mot, har 
en hybrid arkitektur bestående av de två rekurrrenta nätverken SRN (även kallat Elman 
nätverk) och Jordan nätverk använts. Då dessa arkitekturer representerar två spännande 
olikheter, med korttidsminne och utan, är dessa av intresse att studera närmare. Zaera m 
fl (1996) använder feedforward nätverk utan att uppnå eftersträvande resultat, vilket är 
en av anledningarna till valet av en extra arkitektur innehållande ett korttidsminne. 

5.1.3 Reaktiva nätverket 

Det reaktiva nätverket som är designat som ett feedforward nätverk, är i detta projekt 
uppbyggt genom att nio olika inputvärden används, information om inputen finns i 
Tabell 1.  

 

Inputs Beskrivning 

Sensorer Fem inputs som var för sig representerar en av de fem olika 
sensorerna hos boidsen, vilka använts till att läsa av omgivningen. 

Centreringsriktning  Inputs som innehåller den riktningsvektorn vilken leder till 
närområdets masscentrum. Vektorn är normaliserad för att erhålla 
lämpligare värde. 

Riktning Inputs som representerar riktningen i x- och y- led hos boidsen. 
Tabell 1. Beskrivning av inputen som förekommer i reaktiva nätverket och rekurrenta 
nätverket. 

Reaktiva nätverket innehåller sedan även ett gömt lager innehållande två stycken 
gömda neuroner. Antalet gömda neuroner är framtagna efter olika testkörningar, vilket i 
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detta projekt resulterat i två stycken gömda neuroner. Arkitekturen resulterar sedan i två 
stycken outputs, dessa beskrivs i Tabell 2. 

 

Outputs (nummer) Beskrivning 

Output 1 Rotationen för boidsen. 

Output 2 Hastigheten för boidsen. 
Tabell 2. Beskrivning av outputen som förekommer i reaktiva nätverket och rekurrenta 
nätverket. 

5.1.4 Rekurrenta nätverket 
Det rekurrenta nätverket är designat som en hybrid arkitektur bestående av Elman 
nätverk och Jordan nätverk. Arkitekturen är uppbyggd genom att den förutom de 
egenskaper som visas och beskrivs i Tabell 1 och Tabell 2, innehåller en form av 
korttidsminne. Minnet består av information från den senaste uppdateringen. Mer 
precist består informationen av ett kontextlager, vilket innehåller värdena från de 
gömda lagren vilket är fallet i ett Elman nätverk och värdena från de två outputen, 
vilket är i likhet med hur ett Jordan nätverk fungerar. Processen för det hela beskrivs i 
Figur 13, där uppbygganden fungerar genom att outputen och de gömda neuronerna 
sparas undan i kontextlagret, vilket sedan återkopplas till inputlagret.  

Output 

Hidden 

Input 

Context 

 
Figur 13. Beskrivning av designen för uppbyggnaden av det rekurrenta nätverket, vilket 
används i detta projekt. 

5.2 Delmål 2: Utvärdering 
Genomförande av delmålet kommer likt Kapitel 4 beskrev ske genom experiment. För 
att kunna genomföra experiment behövs testfall som ska mätas och kriterier för hur 
dessa ska utvärderas. 

5.2.1 Kriterier för boidsens beteende 
För att kunna avgöra hur väl boidsens beteende fungerar, ska implementationen som 
använder ett reaktivt nätverk och den som använder ett rekurrent nätverk tillsammans 
med original- implementationen jämföras och utvärderas utifrån ett antal kriterier. 
Kriterierna kommer att bedömas genom liknande kriterier som Sossna (2007) använder 
i sitt arbete, med ett antal undantag.  

Precis som Sossna (2007), kommer en mätning av flocken sammanhållning göras. Till 
skillnad från hans mätningar kommer den dock att rikta in sig mot storleken av 
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grannområdet. Dessutom kommer antalet kollisioner att beräknas, detta kommer att likt 
Sossna (2007), beräknas genom formeln vilken visas i Formel 6. 

2
)1( −nn  

Formel 6. Beräkning av maximala antalet kollisioner i mätningen, där n är antalet boids. 
(efter Sossna, 2007). 

För de två arkitekturerna kommer även dess fitness jämföras, för att kunna avgöra 
eventuella fördelar och nackdelar med arkitekturerna. Projektet har dock som viktigaste 
faktor att visuellt jämföra styrsystem. Vilket ska göras för att avgöra vad som kan ses 
ett väl fungerande beteende. Som hjälp kommer beteendet från körning av en original- 
implementerad lösning att användas. 

5.2.2 Testfall och mätning 

Alla experiment ska ske på samma grunder, vilket betyder att en struktur för alla 
testfallen behövs. Varje testfall är uppbyggt genom att 20 flockar med vardera 23 
flockmedlemmar kommer att köras fem gånger, under en längd av 1000 generationer. 
Varje generation kommer att köras under 2000 tidsenheter, där varje tidsenhet 
representerar en frame (bildruta). Grannområdet kommer vara begränsat till en 
kvadratisk area av 50x50 pixlar. De bästa vikterna efter fem körningar kommer sedan 
att sparas för att genomföra fem körningar under 100 generationer, vilka tar fram 
fitnesskurvor för arkitekturerna. Under dessa körningar kommer även mätningarna ske. 

Utifrån kriterierna för hur väl boidsen lyckats, som beskrivits tidigare kommer sedan 
arkitekturernas resultat att beskrivas och diskuteras. När det gäller den data som ska 
samlas in, startar dess körning 100 tidsenheter in i körningen. Anledningen till att en 
fördröjning görs är för att undvika felaktigheter i starten, då boidsens startpositioner 
slumpas ut på skärmen.  

5.2.3 Visuell jämförelse 
En visuell jämförelse mellan arkitekturerna och en original- implemenation ska göras. 
Denna utvärdering kommer att gå tillväga genom att jämföra olika skärmdumpar och 
genom att följa spår av hur boidsen rör sig. Flockbeteenden tillsammans med eventuella 
avvikelser eller ”märkliga” beteenden ska kontrolleras och jämföras. Framförallt ska 
eventuella skiljaktigheter mellan det reaktiva- och rekurrenta nätverket utvärderas, då 
det är av störst intresse att jämföra de olika arkitekturernas styrsystem och beteende. 
Dessutom ska resultatet utifrån Reynolds (1987) uppsatta regler jämföras sett till hur 
visualiseringen för en original- implementation ser ut.  
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6 Resultat 
Kapitlet redovisar för de resultat, vilka har tagits fram av de två delmålen. Först ges en 
beskrivning av resultatet för det första delmålet, följt av resultat av det andra delmålet, 
där mätningen av experimentet redovisas. Slutligen analyseras även visuella resultatet 
och mätningen. 

6.1 Resultat för delmål 1: utveckling 
Utvecklingen av arkitekturerna resulterade i en 2D- miljö, där utritningen sker med 
hjälp av OpenGL. Förutom boidsen består miljön av ett antal hjälpmedel till 
utvärderingen. Dessa hjälpmedel kan delas upp i olika delar, som relevanta utskrifter på 
skärmen, spår efter boidsens rörelser, grannområde, den aktuella boidsens grannar, 
kollisionsarea och sensorer för att känna av omgivningen. Figur 14 visar miljön vilken 
utvecklingen resulterade i, denna miljö har sedan använts till delmål 2, utvärderingen. 

 
Figur 14. Resultatet av applikationen. 

Den genetiska algoritmen som används för att vikta nätverket i simuleringen, 
resulterade i ett antal viktiga egenskaper vilka har använts i de olika körningarna. 

• Turneringsselektion 

• Tvåpunktsöverkorsning 

• Mutation (10 %) 

• Överkorsning (70 %) 

• Elitism 
Fitnessfunktionen resulterade i en form av modifiering av de olika lösningarna till 
Reynolds (1987) ursprungliga regler; undvika kollision, matcha hasighet och centrera 
flocken. Reglerna är i sig enkelt utformade för att kunna låta nätverket arbeta i 
styrsystemet. Tröskelvärdet för det tillåtna intervallet i vilka boidsen får befinna sig i 
när de försöker hålla samma riktning, är satt till fyra grader. För centrering av flocken 
har det belönade avståndet, vilket räknas som att vara tillräckligt nära flockens 
masscentrum satts till 40 enheter. För sensorerna som läser av om kollisioner har 
inträffat används värdet 0.2, som minimal tillåten gräns för att undvika att en kollision 
sker.  
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De två arkitekturerna vilka används i resultatet, är ett reaktivt nätverk och ett rekurrent 
nätverk. Inputen för det reaktiva nätverket visas i Tabell 3. För det rekurrenta nätverket 
används samma input tillsammans med ett kontextlager vilket innehåller outputen och 
informationen från det gömda lagret, från föregående tidssteg. Outputvärdena vilka är 
samma för de båda arkitekturerna visas i Tabell 4. Båda arkitekturerna använder sig av 
ett gömt lager innehållande två gömda neuroner.  

 

Inputs 

Sensorer 

Centreringsvektor

Riktning 
Tabell 3. Inputen som används i reaktiva nätverket och rekurrenta nätverket. 

 

Outputs 

Rotation 

Hastighet
Tabell 4. Outputen som används i reaktiva nätverket och rekurrenta nätverket. 

6.2 Resultat för delmål 2: utvärdering 
Utvärderingen har gett små skillnader mellan det reaktiva- och rekurrenta nätverket. 
Däremot har de två nätverken ett par visuella skillnader gentemot original- 
implementationen. 

Det rekurrenta- och reaktiva nätverket får ett lite förutsägbart beteende när alla regler 
sätts samman och även ett lite för utspritt beteende sett till originalet. Överlag är annars 
resultaten tillfredställande, då nätverken visar prov på en del tydliga flockegenskaper. 
Arkitekturerna visar en bra förståelse när de ska lära sig beteendena var för sig. Båda 
lösningarna uppvisade även god förmåga att kombinera undvika kollision och att hålla 
samma riktning. Att undvika kollision och att centrera flocken fungerar även bra 
tillsammans, sett till dess fitness och visuella resultat. Dock påvisas likt slutresultatet ett 
lite för förutsägbart beteende tillsammans med svårigheter att få en riktigt jämn täthet, 
sett till originalet. För att ge en bättre bild över resultatet, kommer de två följande 
avsnitten (6.2.1 och 6.2.2), beskriva de två utvärderingsteknikernas resultat mer 
innefattande. 

6.2.1 Visuellt resultat 

Arkitekturerna påvisade bra egenskaper att lösa Reynolds (1987) regler separat eller två 
av reglerna. Figur 15, visar en visuell jämförelse över regeln för att centrera flocken, för 
de båda arkitekturerna. Likt figuren visar uppnås med ett visuellt mått regeln på ett 
fungerande sätt, då boidsen rör sig åt samma mål. 
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Figur 15. (a) visar beteendet att centrera flocken, med rekurrent nätverk. (b) visar beteendet 
med reaktivt nätverk. 

Regeln att hålla samma riktning visas i Figur 16, för de båda arkitekturerna. Likt man 
kan se av figuren, påvisar båda arkitekturerna en god förmåga att även uppnå detta mål 
separat. Detta då man tydligt kan följa spåren efter boidsen och se att de följer samma 
riktning som dess övriga flockmedlemmar. 

 
)(a        )(b

Figur 16. (a) visar beteendet att hålla samma riktning och hastighet, med rekurrent nätverk. 
(b) visar beteendet med reaktivt nätverk. 

Då regeln för att undvika kollision bäst uppvisas tillsamman med ett annat beteende, 
visas nedan i Figur 17, reglerna att hålla samma riktning och att undvika kollision. Likt 
man kan se av skärmdumparna och spåren efter boidsen, syns det att beteendet uppnås 
på ett korrekt sätt.  
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)(a        )(b

Figur 17. (a) visar beteendet att hålla samma riktning och hastighet tillsammans med att 
undvika kollision, med det rekurrenta nätverket. (b) visar beteendet med reaktiva nätverket. 

Då alla regler sätts samman i en och samma körning, blir resultatet korrekt fast 
förutsägbart, samt uppkommer en lite för stor utspriddhet av flocken sett till originalet.  

Figur 18, visar beteendet för en original- implementation, där flockarna på ett tydligt 
sätt skapas och centrering av flocken fungerar på ett till synes korrekt sätt. I Figur 19 
visas sedan resultatet för rekurrenta- och reaktiva nätverket, det går tydligt av 
skärmdumparna att se hur resultaten mot original- implementationen skiljer sig åt på de 
avseende vilka tidigare beskrivits. 

  
)(a        )(b

Figur 18. (a) och (b) visar två skärmdumpar av en implementation gjord av Buckland 
(2005). (a) visar en flock vilken programmerats för hand, likt Reynolds (1987), 
ursprungsversion. (b) visar samma scenario, fast med tillhörande grannområde specificerat 
(efter implementation av Buckland, 2005). 
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)(a        )(b

Figur 19. Två skärmdumpar av slutresultatet, där reaktiva nätverket visas i (a) och det 
rekurrenta nätverket i (b). 

Resultatet för båda nätverken har däremot intressanta flockegenskaper. Figur 20 visar 
för hur båda nätverkens resultat påverkar hela flocken, detta då en flockmedlem i en 
annan del av flocken som drar sig åt masscentrumet, påverkar rörelsen hos hela flocken. 
Beteendet går att avläsa då spåren efter boidsen kan följas. 

 
Figur 20. Flockegenskap i form av att en flockmedlems beteende även påverkar resterande 
flockmedlemmar. 

6.2.2  Tillförlitlighet utefter uppsatta kriterier 
Resultatet av mätningarna specificerar sig mot jämförelser mellan de två nätverken, där 
mätningarna har gjorts under körningar av applikationen. Figur 21 visar diagram över 
antalet kollisioner som inträffade under 1900 tidsenheter, medan Figur 22 visar 
genomsnittliga storleken av boidsens grannområde, båda diagrammen är baserade 
utefter de uppsatta kriterier vilka beskrevs i Kapitel 5. Då de vikter vilka resulterat i 
bästa resultat används, visar de neurala nätverken på att de har en stabilitet, men dock 
oförmåga att få till en större förbättring sett till resultat för de bästa framtagna vikterna. 
Detta då alla körningar med dessa vikter får nästintill identiska mätningsresultat. Ser 
man till de två arkitekturerna kan man dock se att det rekurrenta nätverket är bättre på 
att uppnå centrering av flocken gentemot det reaktiva nätverket. Däremot har det 
reaktiva nätverket bättre förmåga att undvika kollision. Att värdena har liten differens 
mellan sig, tyder dock på att skillnaderna mellan de två arkitekturerna inte påvisar 
speciellt stora skillnader. 
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Antal kollisioner mellan boids
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Figur 21. Diagram över det genomsnittliga antalet kollisioner per tidsenhet för de två 
arkitekturerna, där maximalt antal kollisioner är 253. 

Storlek på grannområdet
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Figur 22. Diagram över den genomsnittliga storleken av grannområdena under körning för 
de två olika arkitekturerna, där maximalt antal grannar är 22. 

För att teoretisk kunna avgöra hur väl flockens beteende fungerade för arkitekturer, har 
fitnesskurvor tagits fram för att komplettera övriga mätdata. Nedanstående 
fitnesskurvor visar hur genomsnittet för fem körningar av de bästa vikterna ser ut. Figur 
23, visar fitnesskurvan för det reaktiva nätverket medan Figur 24, visar fitnesskurvan 
för det rekurrenta nätverket. 
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Figur 23. Fitnesskurva för det reaktiva nätverket. 

 

 
Figur 24. Fitnesskurva för det rekurrenta nätverket. 

Fitnesskurvorna i Figur 23 och Figur 24 är lika varandra, vilket visar att den 
sammanlagda fitnessen uppnås i nästintill samma grad för båda lösningarna. Kurvorna 
har även en jämnhet vilket visar på en stabil utveckling, när systemet använder de vikter 
vilka tagits fram under testkörningar. 

6.2.3 Analys av resultatet 
Tillsammans med det visuella resultatet kan kriteriet för tillförlitligheten av arbetet 
visas. Utvärderingen av det visuella resultatet visade att de två nätverken har små 
skillnader gentemot varandra. Kriteriet för tillförlitligheten visade att det reaktiva 
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nätverket undvek kollision något bättre, men att det rekurrenta nätverket hade en lite 
bättre sammanhållning av flocken. Precis som det visuella resultatet visade 
tillförlitligheten dock på att skillnaderna mellan nätverken var små, vilket även 
fitnesskurvorna påvisade. Ser man till original implementationen fanns dock vissa 
skillnader, både de neurala nätverken och originalet visade visuellt att reglerna 
uppnåddes, dock fanns skillnaderna att original implementationen uppvisade ett mer 
naturligt rörelsemönster, tillsammans med en bättre formad sammanhållning av flocken. 
Både det rekurrenta- och reaktiva nätverket visade däremot på utvecklade 
flockegenskaper, då det visuella resultatet visade hur oväntade riktningsförändringar 
längre fram i en flock, även påverkade beteendet för hela flocken. 

  

 27 



 Slutsats 

7 Slutsats 
Arbetet har visat att beteendena vilka vill uppnås med neurala nätverken, går att få fram 
med vald teknik för båda nätverken, dock att det skiljer sig något gentemot originalet. 
Detta då original- implementationen har en mer naturlig och tätare sammanhållning av 
flocken. Det visuella resultatet visar på god sammanhållning för de neurala nätverken, 
men prioriterar det inte fullt lika mycket som originalet, vilket ses som det 
eftersträvade. Dessutom visar båda de neurala nätverken att de har ett lite för 
förutsägbart rörelsemönster, sett till dess riktmärke som är original- implementationen. 
Då reglerna uppnås utefter vad det visuella resultatet visar, uppnås ändå målet med att 
ta fram ett flockbeteende. Tillförlitligheten utefter uppsatta kriterier uppnås även på ett 
korrekt sätt. Skillnaderna mellan de neurala nätverken är liten både visuellt och utefter 
mätning av dess tillförlitlighet. Därmed är ingen av arkitekturerna att direkt föredra 
framför den andra, för denna implementation. 

7.1 Diskussion 
Arbetet ger ingen klar förbättring utseendemässigt sett till originalet, däremot har 
tekniken klara fördelar sett till implementeringen. Genom att använda neurala nätverk 
som styrsystem behöver inte beteendena viktas, vilket är en svår och jobbig process. Ser 
man vidare till de två artificiella neurala nätverken, har de visat på liknande resultat för 
de båda nätverken i stort, men att vissa skillnader finns. Det rekurrenta nätverket 
uppnådde en bättre centrering av flocken gentemot det reaktiva nätverket. Däremot 
uppvisade det reaktiva nätverket en bättre förmåga att lyckas undvika kollision.  

Tillförlitligheten av arbetet kan diskuteras, var för sig uppnås Reynolds (1987) regler på 
ett väl fungerande sätt. Tillsammans visar resultatet att målet även här uppnås, dock blir 
resultatet likt tidigare beskrivits, något förutsägbart och flockarna blir lite för utspridda i 
vissa fall, sett till originalet. Resultaten för arbetet kan ändå ses som att tillförlitligheten 
är god. De nackdelar som förekommer kan bero på att simuleringen inte innehåller 
några extra regler som att t ex låta boidsen söka efter föda eller bli jagade av rovdjur. 
Dessa förändringar skulle kunna leda till att förutsägbarheten för flocken blir bättre. En 
fördel sett till tillförlitligheten av arbetet, utifrån de valda kriterierna för att uppnå 
målet, är att beteendet ändå uppnås på ett till synes korrekt sätt. 

De skillnader vilka tagits fram under arbetets gång är intressanta att diskutera vidare. 
Det är svårt att dra direkta slutsatser till varför det rekurrenta nätverket visade sig ha 
något bättre sammanhållning, medan det reaktiva nätverket visade sig ha lite bättre 
egenskaper när det gäller att undvika att kollidera med andra flockmedlemmar. En teori 
om varför resultatet pekade mot detta skulle kunna vara att undvika kollision, är ett 
ganska enkelt beteende för boidsen att lära sig. Detta kan göra att ett reaktivt nätverk 
som är enkelt uppbyggt, snabbt kan ta hand om nödvändig information. Rekurrenta 
nätverk däremot, kan ha något svårare att få fram detta beteende p g a dess extra 
information, som nätverket behöver bearbeta. Vidare kan fördelarna för det rekurrenta 
nätverket när det gäller att hålla samman flocken, bero på att kortidsminnet ger fördelar 
då detta beteende är lite mer komplext för boidsen att lära sig. 

Även om fitnesskurvorna i resultatet visar på att fitnessen till stor del uppnås, finns det 
vissa delar att önska mer om. Kollisionen ger för båda nätverken goda resultat och har 
nästintill maximal utdelning, däremot har de andra reglerna lite sämre förmåga även om 
de till en hög grad uppnås. Det visuella resultatet blir dock lite för förutsägbart och 
därmed inte exakt likt en flock, sett ur ett verkligt perspektiv och sett till originalet. En 
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anledning till detta bortsett från fitnessfunktionen, kan vara likt tidigare nämnts att 
flocken inte får något oförutseende att agera emot. 

För att jämföra gentemot Zaera m fl (1996), resulterade deras arbete i att 
fitnessfunktionen var bristande, vilket till en viss del även var fallet i detta projekt. 
Dock var den i detta arbete tillräckligt bra, för att få fram ett tillfredställande resultat. 
Dessutom ansåg de att det troligen krävdes att man använder en mer avancerad 
nätverksarkitektur än feedforward nätverk (reaktivt), vilket var nätverket de använde sig 
av. Då resultat för detta arbete påvisar att man kan få fram flockliknande beteenden 
även med ett enkelt reaktivt nätverk som feedforward nätverk, visar de på att 
korttidsminne inte är ett nödvändigt behov även om det vid rätt användande bör ha en 
potential att ge ökade resultat och möjligheter.   

Valet att likt Sossna (2007) använda en form av mätning, gav till skillnad från t ex 
Zaera m fl (1996) och Chen m fl (2006), en bredare och utförligare information. Istället 
för att bara kunna avgöra nätverkens skillnader visuellt, kunde även ett mer detaljerat 
resultat visas genom att genomföra mätningar av relevant information. Då resultaten 
rent visuellt inte gav speciellt stora skillnader, ledde mätningen till att det ändå gick att 
utvinna de skillnader, som ändå förekom mellan nätverken. Således var det för detta 
arbete ett bra val att använda en kombinerad metod av visuellt resultat och mätningar. 

7.2 Framtida arbeten 
För att diskutera framtida arbeten inom området, är det som ligger närmast till hands att 
gå vidare med, att försöka optimera fitnessfunktionerna ytterligare. Detta projekt har 
valt att inrikta sig mot att ta fram enkla typer av fitnessfunktioner som i grunden är 
anpassade efter hur reglerna skapas för hand. Genom att optimera fitnessfunktionen 
ytterligare och dessutom förändra dem till att låta nätverket bestämma mer över 
styrningen, skulle kanske bättre resultat kunna uppnås?  

Genom att utnyttja det rekurrenta nätverkets korttidsminne på ett mer avancerat sätt 
skulle man även kunna se om resultat går att förändra. Speciellt skulle det vara 
intressant att se om man kan utnyttja minnet till att memorera sin omgivning och spara 
information fler än ett tidssteg tillbaka. Därefter se om detta kan ge förbättrade resultat 
och större skillnader mot ett reaktivt nätverk.  

Då detta arbete lägger stor vikt på de visuella resultaten, skulle det vara av intresse att 
göra en djupare analys av nätverken och dess vikter, genom att använda t ex Hinton- 
diagram. Vidare skulle även fler neurala nätverksarkitekturer kunna testas och 
analyseras, för att se vilka skillnader, likheter och resultat dessa kan ge.  

En annan intressant vidareutveckling vore att förändra miljön för boidsen. Ett exempel 
på detta kan vara att få in fler regler, framförallt regler som påverkar och ger klara 
förändringar i omgivningen, som att söka efter föda likt Chen m fl (2006) och Sossna 
(2007) använt sig av, eller att skapa rovdjur som flocken tvingas fly ifrån. Främst vore 
det intressant att se om det går att få mer varierande och utökade flockegenskaper, 
genom att tillämpa ytterligare regler. En annan utökning av miljön skulle vara att likt 
Billander (2007), använda boidsen till att utveckla ett styrbeteende inom en trafikmiljö. 
Genom att använda neurala nätverk som styrsystem, skulle man kunna undersöka vilka 
skillnader som kan uppnås. Framförallt vore det av intresse att se om de problem, vilka 
Billanders (2007) arbete gav kan lösas med denna teknik. För att utveckla miljön 
ytterligare vore det spännande att utveckla en miljö i 3D, vilket Zaera m fl (1996) 
använde sig av i sitt arbete. Den optimala miljön för flockar är ändå 3D, om man ser ur 
ett verkligt perspektiv. Därefter kan man gå vidare med att få till en mer noggrann 
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realism för t ex fåglar i verkligheten. För en fågelflock skulle detta kunna vara att likt 
verkliga fåglar utnyttja dess bredda synfält, som är runt 300 grader. Vidare kan man 
även jobba vidare med att få till mer fysikalisk korrekthet, Reynolds (1987) skriver att 
hans verk saknar flera fysiska krafter vilka borde innefattas i boidsen. 

Boids har en stor potential att utnyttjas i mer vardagliga situationer i framtiden. Det som 
kanske ligger närmaste tillhands är att utnyttja boids som styrsystem i trafikmiljö, vilket 
tidigare nämnts. Det skulle vara intressant att se om man skulle kunna automatisera t ex 
kollektivtrafiken, bussar utan förare som på ett korrekt och tryggt sätt kan transportera 
människor till deras ändstation. En annan inriktning kan vara att använda tekniken för 
att kunna utvärdera broar eller liknande konstruktioner. Vidare kan man undersöka om 
boids med fördel kan användas till organisering inom olika områden. Det skulle kunna 
vara organisering vid katastrofer som utrymning vid brand, eller t ex organisering vid 
fördelning av nödsändningar, till drabbade områden vid naturkatastrofer.     
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