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Sammanfattning 
Att använda artificiella neurala nätverk i datorspel blir ett allt mer populärt sätt att 
styra de datorstyrda agenterna då detta gör att agenterna får ett mer mänskligt 
beteende och förmågan att generalisera och möta nya situationer och klara sig igenom 
dessa på ett sätt som andra typer av artificiell intelligens inte alltid kan hantera. 
Svårigheten med denna teknik är att träna nätverket vilket ofta kräver en lång tid av 
inlärning och många olika träningfall. Genom att använda genetiska algoritmer för att 
träna upp nätverken så kan mycket av det både tid och prestandakrävande arbetet 
undvikas. Denna rapport kommer att undersöka möjligheten att använda genetiska 
tekniker för att träna artificiella neurala nätverk i en miljö anpassad till och med fokus 
på spel. Att använda genetiska tekniker för att träna artificiella neurala nätverk är en 
bra inlärningsteknik för problem där det enkelt går att skapa en passande 
fitnessfunktion och där andra inlärningstekniker kan vara svåra att använda. Det är 
dock ingen teknik som helt tar bort arbetet från utvecklare utan istället flyttar det mer 
åt att utveckla fitnessfunktionen och modifiera variabler. 

Nyckelord: Artificiella neurala nätverk, Genetiska tekniker, Artificiell intelligens, AI, 
Självlärning, Neat, Evolutionära artificiella neurala nätverk 
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1  Introduktion 
Artificiell intelligens i datorspel brukar ofta vara förutsägbar och upprepande och vid 
vissa händelser så gör agenten nästan alltid samma sak. Detta eftersom agenten 
förprogrammeras att utföra specifika handlingar till en given input. Spelare kan sedan 
utnyttja denna enkla typ av beteende för att lura agenten och spela spelet på ett sätt 
som kanske inte var tänkt (Briggs, 2004). Denna typ av förprogrammerade beslut 
innebär ofta att programmeraren måste ändra en hel del parametrar för att få agenten 
att agera på det önskade sättet. Detta tar givetvis mycket tid. Att använda genetiska 
tekniker för att istället evolvera dessa parametrar minskar behovet av 
förprogrammering. Vidare tillåter även artificiella neurala nätverk (ANN) agenten att 
lära sig av sina misstag och anpassa sig till nya situationer i miljön omkring sig. 

Evolution med hjälp av genetiska tekniker kan användas för att utveckla ett system 
med en population av agenter i flera generationer. Detta fungerar ungefär som i 
verkligheten då varje ny generation tar med sig delar av den förra generationen och på 
detta sätt förhoppningsvis blir bättre än den förra generationen. Detta går ganska 
enkelt att tillämpa på agenter i spel på ungefär samma sätt. När en agent i spelet dör 
och byts ut mot en ny så kan den agentens prestation utvärderas och det som denne 
gjorde bra i sitt beteende tas sedan med till nästa generation. Genetiska tekniker och 
evolution av de intelligenta agenterna i datorspel lämpar sig därför bäst för spel där 
det finns många agenter (Briggs, 2004). Till exempel spel där det finns många fiender 
och många av dessa hela tiden dör och byts ut mot nya fiender.  

Användning av neurala nätverk i spel tillåter utveckling av system där agenter kan 
lära och anpassa sig för att lösa specifika problem (Kelly, 2003), även kallat 
maskinlärning. Detta är inte bara användbart i spel utan även i många andra typer av 
applikationer eftersom det tillåter agenten eller systemet att hantera situationer som 
det kanske inte var tänkt att hantera från början. I många typer av spel är detta 
självklart önskvärt då en intelligent agent många gånger kan ha ett mycket komplext 
beteende och detta beteende måste kodas av en programmerare. Om agenten istället 
kan lära sig själv utifrån sina erfarenheter eller genom imitation av andra spelare så 
går det dels att få agenten att bli mer oförutsägbar och dels mer utmanande eftersom 
den anpassar svårighetsgraden på spelet efter spelaren som spelar det.  

Det finns dock inte bara positiva saker med att använda maskinlärning. Eftersom 
spelet blir väldigt oförutsägbart så går det nästan aldrig att veta hur slutprodukten 
kommer att se ut för en spelare som ska spela spelet för första gången. Agenter kanske 
lär sig ett idiosynkratiskt beteende eller kanske inte lär sig någonting alls. Detta är ett 
problem eftersom utvecklare gärna vill veta vad slutanvändaren kommer att se på sin 
skärm när de kör applikationen. En möjlig lösning på problemet är att lära agenten 
”offline” och sedan spara detta beteende och använda det i spelet (Stanley et al. 2005). 
Denna lösning är givetvis inte önskvärd eftersom den precis som förprogrammerat 
beteende inte kan lära sig eller anpassa sig efter spelaren som spelar. 

Detta arbete är tänkt att undersöka tillämpbarheten av tekniken NEAT i datorspel och 
undersöka hur en implementation av tekniken kan utnyttjas för att få intelligenta 
agenter att ”lära sig” under spelets gång och därför förbättra sin prestation utefter 
spelets regler. Att få en artificiell motståndare att kunna vara tränad ”offline” men 
ändå kunna lära sig under spelets gång kommer förhoppningsvis att ge spelaren en 
mer utmanande och oförutsägbar motståndare eller medspelare. Detta är dock inte vad 
fokus kommer att ligga på då detta redan har undersökts. Det denna rapport kommer 
att undersöka är hur NEAT kan användas för att lära artificiella intelligenta agenter att 
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lösa specifika problem utan att hårdkoda beteendet allt för mycket. Eftersom 
moståndaren tränar sig själv så kommer detta avlasta till exempel designers och ai-
programmerare då dessa oftast har väldigt många parametrar att ställa in när 
artificiella intelligenta agenter behöver implementeras. 
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2 Bakgrund 
Artificiell intelligens är någonting som finns i de flesta spel. I sin enklaste form kan 
det vara en tillståndsmaskin som byter tillstånd vid specifika händelser. Denna typ av 
AI är dock väldigt förutsägbar och gör exakt samma sak varje gång en typ av händelse 
inträffar. Detta är enkelt för spelare att upptäcka och utnyttja för att besegra spelet. 
För att skapa lite variation i beteendet så utvecklades därför stokastiska 
tillståndsmaskiner där varje händelse har en sannolikhet att byta till ett visst tillstånd. 
Agenterna kommer därför inte att göra exakt samma sak varje gång utan de har ett 
antal olika reaktioner på varje typ av händelse. Detta får givetvis agenten att bli mer 
oförutsägbar men det går fortfarande lätt att finna mönster i valen som denne tar. 

2.1 Evolutionära algoritmer 

Precis som i verkligheten där djur över många generationer evolverar för att överleva 
och klara sig bättre så evolverar evolutionära algoritmer mot en eller flera optimala 
lösningar (Buckland, 2002). Evolutionära algoritmer fungerar alltså genom att försöka 
efterlikna verkligheten där de ”bättre” eller starkare individerna har störst chans att 
föröka sig och föra sitt genom vidare till nyare generationer. Det svåra är att kunna 
översätta en eventuell lösning på problemet i fråga till en sorts kromosom eller 
genom. Detta kallas även ofta för individ eller helt enkelt lösning.  

2.1.1 Genom 

Ett genom är inom genetiska algoritmer ett sätt att beskriva en specifik lösning på ett 
problem. En vanlig representation brukar vara att använda ett binärt tal som genom. 
Varje del av ett genom kallas för en kromosom och ett genom kan ha en eller flera 
kromosomer. Varje kromosom har i sin tur ett antal gener. Vid binär representation av 
genomet så är varje bit en gen och bitsträngen är sjävla kromosomen. När det sedan 
finns ett sätt att läsa ut en lösning ifrån detta binära tal så kan evolutionen ta över. 
Först skapas ett antal genom som kan vara slumpmässiga eller förinställda och 
evolverar sedan dessa. Figur 1 nedan visar hur en binärrepresentation av ett genom 
kan se ut. 

Gen 

Kromosom

Genom

0 1 0 1 1 0 1 0 

 
Figur 1. En binärrepresentation av ett genom 

2.1.2 Fitness 

Vid varje evolution så undersöks lösningarna och ett värde för varje lösning sätts 
beroende på hur bra denna anses vara på att lösa just det specifika problemet. Detta 
värde brukar kallas för fitness, alltså hur bra lösningen klarar sig. Om lösningen har 
ett högt fitness så ökar detta chansen att denna lösning får överleva och komma vidare 
till nästa generation. Att beräkna fitnessvärdet kan vara olika svårt beroende på 
problem men oftast så beror resultatet till mycket stor del på fitnessfunktionen. I en 
snabbastevägenalgoritm så kan fitnessfunktionen specifiera hur nära målet lösningen 
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har kommit. Ett exempel på hur två olika fitnessvärden skulle se ut i ett sådant 
exempel visas i Figur 2 nedan. Bilden till vänster är en dålig lösning med fitness på 
0.01 eftersom vägen inte har nått fram till målet men avståndet ändå är ganska nära 
målet. Bilden till höger har en bättre lösning och har därför fitness 0.025. 

 
Figur 2. En genetisk snabbastevägen algoritm. Bilden till vänster visar en väg med 0.01 i fitness medan 

den bättre vägen till höger har 0.025. Den gröna fyrkanten är startpunkten medan den röda är 
målpunkten. 

2.1.3 Selektion 

När det är dags att hitta två genom att kombinera till en ny lösning så finns det ett 
antal olika sätt att välja ut dessa två genom på. Några vanliga lösningar är roulettehjul, 
turnering och elitism. Roulettehjul fungerar genom att fitnessvärdet direkt bestämmer 
sannolikheten för att den individen skall väljas, högre fitness ger därför högre chans 
att överleva. Figur 3 nedan visar hur de olika sannolikheterna för roulettehjulet kan se 
ut. Storleken på tårtbiten avgör hur stor sannolikhet den individen har att gå vidare till 
nästa generation. 

 
Figur 3. Ett tårtdiagram över ett roulettehjul och individernas sannolikhet att väljas 

Turneringsselektion däremot fungerar genom att ett gäng individerer slumpmässigt 
väljs ut varav den bästa individen i denna mängd väljs ut. Detta upprepas tills en 
tillräckligt stor population har uppnåtts. Detta gör så att nästan aldrig den sämsta 
individen väljs och att nästan vilken individ som helst har chans att väljas. Allt som 
påverkar är hur många individer som slumpas fram i varje iteration.  Detta är en mer 
slumpmässig selektionsmetod än rouletthjul men beteendet kan vara användbart vissa 
situationer precis som alla selektionsmetoder men en fördel är att implementationen är 
väldigt enkel. 
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Elitism garanterar att några av de bästa lösningarna från varje generation alltid går 
vidare till nästa generation så att deras lösningar inte blir förändrade vid en 
kombination med en annan individ. Detta görs genom att den bästa eller några av de 
bästa individerna helt enkelt kopieras direkt till den nya populationen utan att muteras 
eller överkorsas. Denna teknik går att användas på vilken som helst av de 
selektionsmetoder som diskuterades ovan. 

2.1.4 Överkorsning 

När två individer har valts ut så kombineras eller överkorsas dessa med varandra för 
att skapa en ny individ. Det finns lite olika sätt att kombinera två stycken individer 
men en av de enklaste är att dela lösningarna vid en bestämd punkt och sedan ta den 
ena delen från den ena individen och den andra från den andra individen. Detta är 
dock inte så bra för alla typer av problem då det inte blir så stor variation i den nya 
individen. Figur 4 nedan visar hur en överkorsning mellan två binärgenom kan se ut 
vid denna typ av överkorsning. 

0 1 0 1 1 0 1 1 

1 1 0 0 0 1 0 1 

1 0 0 1 0 1 0 1 

1 1 0 0 1 0 1 1 

 
Figur 4. Enpunkts-överkorsning där halva genomet tas från varje förälder 

Andra populära överkorsningstekniker är till exempel tvåpunkts-överkorsning där 
barnen skapas utifrån två punkter i föräldrarnas genom. Ett exempel på detta visas i 
Figur 5 nedan. 

0 1 0 1 1 0 1 1 

1 1 0 0 0 1 0 1 

1 0 0 0 0 1 1 1 

1 1 0 1 1 0 0 1 

 
Figur 5. Tvåpunkts-överkorsning där två punkter bestämmer vad som tas från varje förälder 

Givetvis finns det fler överkorsningsmetoder där exempelvis fler än en eller två 
punkter används vilket då kallas för flerpunks-överkorsning eller multi-point 
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crossover. Men de enklaste och kanske vanligaste metoderna är de som har beskrivs 
ovan och det går att få ett bra resultat med dessa typer av överkorsning. 

2.1.5 Generell evolutionär algoritm 

När alla steg beskrivna ovan har utförts och ett antal generationer har körts så fås 
förhoppningsvis till slut en lösning som är tillräckligt bra för det ändamål som den ska 
användas till. Men det finns inga garantier över detta eftersom slumpen är en stor 
faktor i denna typ av algoritm. I Figur 6 nedan så visas pseudokod över hur en 
generell evolutionär algoritm fungerar (Michalewicz et al., 2000) vilken är uppbyggd 
utav de delar som precis har förklarats. 

 

Procedure evolutionary algorithm 

Begin 

 t = 0 

 initialize P(t) 

 evaluate P(t) 

 while (not termination-condition) do 

 begin 

  t = t + 1 

  select P(t) from P(t – 1) 

  alter P(t) 

  evaluate P(t) 

 end 

end

Figur 6. Strukturen över en generell evolutionär algoritm 

Algoritmen börjar med att initiera populationen med genom och sedan evalueras eller 
utvärderas varje lösning i populationen för att mäta hur pass bra fitness den har. Efter 
detta så skapas en ny population t + 1 genom att välja ut nya genom där de med högre 
fitness har större sannolikhet att väljas. Några i den nya populationen kan muteras 
eller ändras en aning för att få nya lösningar. Denna selektion och förändring brukar 
oftast sättas ihop och göras samtidigt när detta realiseras i kod. Slutligen så utvärderas 
lösningarna igen och sedan skapas åter igen en ny population. Detta utförs tills ett 
visst antal generationer har utförts eller tills ett tillräckligt högt fitness har uppnåtts. 

2.2 Artificiella neurala nätverk 

Artificiella neurala nätverk är precis som namnet antyder ett försök att efterlikna en 
hjärna och de kan kort sagt användas för att få datorn att ”tänka”. Ett ANN har dock 
många användningsområden och ett av dessa är vissa typer av spel. En av de saker 
som gör ett ANN så kraftfullt är dess förmåga att lära sig och generalisera (Buckland, 
2002). Detta medför att en programmerare till exempel inte behöver lära en agent vad 
den ska göra i varje situation utan detta kan den själv lista ut utifrån vad den har lärt 
sig tidigare. 
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2.2.1 Neuron 

Ett ANN består av ett antal neuroner som vanligtvis är ihopkopplade i olika lager, 
även kallat ett feed forward nätverk. Varje neuron tar emot ett antal inputs och 
genererar därefter en output. Varje koppling mellan två neuroner har även en vikt som 
påverkar värdet. I neuronen så multipliceras inputvärdena med vikterna och läggs 
sedan ihop. Detta värde används sedan i en aktiveringsfunktion för att generera olika 
outputs.  

I Figur 7 nedan så visas ett exempel på hur ett enkelt feed forward nätverk kan vara 
uppbyggt. Med feed forward menas att varje lager av neuroner bara kan vara kopplade 
till nästa lager av neuroner. 

O1 

H1 

H2 I2 

I1 

 
Figur 7. Ett neuralt nätverk över en XOR-port 

I spelsammanhang så kan de olika lagren ses på ett enkelt sätt genom att se på 
inputlagret som värden från sensorer som agenten får in från världen. Till exempel så 
kan en sensor vara ögonen som säger hur långt ifrån vissa hinder är eller hur mycket 
hälsa agenten har. Det gömda lagret är själva hjärnan som är tränad för att svara på 
olika typer av inputs. Det gömda lagret ger sedan olika värden till outputlagret som 
kan vara vilket håll som agentens bil ska styra eller vilket håll en karaktär skall röra 
sig. 

2.2.2 Aktiveringsfunktion 

Det finns en hel del olika aktiveringsfunktioner men en av de enklaste är en så kallad 
stegfunktion där ett tröskelvärde genererar ett av två värden beroende på inputvärdet. 
Andra typer kan vara sigmoidfunktion som, istället för att antingen generera en etta 
eller nolla, genererar värden utefter en kurva som är symmetrisk kring 0.5. 
Sigmoidformeln 1 / (1 + e-x) används ofta i ANN eftersom den har en väldigt enkel 
derivata. Derivatan av s(x) är s'(x) = s(x) * (1 - s(x)). 

I Figur 8 nedan så visas hur en kurva över en sigmoidfunktion kan se ut. 
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Figur 8. En sigmoidfunktionskurva. Bild tillgänglig på http://en.wikipedia.org/wiki/Sigmoid_function 

[hämtad 2009-04-27] 

2.2.3 Träningsmetoder 

Det finns olika sätt att träna ett ANN på men ett av det vanligaste sättet är att använda 
såkallad backpropagation. Backpropagation fungerar genom att ett antal testfall ställs 
upp där varje input skall ha ett visst ouput. För varje output-neuron så beräknas en 
skillnad, eller ett felvärde, mellan det värde som returnerades och det som 
förväntades. Sedan ändras vikterna så att felet minskar och detta görs för varje lager i 
nätverket tills en felmarginal som är lagom för problemet i fråga har åstadkommits 
(Buckland, 2002). 

I neurala nätverk finns det som tidigare sagts en hel del parametrar och värden att 
ändra på för att få det beteende som är önskat. Det tar en stund att ställa in dessa 
värden på ”rätt” sätt och det ”rätta” sättet kan ofta vara väldigt svårt att hitta genom 
att bara förändra värden och köra om sin applikation. Därför så vore det väldigt bra att 
få ett neuronnät att lära eller träna sig självt för att på ett så optimalt sätt som möjligt 
lösa det specifika problemet. Det är detta som evolutionära artificiella neurala nätverk 
eller EANN försöker göra. 

2.2.4 Evolutionära artificiella neurala nätverk 

Eftersom det ofta blir väldigt mycket parameterinställningar och tweakningar vid 
programmering av ANN för att få det resultat och beteende som vill uppnås och detta 
ofta tar extremt mycket tid från programmerare så utvecklades ett antal tekniker för 
att evolvera fram strukturen och vikterna i ett ANN genom användning av 
evolutionära algoritmer. Detta låter utvecklare istället för att ställa in själva ANN:et 
beskriva själva problemet och översätta eventuella lösningar mellan de olika 
lösningsrymderna. Detta är givetvis inte alltid det mest optimala då det till vissa 
problem kan vara väldigt svårt att utforma en fitnessfunktion eller en överkorsning 
mellan två lösningar som i detta fall är två ANN. 

Competing conventions problem 

Ett stort problem med EANN:s är det som på engelska heter ”Competing Conventions 
Problem” (Buckland, 2002). Detta är ett stort problem inom denna typ av algoritmer 
och kan beskrivas som att när det finns flera olika sätt att representera ett ANN som 
egentligen är identiska lösningar. Figur 9 nedan visar två identiska nätverk som 
kommer att generera detta problem. 

 8 



  

 
Figur 9. Två artificiella neurala nätverk med två input- och en outputneuron 

Eftersom själva nätverken egentligen är identiska och det enda som egentligen skiljer 
de åt är ordningen som neuronerna befinner sig i så kommer en eventuell 
överkorsning att skapa ett problem. Om en enkel enpunkts-överkorsning används så 
kommer resultatet från ovanstående nätverk att bli som i Figur 10 nedan. Detta är 
givetvis ett dåligt resultat då det har skapats dubbla neuroner och den andra hälften av 
föräldrarnas beteende har gått förlorad. Det finns en del sätt att undvika detta på men 
det är bra att känna till problemet i fråga när algoritmer för EANN utvecklas. 

 
Figur 10. Två artificiella neurala nätverk efter en överkorsning då competing conventions problem har 

inträffat 

Lösningsrepresentation 

Precis som för alla evolutionära algoritmer så är det stora problemet att finna ett sätt 
att representera en lösning och beräkna ett fitness utifrån denna lösning. Det finns två 
olika typer av sätt för ett EANN att representera en lösning, direkt och indirekt. Direkt 
representation försöker representera nätverket med det exakta antalet neuroner, antal 
kopplingar mellan neuronerna och så vidare direkt i genomet (Buckland, 2002). 
Indirekt representation använder sig istället av tillväxtregler vilka mer exakt försöka 
efterlika hur kopplingen mellan genotyper och fenotyper fungerar i biologiska system 
och är aningen mer komplicerade och kommer därför inte tas upp här. 

2.2.5 Neat 

NEAT1 (Neuro Evolution of Augmenting Topologies) är en teknik för att optimera 
neurala nätverk genom att använda evolutionära tekniker och utvecklades av Kenneth 

                                                 
1 Neuro Evolution of Augmenting Topologies. http://www.cs.ucf.edu/~kstanley/neat.html (2009-03-02) 

A B B A

I I

O

D C C D 

I I 

O

A B C D

I I

O

D C B A 

O

I I

 9 

http://www.cs.ucf.edu/%7Ekstanley/neat.html


  

Stanley Owen och Risto Miikkulainen på University of Texas. NEAT använder sig av 
direkt representation och bygger på principen att det är mest effektivt att börja 
evolvera ett litet enkelt neuralt nätverk och sedan bygga ut detta och göra det mer 
komplext över generationer. En sak som är mycket intressant med denna teknik är att 
den går att använda i realtid för att förbättra agenternas beteende. I spel så kan detta 
vara ett perfekt sätt att förhindra att en spelare utnyttjar en svaghet eller ett 
upprepande beteende hos agenterna. Ett spel som använder sig av denna teknik är 
NERO2 (Neuro-Evolving Robotic Operatives) vilket föklaras mer i detalj i följande 
delkapitel. Neat försöker alltid hålla nätverket så litet som möjligt genom att börja 
med ett litet enkelt nätverk och sedan bygga ut detta under körningen vilket är ganska 
trevligt eftersom nätverket då håller sig litet och överskådligt men ändå tillräckligt 
avancerat för att lösa de problem som behöver lösas. 

2.2.6 Neurala nätverk i spel 

Det har under åren som har gått skapats några spel som har fått uppmärksamhet just 
tack vare sin unika AI. Några exempel på sådana spel är bland annat spelet Black and 
White (Lionhead Studios, 2002) och Black and White 2 (Lionhead Studios, 2005). I 
spelet tar spelaren rollen som en gud som med hjälp av olika förmågor och varelser 
ska få invånarna i världen att dyrka spelaren. Det intressanta med spelet är den varelse 
som spelaren har till sitt förfogande. Denna varelse börjar utan någon speciell 
intelligens utan springer mest runt i världen och tittar på objekten och invånarna. Det 
går sedan efter de olika handlingarna som varelsen utför antingen belöna eller straffa 
denne. Allt eftersom spelet fortgår så lär spelaren sin varelse vad som är rätt och vad 
som är fel precis som ett barn lär sig i verkliga livet. 

NERO som nämndes tidigare är ett spel där spelaren ska lära upp ett lag av robotar till 
att lösa olika sorters problem för att sedan klara av olika uppgifter. Robotarna börjar 
utan att veta någonting om vad de ska göra och går slumpmässigt runt i världen. 
Spelaren får sedan genom olika reglage ställa in vad som är ett bra beteende och vad 
som är ett dåligt. Till exempel så kan det vara bra att komma nära en fiende och att 
det är bra att träffa denne med sina vapen medan det är dåligt att själv bli träffad av 
fiendens vapen. Under tiden som robotarna går runt i världen så kommer de ibland 
närmare en fiende och skjuter på denne och detta beteende genererar därför ett högre 
fitness än andra robotars beteende. Efter ett antal generationer robotar så kommer de 
flesta robotar att veta vad de ska göra när de ser en fiende och vad de ska göra när 
fiender skjuter tillbaka. 

I spelet Creatures 3 (Creature Labs 1999) så ska spelaren lära upp små håriga djur och 
lära dem att försörja och försvara sig och senare även att prata. Detta var ett av de 
första spelen som använde sig av genetiska tekniker och neurala nätverk för att styra 
agenterna i världen och det gjorde så att spelet blev väldigt oförutsägbart och djupt. 

 

 

                                                 
2 Neuro-Evolving Robotic Operatives. http://nerogame.org/ (2009-03-02) 
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3 Problem 
Syftet med arbetet är att undersöka tillämpbarheten av att använda genetiska 
algoritmer och artificiella neurala nätverk (ANN) med tekniken NEAT, i spel. Arbetet 
kommer till stor del att handla om att undersöka denna teknik och försöka jämföra de 
olika resultat som kan uppnås genom förändring av testmiljön och de parametrar som 
styr tekniken. Detta kommer att testas i en spelmiljö där agenterna måste ta 
intelligenta beslut för att förbättra sin egen position i spelvärlden. 

En teknik som i denna rapport ska undersökas är NEAT. Detta eftersom många spel 
skulle kunna dra fördel av tekniken då denna tillåter att artificiella neurala nätverk 
tillämpas på problem där dessa inte skulle vara lönsamma att användas vid traditionell 
upplärning av neuronnätet. Vid traditionell upplärning så måste neuronnätet tränas så 
och vid specifika typer av problem så kan detta ta väldigt lång tid och det kan bli 
extremt många testfall att skriva. Detta lyckas NEAT lösa och det verkar vara en 
metod som kan användas i just spelsammanhang vilket är ett mycket intressant och 
relativt outforskat område att undersöka och utforska. Därför skall denna rapport 
undersöka tillämpbarheten av NEAT i spel och hur det med relativt liten hjälp och 
implementation från en utvecklare kan lära sig att förbättra sin position i världen. 
Denna kunskap ska förhoppningsvis ge utvecklare möjligheten att utveckla bättre AI 
till datorspel och andra typer av applikationer där AI-tekniker kan användas. 

3.1 Delmål 

I det första steget så kommer litteratur angående evolutionära tekniker och ANN att 
läsas. Att hitta lösningar till de problem som har specificerats kommer även det att 
vara en stor del av arbetet. I steg två så kommer försök att utföras för att 
implementera den eller de lösningar som anses vara bäst utifrån den information som 
har samlats upp under de två första stegen. En testmiljö kommer därefter att utvecklas 
där en jämförelse mellan de olika inställningar, parametrar och testmiljöer som har 
utforskats kan genomföras på ett smidigt sätt. Testmiljön kommer att vara ett spel av 
mindre omfång där spelaren gärna kan se hur agenten eller agenterna utvecklas och 
försöker förbättra sin position i världen. Testerna kommer därefter att utvärderas efter 
de fitnessvärden som agenterna har lyckats uppnå under testets gång. 

3.1.1 Delmål 1  
Detta delmål kommer genom en litteraturstudie försöka hitta och utforska de problem 
och svårigheter som finns vid implementationen vid denna typ av intelligenta agenter. 
Att identifiera lösningar till problemen och svårigheterna och diskutera de eventuella 
fördelar respektive nackdelar som dessa lösningar medför kommer även detta vara en 
del i detta steg. Detta kommer att göras i jämförelse med existerande spel och tidigare 
publicerade arbeten. 

3.1.2 Delmål 2 
Detta delmål har som uppgift att implementera den lösning som verkade vara bäst för 
problemet i fråga och skapa ett antal tester där agenternas beteenden enkelt kan 
utvärderas i delmål 3. Detta kommer att göras med hjälp av ett enkelt spel som 
kommer att utvecklas under detta delmål. 

3.1.3 Delmål 3 
Detta delmål består i att utvärdera resultaten genom att studera och jämföra dessa med 
varandra. Fitnessvärdet som används av algoritmen kommer att undersökas och 
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jämföras med hjälp av Students t-test vilket kommer tas upp i mer detalj i kapitel 4. 
Grafer och fitnesskurvor kommer att ställas upp så att det blir enklare att få en syn på 
hur vissa parametrar och inställningar påverkar resultatet av algoritmen. 
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4 Metod 
I kapitel 3 så beskrivs problemet och de delmål som under arbetets gång skall lösas. 
Detta kapitel kommer att ta upp hur dessa olika steg och delmål kommer att realiseras 
och lösas. 

4.1 Metod för delmål 1 

Genom att läsa litteratur och kolla på redan skriven kod så kommer detta delmål att 
öka kunskapen om tekniken som skall undersökas. Denna kunskap kommer att vara 
nödvändig för att resterande delmål skall gå att lösa. Anledningen till varför tekniken 
uppkom och eventuella färdiga implementationer kommer förhoppningsvis att hjälpa 
till vid utvecklingen av en egen lösning och med användningsområden och framtida 
utveckling av tekniken. Detta delmål är alltså till för att få en djupare förståelse för 
tekniken och dess fördelar och nackdelar och eventuella brister. Eftersom mycket av 
koden redan är skriven kommer en del av detta mål att vara att hitta färdigskriven kod 
och återanvända denna. Detta eftersom att skriva all kod från början givetvis skulle 
vara bra för att lära sig algoritmen och teknikerna men skulle ta för mycket tid. 

4.2 Metod för delmål 2 

Det finns många typer av spel som skulle passa med tekniken som kommer att 
undersökas. Ett vanligt användningsområde för neruala nätverk i spel är bilspel där 
agenterna dels skall behålla bilen på vägen och dels försöka undvika att krocka med 
andra bilister och komma fram till mål på så kort tid som möjligt. Allt detta skapar 
väldigt många olika situationer vilket kan vara svårt för ett AI baserat på till exempel 
state machines att lösa. Ett neuralt nätverk är bra på att generalisera och kan därför om 
det är korrekt upplärt känna igen olika typer av situationer och lösa dessa på ett bra 
sätt. Neat-tekniken är speciellt bra på problem där det finns väldigt många parametrar 
och data att ta hänsyn till då det i vanliga neurala nätverk hade skapat väldigt många 
träningsfall att lära nätverket. 

I många typer av spel kan det däremot vara svårt att se något riktigt bra 
användningsområde för neurala nätverk och Neat då denna teknik förmodligen bara 
skulle göra problemet svårare än vad en enklare teknik skulle göra. 

Metoden för att testa tekniken kommer att vara att skapa ett enkelt spel där agenterna 
skall lära sig själva och utvecklas till att förbättra sin position i världen utan någon 
påverkan ifrån spelaren själv. Det enda som agenterna skall få som feedback är 
inputvärden från sensorer som är fördefinierade. De skall sedan generera 
outputvärden som kommer att mappas till att påverka deras position. Vilken typ av 
spel som kommer att utvecklas kommer att bestämmas i kapitel 5. 

4.3 Metod för delmål 3 

En metod för att utvärdera resultatet av implementationen och de olika 
parameterinställningarna är att använda sig av T-test. T-testet är ett bra sätt att se om 
en mängd testdata är ”bättre” än en annan och kommer att tillsammans med lite 
kurvor vara en stor del av metoden för att utvärdera resultaten av testerna. Grafer och 
kurvor är ett bra sätt att se förändringar i till exempel fitnessvärden på agenterna och 
kommer därför att användas för att visa om algoritmen fungerar och verkligen lär upp 
agenterna att navigera och förbättra sin position i världen. Testdatan som samlas upp 
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ifrån testerna av applikationen kommer att förklaras och jämföras genom ovanstående 
metoder. 
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5 Genomförande 
Kapitel 4 tog upp de metoder som skall användas för att lösa de olika problem som 
ställdes upp i kapitel 3. Detta kapitel kommer att gå igenom hur de olika metoderna 
realiserats. 

5.1 Implementation av spel 

Kapitel 4.2 tog upp att ett spel skulle skapas för att testa tekniken Neat. Spelet är ett 
enkelt bilspel där agenterna skall lära sig att köra runt en bana så fort som möjligt. 
Fitness bestäms genom att kontrollera hur långt agenterna har lyckats köra under lopp. 
Ett lopp pågår under en förbestämd tid och efter tiden är slut så börjar alla om. Alla 
agenter börjar för enkelhetens skull på samma ställe och det gäller för agenterna att så 
fort som möjligt köra runt banan utan att köra in i väggar och eventuella hinder. Varje 
lopp pågår under en bestämd tid som räknas efter hur många uppdateringar som skall 
köras. Vid varje uppdatering så kan bilarna förändra sin position genom att accelerera 
eller sakta ner. När ett lopp är färdigkört så återställs bilarnas position och deras 
fitness utvärderas och används sedan för att träna bilarna, detta kommer att gås 
igenom djupare i ett senare delkapitel.  

Agenterna består av en bil där den enda informationen som de känner till är värden 
ifrån de sensorer som sitter i en 180 graders båge framåt. Dessa sensorer känner av 
om bilarna håller på att åka in i en vägg och isåfall hur långt det är fram till väggen. 
Dessa värden skickas varje uppdatering till bilens ANN som har tränats av Neat-
algoritmen. Varje bil har två outputs där varje output bestämmer hur mycket bilen ska 
svänga åt varje håll. Är båda värdena lika dana så åker bilen framåt eller står still men 
är ett värde större än det andra så svänger bilen åt det motsatta hållet.  

För att utveckla spelet har språket C# och miljön XNA använts. Detta för att få en så 
kort utvecklingstid som möjligt och få ut resultat på skärmen snabbast möjligt. För att 
skapa det neurala nätverket, den evolutionära algoritmen och tekniken Neat så 
källkodsexempel från boken AI Techniques for Game Programming, Buckland (2002) 
använts och en specialgjord algoritm har därefter utvecklats utifrån dessa exempel. 

I följande delkapitel så kommer de olika teknikerna, och spelet i stora drag, att 
förklaras och implementationen beskrivas.  

5.1.1 Bana 

Banan som agenterna kör runt på är ritad i photoshop och är enkelt uppbyggd utan 
någon fin grafik. Där det är färg så är det kollision förutom på de röda områdena där 
varje område representerar en zon i banan. Varje rött område har en avtagande röd 
färg som börjar på 255 ifrån start och för varje zon minskar med ett i rödhet så nästa 
zon får 254 och zonen efter det får 253 och så vidare. Detta behövs för att avgöra 
vilket håll som agenterna rör sig vilket behövs för att ge ett bra fitnessvärde vilket 
kommer tas upp i delkapitel 5.1.2 nedan. 

I Figur 11 nedan så visas screenshot på en bana där den till vänster är banan som visas 
för spelaren medan den till höger även har zonerna som agenterna använder för att 
beräkna sina fitnessvärden. 

 15 



  

 

 
Figur 11. Screenshot på en bana med och utan zoner. 

Ett antal banor har skapats för att kunna se skillnad på hur agenterna lär sig att 
navigera i dessa. Variationer i antalet zoner och på avståndet mellan dessa är också 
intressant att undersöka och därför har ett antal olika banor utvecklats. Banorna är 
gjorda i ett ritprogram och består av det som visas i Figur 11 ovan alltså i svart och 
vitt där det vita eller genomskinliga inte är kollision medan det svarta är kollision. 
Agenterna använder sig av en lite annorlunda version av banan där de röda områden 
representerar de zoner som agenterna använder sig av vilket kommer förklaras i mer 
detalj i nästa delkapitel. 

5.1.2 Agenterna 

Varje agent kontrollerar sin egen bil där dess uppgift är att färdas så snabbt och 
smidigt runt på banan som möjligt och helt enkelt komma så långt som möjligt varje 
lopp. Detta kan agenterna åstakomma genom att undvika att kollidera med väggar och 
försöka svänga så lite som möjligt då deras hastighet framåt minskar när de svänger. 
Varje agent har ett visst antal sensorer som används för att navigera runt på banan. 
Varje sensor ger tillbaka ett värde mellan -1 och 1 beroende på avståndet till det 
hinder som den kolliderar mot. Sensorvärdet skickas sedan till det neurala nätverket 
som styr de två motorerna som är kopplade till hjulen. 

5.1.3 Fitness 

För att utvärdera hur bra en agent har kört på banan vilket behövs för Neat-algoritmen 
så kommer antalet zoner som agenten har passerat att användas som fitness. När en 
agent passerar över en zon så kontrolleras den zonens värde mot den förra besökta 
zonens värde som sparas i varje agent. Om den nya zonens värde är lägre än det förra 
besökta värdet så ökas fitness med ett men om det istället är större så dras ett ifrån 
fitnessvärdet. Om en agent har lyckats köra ett helt varv eller passerar mållinjen från 
fel håll så får agenten antingen 10 mer i fitnessvärde eller 10 mindre. Detta för att en 
agent inte ska kunna åka fram och tillbaka över mållinjen och få ett bra fitness för 
detta. 

5.1.4 Neat 

NEAT-Algoritmen som används är skriven utifrån exemplen som ges ut tillsammans 
med boken AI Techniques for Game Programming, Buckland (2002). Men omskriven 
till språket C# som används för denna applikation. Följande delkapitel kommer att 
förklara hur algoritmen har implementerats och hur den har applicerats på problemet i 
fråga. I denna implementation av Neat så användes elitism som selektionsmetod 
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eftersom denna alltid tar med några av de bättre individerna till nästa generation vilket 
är bra när lösningar som har ett högt fitness bör ha en extra hög sannolikhet att 
överleva. 

Genom 

Neat genomet är uppbygt av en lista med neuroner och en lista med länkar. En neuron 
innehåller ett unikt identifikationsnummer för just den neuronen och information om 
den neuronens funktion inom nätverket vilket kan vara om den är en inputneuron, en 
gömd neuron, en biasneuron eller en outputneuron. En länk har information om de två 
neuroner som den kopplar samman och en vikt till den kopplingen. Det finns även 
andra typer av variabler som om kopplingen är aktiverad, om det är en rekurrent 
koppling och ett innovationsnummer som strax kommer förklaras. För att enklare 
kunna förklara hur länkarna och neuronerna är uppbyggda så visas koden för länkarna 
och neuronerna i Figur 12 nedan. Anledningen till att klasserna ärver av interfacet 
ICompareable är för att de ska gå att jämföra vilket behövs för att sortera listor med 
länkar efter deras innovations-id. 

struct LinkGene : IComparable 
{ 
    public int FromNeuron, ToNeuron; 
    public int InnovationID; 
 
    public double Weight; 
 
    public bool Enabled; 
    public bool Recurrent; 
} 
 
enum NeuronType 
{ 
    Input, 
    Hidden, 
    Output, 
    Bias, 
    None 
} 
 
class NeuronGene 
{ 
    public int ID; 
 
    public NeuronType NeuronType; 
 
    public bool Recurrent; 
 
    public double ActivationResponse; 
    public double SplitY, SplitX; 

} 

 
Figur 12. Kodstrukturen för länkar och gener i NEAT 

 

Mutation 

Det finns fyra olika typer av mutationer i denna applikation. En mutation kan antingen 
lägga till en länk, lägga till en nod, förändra vikten på en länk eller förändra formen 
av kurvan på en aktiveringsfunktion för en neuron. Vid förändring av en 
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aktiveringsfunktion så används variabeln ActivationResponse i klassen NeruonGene 
som beskrevs ovan. Denna påverkar lutningen på kurvan som i detta exempel är av 
typen sigmoid. Vid förändringen av vikten av en länk så finns det även en chans att en 
helt ny vikt kommer att sättas. Figur 13 nedan visar hur det kan se ut när en ny neuron 
läggs till i ett enkelt nätverk med två inputs och två outputs. Figur 14 visar hur det kan 
se ut när en länk läggs till i ett likadant nätverk. 

Hid

Out

Out

In

InIn Out

In Out

 
Figur 13. Tillägg av en neuron genom mutation i NEAT 

In Out In Hid Out

In Out In Out

 

Figur 14. Tillägg av en länk genom mutation i NEAT 

Om en ny neuron skall läggas till så måste först en länk hittas där den nya neuronen 
skall stoppas in, se Figur 13. När denna länk har hittats så stängs den av och två nya 
länkar skapas. En länk till den nya neuronen från den första neuronen och en annan 
länk från den nya neuronen till den sista neuronen. Om en länk skall läggas till så kan 
denna läggas till som en framåtlänk, rekurrent länk eller en loopad rekurrent länk. En 
framåtlänk är en helt vanlig länk som går framåt i hierarkin och alltså till nästa lager. 
En rekurrent länk går tillbaka i hierarkin och går alltså till ett tidigare lager. En loopad 
rekurrent länk går tillbaka till neuronen själv och ger därför sig själv input. 

Innovation 

En innovation är ett minne över en mutation och skapas varje gång en mutation av 
typen lägga till nod eller lägga till länk utförs. Alla innovationer sparas i en lista som 
hela tiden kollas mot när en ny innovation skall skapas. Om en likadan innovation 
redan finns i databasen så används den innovationen istället och binds till den nyligen 
skapade neuronen eller länken. Om en ny nod skapas i nätverket så kommer till 
exempel tre stycken innovationer skapas. En innovation för neuronen och två stycken 
för varje länk till och från den nya noden. Den gamla länken mellan de två noderna 
som den nya noden anslöts till finns fortfarande kvar men är avstängd med hjälp av 
variabeln Enabled som finns i LinkGene-strukturen som beskrevs ovan. Anledningen 
till att innovationer används är för att detta i hög grad förenklar konstruktionen av en 
överkorsning mellan två genom.  
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Överkorsning 

Vid överkorsning mellan två genom i NEAT så kan innovationerna användas. Detta 
eftersom varje innovation har ett unikt id och då kan användas för att se vad som 
skiljer de två genomen åt. Själva överkorsningstekniken är väldigt lik en flerpunkts-
överkorsning och arbetar genom att för varje gen som finns i genomen så kontrolleras 
först om denna finns i båda genomen. Om den gör det så tas denna slumpmässigt. Om 
den däremot bara finns i en av föräldrarna så tas den alltid från den bästa av dessa två. 

Arter 

Arter är ett sätt att hjälpa nya nätverk i populationen att överleva. Detta eftersom de 
nya nätverken där en ny nod eller länk har skapats ofta är ganska dåliga innan de har 
hunnit utveckla några intressanta beteenden (Buckland, 2002). Eftersom nya 
beteenden är bra för algoritmen då dessa hjälper till att få en mångfald så måste dessa 
nya individer hjälpas. Mångfald behövs i genetiska algoritmer då detta ökar chansen 
att en bättre lösning hittas. I NEAT används arter för att få liknande individer att inte 
jämföras med resten av populationen. Detta hjälper de nya arterna att i början inte 
utrotas av alla bättre individer som inte tillhör samma art.  

Vid varje evolution så beräknas ett värde ut mellan varje individ och den första 
individen i varje art, detta värde kallas för kompatibilitetsavstånd. Om 
kompatibilitetsavståndet är mindre än ett gränsvärde så läggs individen till i den arten. 
Om värdet däremot är utanför gränsvärdet för varje art så skapas en ny art för just den 
individen. För att räkna ut detta värde så kan antalet innovationer som de båda 
individerna har jämföras eftersom dessa är de antal förändringar som de båda 
individerna har gått igenom. Fler förändringar bidrar till en mer unik art. Även 
vikterna i nätverket räknas ihop och jämförs för att upptäcka skillnader mellan de 
olika genomen. När alla värden är uträknade så kan det slutgiltiga 
kompatibilitetsavståndet räknas ut. Detta görs med hjälp av formeln i Figur 15 nedan 
där E och D är variabler för hur stor skillnaden mellan innovationerna är, W är 
skillnaden mellan vikterna i nätverket och N är antalet gener. 

C.Dist
c1E
N

c2D
N

c3W
 

Figur 15. Formeln för uträkning av kompatibilitetsavstånd 

5.2 Utvärdering av resultat 

För att utvärdera resultatet så skulle ett antal tekniker användas. Bland annat så 
kommer T-tester, grafer och analys av beteendet och implementationen utvärderas. 
Dessa beskrivs lite mer i detalj i följande delkapitel. Varje utvärdering kommer att 
utföras på ett antal olika körningsexempel där olika typer av banor kommer att 
användas. Även några parameterinställningar kommer att ändras för att försöka visa 
på skillnader av algoritmen mellan olika inställningar. 

5.2.1 Students t-test 

Students t-test är en teknik som kan användas för att jämföra om det finns en skillnad 
mellan två mängder av värden. Students t-test ger som resultat hur stor 
standardavvikelsen är. Standardavvikelsen är ett mått på hur mycket värdena i en 
population avviker från medelvärdet av varje grupps värden. Ju mer skillnad det är 
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mellan de två olika desto mindre är talet. Är talet mindre än ett speciellt gränsvärde 
som brukar ligga på runt 0.05 så sägs det att de två mängderna är statistiskt 
signifikanta. 

5.2.2 Grafer 

För att kunna bevisa och förtydliga om fitnessvärdet på agenterna verkligen ökar och 
agenterna alltså blir bättre eller inte så kommer grafer att användas. Dessa kommer 
visa om och hur genomsnitts-fitnessvärdet hos alla agenter i applikationen förändras 
efter varje generation av körningen. Ett medelvärde av alla körningar kommer också 
att visas och kommer att användas för att jämföra kurvorna mot varandra och 
därigenom se om olika parameterinställningar skiljer sig i hur bra och fort agenterna 
tränas. Linjerna i graferna är utjämnade vilket felaktigt kan ge en bild av att data för 
fler testfall än de tio som kurvorna är uppbyggda av används men detta är alltså inte 
fallet. Brytpunkter används för att visa varje datavärde mer tydligt och själva 
diagrammen är gjorda i programmet Microsoft Excel. 

5.2.3 Analys av beteende 

För att analysera beteendet hos agenterna så kommer främst applikationen att köras ett 
antal generationer och sedan saktas ner till ett lugnare tempo och agenternas körstil 
kan då kontrolleras. Det som kan vara intressant att kolla på är hur mycket agenterna 
svänger, om de kolliderar med väggar och om de försöker ta den snabbare vägen vid 
eventuella vägkorsningar.  

5.2.4 Implementationen 

Implementationen kommer även den att analyseras och undersökas då denna 
implementation säkerligen kan skilja sig från andra implementationer som tidigare 
gjorts. Det är även svårt att säkerställa om implementationen är fungerande och om 
den inte har några buggar och om eventuella buggar kan påverka resultatet. Detta 
kommer att nämnas men inget fokus kommer att läggas på denna del. Svårigheten 
med att implementera vissa delar i ett spel jämfört med andra typer av applikationer 
och algoritmer kan även detta vara intressant att jämföra. 

5.2.5 Parameterinställningar 

Ett antal olika parameterinställningar kommer att testas och jämföras. Detta eftersom 
det finns många parametrar att ställa in i NEAT och dessa kan påverka resultatet en 
hel del. Nya parameterinställningar kommer vara lätta att testa och därför så begränas 
inte antalet här. Varje inställning kommer även att T-testas och jämföras med de andra 
inställningarna för att försöka hitta en skillnad och kunna dra slutsatser utifrån dessa 
resultat. 
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6 Resultat 
Syftet med arbetet och denna rapport var att undersöka tillämpbarheten av EANN-
algoritmen NEAT i spel. Detta kapitel kommer genom analys av fitnessvärden, grafer 
över fitness, agenternas beteende och implementationsdetaljer att presentera resultatet 
av detta arbete. 

6.1 Exempel 1 

I detta exempel har den lite mer innehållsrika banan i Figur 16 nedan använts. 
Agenterna startar i toppen och mitten av banan och skall köra runt denna åt höger så 
fort som möjligt. Om agenterna kör åt fel håll så får dessa minus i fitnessvärde annars 
får de högre fitnessvärden ju längre de kommer på banan. 

 
Figur 16. Banan som används i exempel 1 

I Figur 17 nedan visas ett screenshot ifrån spelet när det har kört i nio generationer. 
Och en del agenter har lärt sig köra runt banan. Den röda bilen är spelaren som kan 
köra och jämföra sig med de andra agenterna för att se om de har blivit tillräckligt 
smarta för att köra bättre än en mänsklig spelare. 

 
Figur 17. Screenshot ifrån spelet 
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6.1.1 Parameterinställning 1 

Som den första körningen så ställs algoritmen in med ett par olika parametrar. Sedan 
körs spelet i 10 generationer där varje generation körs efter ett fast antal uppdateringar 
har genomförts. I detta första exempel så används parametrarna i Tabell 1 nedan. 
Anledningen till att dessa parametrar har valts är för att de är nära de inställningar 
som användes i exemplen i boken AI Techniques for Game Programming (Buckland, 
2002) då dessa verkade fungera bra. Antal uppdateringar har satts till 4000 då ett lägre 
värde gav en snabbare körning men sämre fitness då agenter som rörde sig bra inte 
kunde komma så långt på banan innan en runda startade om. 
 

Tabell 1. Parameterinställningar för exempel 1 

Antal agenter: 50   Chans att en ny nod skapas: 3 % 

Antal sensorer:  5 Chans att en ny länk skapas: 7 % 

Antal uppdateringar: 4000 Chans att en rekurrent länk skapas: 5 % 

Sensorlängd: 30 Chans att mutation utförs: 20 %

Kompatibilitetströskelvärde: 0.26 Chans för överkorsning: 70 %

 

Resultatet för körningen visas i Figur 18 nedan där genomsnittet för fitnessvärdena 
visas. Det går att tyda en förbättring hos agenterna vilket visas med den tjockare 
svarta genomsnittskurvan. Det går även att se att det är väldigt stor variation på 
resultatet då många körningar ökar i fitness ganska fort men även går mycket upp och 
ner. Dock så tyder grafen i Figur 18 mycket på att agenterna lär sig relativt fort och 
vid en undersökning av agenterna och hur dessa kör runt på banan så går det att se att 
större delen av dessa faktiskt kan ta sig runt på banan utan att fastna i väggarna. Det 
finns dock undantag och även på sista generationen så sitter några agenter fast i 
väggarna, snurrar runt eller står helt stilla.  
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Figur 18. Graf över 10 körningar med parameterinställning 1.  
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6.1.2 Parameterinställning 2 

Parametrarna som ändrats på från föregående inställningar är antalet agenter som 
ökats till 75, antalet sensorer som ökades med en och längden på sensorerna som 
minskades till 27. De nya parameterinställningarna visas i Tabell 2 nedan. Här är 
antalet agenter ökat samtidigt som en sensor har lagts till och längden på sensorerna 
har minskats en aning. Detta ger en större population och större chans att någon agent 
hittar en bra lösning tidigt men en mindre sannolikhet att två riktigt bra agenter 
kombineras eftersom det finns fler att välja mellan. 

Tabell 2. Förändrade parameterinställningar för exempel 1 

Antal agenter: 75   Chans att en ny nod skapas: 3 % 

Antal sensorer:  6 Chans att en ny länk skapas: 7 % 

Antal uppdateringar: 4000 Chans att en rekurrent länk skapas: 5 % 

Sensorlängd: 27 Chans att mutation utförs: 20 %

Kompatibilitetströskelvärde: 0.26 Chans för överkorsning: 70 %

 

Resultatet för dessa ändrade inställningar kan ses i Figur 19 nedan där fitnessvärdena 
precis som tidigare visas i en graf. Det som går att upptäcka här är att några kurvor 
alltid håller sig kring 0 i fitness och detta beror på att alla individer i populationen har 
hamnat i samma art och därför inte kan ta sig ur denna eller få någon variation i sitt 
beteende. Detta är förmodligen en bugg i implementationen men tidsbrist har gjort så 
att den buggen har fått stanna kvar. Det kan även vara en parameterinställning som 
gör att det blir fel eftersom den inte alltid uppträder. Men den inträffar med så liten 
sannolikhet att den inte stör detta arbete. Genomsnittet och även den bästa 
fitnesskurvan nedan är aningen lägre än den tidigare körningen och detta visar sig 
även i spelet då agenterna kör lite mer slumpmässigt än tidigare och är med benägna 
att fasta i väggar eller stå helt still. Även här finns dock ett antal individer som kan 
köra utmärkt vid de senare generationerna (7-10). 
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Figur 19. Graf över fitnessvärdena vid användning av parameterinställning 2 
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6.1.3 Parameterinställning 3 

De parametrar som är annorlunda inställda visas i Tabell 3 nedan och för denna 
körning så ändrades chanserna för mutation och överkorsning för att se om detta 
påverkade resultatet märkbart. Även chansen för att nya noder och länkar ska muteras 
har ökats för att se om ett mer avancerat nätverk ger ett bättre resultat eller inte. På 
grafen i Figur 20 visas återigen fitnessvärdena från agenterna över de olika 
generationerna. Det som går att tyda ifrån denna körning är att genomsnittet och alla 
körningar utom en fick bra resultat och relativt snabbt lyckades evolvera fram ett 
bättre beteende. Slutresultatet blev det bästa resultatet hitils med ett 
genomsnittsfitness på runt 35.  
 

Tabell 3. Värden som används vid parameterinställning 3 

Antal agenter: 50   Chans att en ny nod skapas: 7 % 

Antal sensorer:  5 Chans att en ny länk skapas: 10 %

Antal uppdateringar: 4000 Chans att en rekurrent länk skapas: 8 % 

Sensorlängd: 30 Chans att mutation utförs: 30 %

Kompatibilitetströskelvärde: 0.26 Chans för överkorsning: 80 %

 

-10

0

10

20

30

40

50

60

70

80

0 2 4 6 8 10 12

Generation

F
it

n
es

s

Körning 1

Körning 2

Körning 3

Körning 4

Körning 5

Körning 6

Körning 7

Körning 8

Körning 9

Körning 10

Genomsnitt

 
Figur 20. Graf över fitnessvärdena vid användning av parameterinställning 3 

6.1.4 Parameterinställning 4 

Denna körning testar med förändringarna ifrån de båda tidigare testerna. Här visas 
inställningarna i Tabell 4 nedan. Här är inställningarna tagna ifrån både inställning 3 
och 2 och detta ger en stor population med stor sannolikhet att skapa mer avancerade 
nätverk. Resultatet av dessa inställningar visas i grafen i Figur 21 och det går här att 
se ett generellt sämre resultat än de tidigare testerna men ändå ett ganska jämnt 
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resultat mellan de olika körningarna.  
 

Tabell 4. Värden som används vid parameterinställning 4 

Antal agenter: 75   Chans att en ny nod skapas: 7 % 

Antal sensorer:  6 Chans att en ny länk skapas: 10 %

Antal uppdateringar: 4000 Chans att en rekurrent länk skapas: 8 % 

Sensorlängd: 27 Chans att mutation utförs: 30 %

Kompatibilitetströskelvärde: 0.26 Chans för överkorsning: 80 %
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Figur 21. Graf över fitnessvärdena vid användning av parameterinställning 4 

 

6.2 Exempel 2 

I detta exempel så används den enklare banan som är uppbyggd som en cirkel där 
agenterna enbart behöver svänga åt ett håll. En bild på banan visas i Figur 22 nedan. 
Ett screenshot ifrån spelet när agenterna har tränat i 9 generationer och lärt sig köra 
runt banan visas i Figur 23 nedan. 
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Figur 22. En ganska enkel bana där agenterna skall köra åt höger och endast svänga åt ett håll. Inga 

vägkorsningar eller andra hinder finns. 

 

 
Figur 23. Screenshot ifrån applikationen 

 

6.2.1 Parameterinställning 1 

Dessa inställningar upprepar inställningarna som gjordes i kapitel 6.1 tidigare och kan 
ses i 
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Tabell 5 nedan. Resultatet över körningarna visar att agenterna som lyckas köra runt 
på banan väljer att ligga på yttersidan runt hela banan vilket kan ses i Figur 23 ovan. 
Anledningen till att samma parameterinställningar har använts är för att kunna 
jämföra vilken påverkan banan har på beteendet och utvecklingen av agenternas 
beteende. Resultatet av körningarna kan ses i Figur 24 nedan och genomsnittet av 
fitnessvärdet är högt för denna inställning men det finns även körningar som får ett 
ganska lågt fitness och en körning som inte fungerar alls. 
 

 27 



  

Tabell 5. Parameterinställning 1 för exempel 2 

Antal agenter: 50   Chans att en ny nod skapas: 4 % 

Antal sensorer:  5 Chans att en ny länk skapas: 7 % 

Antal uppdateringar: 4000 Chans att en rekurrent länk skapas: 7 % 

Sensorlängd: 30 Chans att mutation utförs: 30 %

Kompatibilitetströskelvärde: 0.26 Chans för överkorsning: 70 %
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Figur 24. Graf över fitnessvärdena vid användning av parameterinställning 1 för exempel 2 

 

6.2.2 Parameterinställning 2 

För denna inställning har agenterna ökats i antal och en sensor lagts till. 
Inställningarna går att se i 
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Tabell 6 nedan. Denna inställning verkar ger ett sämre resultat och som det går att se i 
Figur 25 nedan så finns det en körning, körning 9, som gav ett väldigt märkligt 
resultat då nästan alla agenter lärde sig att köra åt fel håll på banan. Detta gav ett 
väldigt dåligt fitness och eftersom många agenter tog efter detta beteende så gav det 
ett väldigt lågt genomsnitt vilket kurvan körning 9 visar. Även här väljer många 
agenter att följa ytterkanten av banan men lyckas generellt att få ett bra fitness. 
Anledningen till att agenterna väljer att åka åt fel håll är förmodligen för att en agent 
har lärt sig köra utan att krocka med väggarna genom att alltid hålla ett avstånd ifrån 
väggen. Det agenten inte har insett är att riktningen även den spelar en stor roll i hur 
mycket fitness som agenten kommer att få. Detta gör att agenten som körde åt rätt håll 
vid en körning får ett bra fitness och lever vidare i populationen och när en senare 
generation använder ärver detta beteende så kör den utan att kollidera med väggarna 
fast även utan att kolla vilket håll den borde köra åt. 
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Tabell 6. Parameterinställning 2 för exempel 2 

Antal agenter: 75   Chans att en ny nod skapas: 4 % 

Antal sensorer:  6 Chans att en ny länk skapas: 7 % 

Antal uppdateringar: 4000 Chans att en rekurrent länk skapas: 7 % 

Sensorlängd: 27 Chans att mutation utförs: 30 %

Kompatibilitetströskelvärde: 0.26 Chans för överkorsning: 70 %
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Figur 25. Graf över fitnessvärdena vid användning av parameterinställning 2 för exempel 2 

 

6.2.3 Parameterinställning 3 

Denna gång så ändrades precis som i parameterinställning 3 för exempel 1 
sannolikheten för nätverken att muteras och sannolikheten för nya noder och länkar 
skapas. Dessa inställningar gav ett ganska bra resultat på många körningar vilket i sin 
tur gav ett bra genomsnitt vilket går att se i Figur 26 nedan. Det går även att se att en 
körning konvergerade tidigt vilket förmodligen beror på en bugg i applikationen. Men 
generellt ett mycket högt genomsnitt och därför verkar dessa inställningar vara bra. 
Precis som för den andra banan i exempel 1 tidigare så var detta inställning 3 vilket 
verkar ge ett bra resultat vilket här kan ses genom att genomsnittfitnesset är en bra bit 
över 100. 

 

Tabell 7. Parameterinställning 3 för exempel 2 

Antal agenter: 50   Chans att en ny nod skapas: 7 % 

Antal sensorer:  5 Chans att en ny länk skapas: 10 %

Antal uppdateringar: 4000 Chans att en rekurrent länk skapas: 8 % 

Sensorlängd: 30 Chans att mutation utförs: 30 %

Kompatibilitetströskelvärde: 0.26 Chans för överkorsning: 80 %
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Figur 26. Graf över fitnessvärdena vid användning av parameterinställning 3 för exempel 2 

 

6.2.4 Parameterinställning 4 

Denna inställning testar både inställning 2 och 3 vilket kan ses i Tabell 8 nedan. 
Denna inställning gav det jämnaste slutresultatet mellan körningar hittills. 
Genomsnittsvärdet var inte högst men inte heller lägst och även här är konvergerar en 
körning runt generation 5. Resultatet kan ses i Figur 27 nedan.  
 

Tabell 8. Parameterinställning 4 för exempel 2 

Antal agenter: 75   Chans att en ny nod skapas: 7 % 

Antal sensorer:  6 Chans att en ny länk skapas: 10 %

Antal uppdateringar: 4000 Chans att en rekurrent länk skapas: 8 % 

Sensorlängd: 27 Chans att mutation utförs: 30 %

Kompatibilitetströskelvärde: 0.26 Chans för överkorsning: 80 %

 

 31 



  

-50

0

50

100

150

200

0 2 4 6 8 10 12

Generation

F
it

n
e

s
s

Körning 1

Körning 2

Körning 3

Körning 4

Körning 5

Körning 6

Körning 7

Körning 8

Körning 9

Körning 10

Genomsnitt

 
Figur 27. Graf över fitnessvärdena vid användning av parameterinställning 4 för exempel 2 

6.3 Exempel 3 

Till detta exempel så kommer ett mer extremfall testas då mutationen sätts till ett 
väldigt lågt värde. Detta för att undersöka vad ett sådant extremfall ger för 
fitnessvärden och hur det påverkar beteendet på agenterna. I dessa två körningnar så 
kommer 2% chans för mutation att användas. Båda banorna kommer att köras och 
resultaten för dessa körningar kommer att jämföras med de tidigare körningarna och 
parameterinställningarna. 

Parameterinställningarna som används är de som visas i Tabell 9 nedan. 
 

Tabell 9. Parameterinställningarna för extremfall i Exempel 3 

Antal agenter: 50   Chans att en ny nod skapas: 7 % 

Antal sensorer:  5 Chans att en ny länk skapas: 10 %

Antal uppdateringar: 4000 Chans att en rekurrent länk skapas: 8 % 

Sensorlängd: 30 Chans att mutation utförs: 2 % 

Kompatibilitetströskelvärde: 0.26 Chans för överkorsning: 80 %

6.3.1 Bana 1 

I denna körning så går det tydligt att se hur avsaknaden av mutation påverkar 
genomsnittet av fitnessvärdena. Inlärningen och ökningen i fitnessvärde är mycket 
långsammare och i vissa körningar obefintlig i jämförelse med de tidigare 
körningarna i kapitel 6.1 och 6.2. Genomsnittet av körningarna ökar dock långsamt 
men kommer inte upp i samma värde som de tidigare körningarna utan stannar runt 60 
i fitnessvärde. Grafen i Figur 28 nedan visar resultatet från körningarna. 
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Figur 28. Graf över resultatet av extremvärden för bana 1 

 

6.3.2 Bana 2 

Körningen på denna lättare bana visar att mutationen inte har så stor betydelse för att 
agenterna ska lära sig följa väggarna runt banan och inte behöva ta några andra beslut. 
Alla körningar konvergerade redan runt generation 7 och därför stannade även 
genomsnittsfitnesset runt denna generation. Det går även att se att större delen av 
körningarna uppförde sig ganska likt varandra i hur snabbt populationen ökade i 
fitnessvärde. Resultatet visas i grafen i Figur 29 nedan. 
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Figur 29. Graf över resultatet av extremvärden för bana 2 
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6.4 Utvärdering av Students t-test 

Fitnessvärdena för de olika parameterinställningarna i föregående sektion går att 
jämföra med hjälp av Students t-test för att jämföra dessa mellan varandra och 
bestämma vilka parameterinställningar som skiljer sig ifrån varandra. Detta görs med 
hjälp av TTEST i Microsoft Excel. Värdena som presenteras är tagna ifrån Excel med 
de parametrar som visas i tabellerna nedan. 

6.4.1 Exempel 1 

T-testerna för exempel 1 ger värdena som visas i Tabell 10 nedan. Det som går att se 
från dessa värden är att endast parameterinställningarna 3 och 4 skiljer sig signifikant, 
givet en signifikanströskel på under 0.05, medan några andra är ganska nära. 

 

Tabell 10. Tabell över T-testerna för Exempel 1 

Inställningar Värde 

T-Test mellan inställning 1 och 2 0,16 

T-Test mellan inställning 1 och 3 0,38 

T-Test mellan inställning 1 och 4 0,07 

T-Test mellan inställning 2 och 3 0,11 

T-Test mellan inställning 2 och 4 0,26 

T-Test mellan inställning 3 och 4 0,03 

 

6.4.2 Exempel 2 

T-testerna för exempel 2 visar att inga av körningarna i exempel 2 skiljer sig 
signifikant. Parameterinställning 1 och 3 skiljer sig ganska mycket men inte under 
tröskelnivån.  
 

Tabell 11. Tabell över T-testerna för Exempel 2 

Inställningar Värde 

T-Test mellan inställning 1 och 2 0,29 

T-Test mellan inställning 1 och 3 0,08 

T-Test mellan inställning 1 och 4 0,37 

T-Test mellan inställning 2 och 3 0,10 

T-Test mellan inställning 2 och 4 0,20 

T-Test mellan inställning 3 och 4 0,22 

 

Det går utifrån resultaten i t-testerna att se att inställning 1, inställning 3 och 
extremfallet skiljer sig märkbart mot de andra inställningarna då dessa antingen skiljer 
sig statistiskt signifikant eller är väldigt nära signifikanströskeln. Detta betyder att 
dessa inställningar antingen har ett högre eller lägre fitness än de andra 
inställningarna. Värdena kommer att beskrivas och utvärderas i mer detalj i kapitel 6.5 
nedan. 

 34 



  

6.5 Utvärdering av parameterinställningar 

Detta delkapitel kommer att sammanfatta och ranka de olika parameterinställningarna 
som tidigare i detta kapitel testades. Detta för att kunna dra en slutsats över vilka 
parameterinställningar som var bäst för respektive bana. 

I Tabell 12 nedan visas de olika slutgiltiga fitnessvärdena ifrån exempel 1. Det som 
går att se utifrån dessa värden är att inställning 1 och 3 är bättre än de andra två 
inställningarna men extremfallet ger ett nästan dubbelt så högt genomsnitt på 
fitnessvärdet vilket är lite överraskande då nästan ingen mutation har använts i de 
körningarna och nätverken därför är väldigt enkla och inte förändras särskilt mycket 
över tiden. Detta betyder att för detta problem så är enkla nätverk att föredra och 
därför är ett lågt mutationsvärde att föredra. Till mer komplexa problem så är ett 
högre värde att föredra då ett allt för enkelt nätverk inte kan lösa mer komplexa typer 
av problem (Yao 1999). 

Tabell 12. Fitnessvärden för de olika parameterinställningarna 

Parameterinställning Fitnessvärde

Inställning 1 32 

Inställning 2 24 

Inställning 3 34 

Inställning 4 17 

Extremfall 59 

 
I Tabell 13 nedan visas de olika fitnessvärdena för exempel 2. För dessa exempel så är 
resultatet ganska likt det som visades i Tabell 12. Inställning 3 är även här den bästa 
parameterinställningen om extremfallet bortses. Extremfallet ger överlägset bäst 
resultat och detta beror förmodligen på samma sak som för exempel 1 där ett enkelt 
nätverk presterar bättre än ett mer komplext när det gäller hur snabbt nätverket tränas.  

Tabell 13. Fitnessvärden för parameterinställningarna till exempel 2 

Parameterinställning Fitnessvärde

Inställning 1 95 

Inställning 2 79 

Inställning 3 115 

Inställning 4 102 

Extremfall 138 

 
Ett antal olika inställningar har testats och jämförts i tabellerna ovan och resultatet 
visar att extremfallet med en väldigt låg mutationssannolikhet är den inställning som 
ger bäst fitnessvärde på kortast tid. Dock så ger de andra inställningarna även de bra 
resultat och beteendet på agenten stämmer inte alltid överrens med hur stort 
fitnessvärdet är. Dessa exempelkörningar kördes bara över 10 generationer vilket inte 
heller alltid ger ett önskat resultat. Dock så går det att se att agenterna lär sig själva 
och försöker förbättra sin position i världen. 
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6.6 Analys 

Resultaten i kapitel 6.1 till 6.5 visar att applikationen som implementerats lyckas träna 
upp de artificiella intelligenta agenterna att köra runt en bana. Agenterna har visat på 
ett beteende där de utvecklar sig själva över ett antal generationer och hela tiden 
förbättrar sin position i världen. Resultaten visar även att parameterinställningarna för 
algoritmen använder påverkar resultatet till stor grad. Inställningarna ger dels 
variation i hur snabbt agenterna förbättrar sitt fitnessvärde och beteende men även hur 
högt fitness de får som bäst under de generationer som varje körning pågår.  

Graferna som har beskrivit hur genomsnittsfitnessvärdet har ökat och minskat för de 
olika inställningarna visar alla på ett gemensamt beteende. Beteendet visar på ett 
genomsnittsfitnessvärde, som i alla tester, har ökat. De olika inställningarna har visat 
att graden av ökning går att påverka genom att modifiera de parametrar som finns 
tillgängliga. Extremfallen har visat sig vara de bästa inställningarna vilket är en 
indikation på att parameterinställningarna som har valts som standardinställningar inte 
var perfekta. 

Det finns ingen parameterinställning som kan beskrivas som den bästa då ett mycket 
begränsat antal inställningar har testats. En ytterligare begränsning av resultatet har 
varit antalet generationer som i alla tester har varit 10 generationer. Detta är ett 
mycket litet antal då en tydlig indikation på om fitnessvärdet har nått ett stabilt värde 
eller inte är svår att uppfatta. 
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7 Slutsats 
Föregående kapitel beskriver resultatet av applikationen som skulle skapas. Det går att 
se att fitnessvärdet på agenterna ökar under varje körning. Detta visar på att agenterna 
själva kan utveckla sitt beteende till att lösa problemet bättre än de kunde under de 
tidigare generationerna. Det går även att se att ett ”bra” beteende smittar av sig till 
andra agenter då genomsnittsvärdet för agenternas fitness generellt ökar efter varje 
generation vid en körning av applikationen. 

Analysen visar att agenterna i applikationen lär sig köra runt banan och hela tiden lär 
sig och utvecklar ett bättre sätt att navigera runt banan. Detta visar att tillämpbarheten 
av tekniken Neat är god till denna typ av problem. Resultatetn visar att det med stor 
framgång går att använda Neat till olika typer av applikationer där en fitnessfunktion, 
som beskriver kvalitén av en lösning, går att implementera. 

Mängden hårdkodning av beteendet har tydligt minskat då utvecklingen till största del 
har varit att utveckla fitnessfunktionen som utvärderar varje beteende. Mängden 
parameterinställningar har dock inte minskat något märkbart utan istället ligger fokus 
på att hela tiden förbättra fitnessfunktionen och modifiera de parametrar som ingår i 
algoritmen.  

7.1 Diskussion 

Spelet NERO använde även det en algoritm baserad på Neat för att i realtid träna upp 
sina agenter för att lösa specifika problem. Ett problem med detta är att för vissa typer 
av spel så kan inlärning i realtid vara en långsam process. Lämpligt för inlärning i 
realtid är därför ett spel där upprepning är vanligt, eller tydliga punkter finns, då 
agenterna i spelet kan utvärderas och reproduceras för att förbättra resultatet till nästa 
körning eller upprepning i spelet. Därför så passar vissa typer av spel bättre än andra 
när en algoritm som Neat skall användas. Spel som innefattar någon form av 
belöningssystem där spelaren själv får bestämma vad som är ett bra respektive vad 
som är ett dåligt beteende underlättar även det eftersom fitnessfunktionen blir det som 
spelaren matar in. Beteendet hos agenterna kan då även bli väldigt varierat mellan 
olika spelare och kommer anpassas efter hur spelaren väljer att spela spelet vilket 
bland annat används i spelen NERO och Black and White (Lionhead Studios, 2001). 

Kodmässigt så kräver artificiella neurala nätverk ganska mycket kod och när 
genetiska algoritmer och Neat skall in så ökar koden som behöver skrivas avsevärt. 
Koden är även ganska svår att felsöka vid jämförelse med till exempel en 
tillståndsmaskin där varje tillstånd som agenten befinner sig i går att se och 
kontrollera, och där byten mellan olika tillstånd oftast inte är så komplicerade. Ett 
neuralt nätverk är mycket svårare att förstå genom att beteendet uppkommer i och 
med de olika input- och outputvärdena samt de vikter, noder och kopplingar som 
nätverket är uppbyggt av. Neat komplicerar även sökandet efter fel då Neat förändrar 
nätverket på olika sätt och gör detta med mycket slumpmässighet som kan vara svår 
att återskapa. En bra sak att använda har varit att ge slumptalsgeneratorn ett så kallat 
”seed” som denna använder för att bestämma vilka tal som slumpas fram. Detta gör 
att det relativt enkelt går att återskapa en körning och felsöka denna om detta skulle 
behövas. Dock så har applikationen fortfarande ett litet fel som går att se i 
resultatkapitlet ovan där vissa körningar helt förstörs då alla agenter blir identiska och 
står helt stilla. Detta fel har dock en väldigt liten chans att inträffa och förstör därför 
inte så mycket av datan. 
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En viktig sak att notera är att eftersom Neat använder sig av genetiska tekniker så är 
den mycket baserad på slumpen. Detta medför att det är svårt att återskapa dessa 
körningar enbart efter parameterinställningar och liknande eftersom varje körning 
kommer att vara annorlunda. Det intressanta med körningarna i föregående kapitel är 
inte bara att se hur bra de olika parameterinställningarna är på att lära nätverken utan 
även trenden som följer varje exempel, att agenterna verkligen lär sig och får ett högre 
fitness. Detta visar att de förbättrar sin position i världen efter varje generation och att 
alla individer i populationen lär sig av varandra och blir bättre genom överkorsning 
och mutation. 

Vid första anblick så kan Neat kännas som ett bra sätt att lära neurala nätverk istället 
för att använda andra tekniker som till exempel inlärning med backpropagation. En 
anledning kan vara att dessa inlärningsmetoder ofta kräver en hel del modifierande av 
olika variabler och Neat inte verkar göra detta. Dock så är detta inte helt sant då Neat 
är uppbyggd av en genetisk algoritm och dessa generellt kräver en hel del 
inställningar av värden. Alltså går det att dra slutsatsen att Neat inte är en 
universallösning men ändå går att använda till en hel del problem där inlärning av ett 
neuralt nätverk med andra tekniker tar för lång tid eller då en fitnessfunktion är enkel 
att implementera. 

7.2 Framtida arbete 

Då applikationen som utvecklades i samband med detta arbete har ett fel i Neat-
algoritmen, där alla agenter får samma beteende och därmed ett förstört nätverk, så 
skulle en felsökning vara på sin plats för att lösa detta fel. Dock så är inte detta fel 
alltid så allvarligt för spel där inlärning kan utföras ”offline”. Om inte agenterna 
behöver lära sig undertiden som spelet spelas av spelaren så går det helt enkelt bara 
att börja om med inlärningen. 

En relativt viktig sak som skulle gå att bygga ut och utveckla en hel del är 
fitnessfunktionen. Denna går att utveckla mer för att belöna agenter som kör bra, och 
strunta i eller bestraffa de som kör dåligt. Till exempel så borde agenter som kör åt 
rätt håll och inte svänger så mycket få ett högre fitnessvärde än agenter som gör det 
motsatta. Andra saker som borde öka eller minska fitnessvärdet är även kollision mot 
banan eller andra agenter och tiden som agenterna behöver för att hinna runt ett varv 
på banan. 

Kollision mellan de olika agenterna skulle antagligen ge ett mycket mer intressant 
beteende då agenterna kan lära sig att undvika varandra samtidigt som de åker runt på 
banan. Detta skulle vara bra att ha om det neurala nätverket ska användas till ett 
riktigt bilspel då agenter som inte undviker kollisioner med andra bilar inte kommer 
klara sig så långt på banan. 

Att utveckla ett riktigt spel vore också ett bra sätt att testa om agenterna är roliga att 
spela mot eller med. I ett bilspel så kan det vara svårt att säga om agenterna verkar 
uppföra sig på ett smart och logiskt sätt innan de finns inne i ett spel där spelaren och 
agenterna har samma förutsättningar och kan köra mot eller med varandra. Antal 
generationer är även det en intressant faktor att ändra på. I dessa exempel så valdes 10 
generationer till varje körning vilket gav en kurva som gick att använda för att se en 
förbättring hos agenterna men fler generationer skulle vara intressant att testa. 

Eftersom artificiella neurala nätverk och genetiska algoritmer i allmänhet och Neat-
tekniken i synnerhet har väldigt många parametrar att ställa in för att få önskat 
beteende så finns det givetvis inte tid att testa alla olika kombinationer i denna 

 38 



  

rapport. Därför vore det även intressant att testa fler olika inställningar och se hur 
resultatet förändras. Olika användningsområden kräver olika parameterinställningar 
och därför så måste olika inställningar testas för att hitta några som passar bra och ger 
ett tillräckligt bra resultat för problemet i fråga. 

Att kunna spara agenter och deras neuronnät skulle hjälpa avsevärt vid felsökning, 
inställning och optimering av agenterna. Till detta skulle nätverken behöva sparas och 
även säden för slumptalsgeneratorn skulle med fördel sparas för att användas vid den 
framtida körningen. Att sedan ladda in specifika uppsättningar nätverk och testa dessa 
mot varandra och mot olika spelare skulle ge en mycket värdefull information för de 
programmerare eller designers som kommer behöva ställa in beteendet för att passa 
spelet i fråga.  
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