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Sammanfattning

Ursprungligen fungerade aktier som ett medel for foretag att sakerstalla finansiering for
nya satsningar och investeringar. Foretag stallde ut aktiebrev som investerare kdpte och
till skillnad mot ett vanligt banklan behdvde inte foretagen betala tillbaka dessa aktier.
Detta sdkerstallde att de investerar som kopte aktier var tvungna att vara langsiktiga for
ett aktiekop kunde vara for livet.

Aktiemarknaden dr en marknad dar dessa aktier kan handlas mellan investerare.
Fordelen med detta dr att en investerare kan avbryta sin investering och véaxla in den i
fortid. Nackdelen med aktiemarknaden ar att detta innebar att det langsiktiga
perspektivet inte ldngre var ndodvandigt for en investerare. For manga investerare blev
det viktigare hur aktiemarknaden kommer utvecklas "imorgon” snarare dn om foretaget
hen investerare i gor en lonsam investering pa tio ars sikt. Koppling till foretagens
egentliga varde riskerar darmed brytas. Konsekvens av detta ar att spekulativa bubblar
byggs upp pa aktiemarknaden i cykler med efterféljande krascher som medfor stora
formogenhetsforluster for vanliga privatpersoner och stora omvélvningar i samhallet i
stort.

Denna uppsats utforskar mojligheten att anvdanda maskininldarning som ett verktyg for att
kunna vardera aktier och forutspa kommande kursrorelser med syfte att hjalp
investerare pa aktiemarknaden att fatta battre investeringsbeslut. Den tar avstamp i de
datakallor som aktiemarknadsanalytiker anvander for att studera denna marknad - det
vill sdga med hjalp av tekniska och fundamentala data. Ett system har konstruerats for
att dels Kklassificera bolag med hjalp av algoritmen "artificiella neurala natverk” och
fundamentala data och dels for att forutsiga kommande dagskurser med hjalp av
algoritmen "Long Short Term Memory network” och tekniska data. Algoritmerna har
utvarderats var for sig och som ett gemensamt system genom att simulerad handel utférs
pa en given test och valideringsperiod. Den hypotes som provats ar att "att processa
fundamentala data genom ett ANN och tekniska data genom ett LSTM kommer genera bra
investeringsrekommendationer”. Resultaten som studien genererat har givet som
konsekvens att denna hypotes inte har kunnat motbevisas.
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1 Inledning

Alkemi ar en pseudovetenskap och en form av tidig vetenskap varifran den moderna
vetenskapliga kemin véxte fram. Den gangna tidens alkemister sokte efter att forsoka
framstalla guld och for att lyckas med detta sokte de efter ett urdmne varifran alla andra
amnen var skapade - det fullindande dmnet. Denna uppsats dmnar inte vila inte pa
alkemistens tveksamma grunder, men en parallell finns fér dir medeltidens alkemister
en gang sokte efter ett "fullindat dmne” for att blanda med andra d4mnen med syfte att
skapa guld amnar denna uppsats soka efter en algoritm som kan blandas med information
for att skapa vardefulla insikter for investerare pa aktiemarknaden.

Aktiemarknaden dr en marknadsplats dar andelar i bolag handlas. Den drivande kraften
bakom denna marknadsplats liksom mdnga andra ar viljan att gora vinst. Bade for
foretagen som handlas samt de som investerar i dessa bolag. Generellt sett tenderar
aktiemarknaden att rora sig uppat éver tiden, men det ar viktigt, som investerare, att valja
ratt bolag for det finns bade vinnare och forlorare 6ver tiden trots denna generella
uppatgdende trend.

Aktiehandel som koncept har funnits under en valdigt 1ang tidsperiod till exempel borjade
de forsta aktierna handlas i Stockholm nagon gang kring 1760-talet. Vid denna tidpunkten
fanns det bara ett ytterst fatal aktier att handla med och det gar ganska enkelt att
forestdlla sig att en investerare vid denna tidpunkten kunde samla pa sig, analysera och
fatta goda rationella investeringsbeslut rorande de aktier som var listade. Dagens
investerare star infor en mycket svarare utmaning. Nagra exempel pa detta ar som Azrak
(2018) beskriver att det finns ca 45 740 foretag att handla i runt om i varlden pa en bit
over 50 olika borser. Schults (2018) skriver dven att det generas ca 2.5 quintilloner bytes
med data dagligen pa internet. Nath (2018) forklarar dven att pa bara New York borsen i
USA fangas det ca 1 terabyte med information dagligdags. Den norska oljefonden brukar
raknas som varldens storsta statsfond med ett forvaltat kapital om ca 3 500 miljarder
svenska kronor och fondchefen fér denna fond Yngve Slyngstad beskriver i en artikel i
dagens industri att kraven pa en investerares kompetenser har forandrats genom aren
och att det i dagslaget ar ett krav att kunna skara sig genom och urskilja det vasentliga i
en informationsmangd som vaxer exponentiellt snabbare for varje ar (Bolter 2019).

Mangden information som en investerare har att tillga idag ar alltsa valdigt stor och det
har nastan blivit omdjligt att enkelt skaffa sig en bra 6verblick och fatta rationella
investeringsbeslut utan olika former av stod. Det giller speciellt for de manga enskilda
och privata investerare som handlar pa borsen. Den hédr uppsatsen dmnar undersoka om
anvandning av algoritmiska aktiehandel med hjélp av artificiella neurala ndtverk kan vara
en tillampbar strategi for att hjalpa privata investerarare, men aven storre aktorer, att
urskilja det vasentliga i denna stora tillgangliga informationsmangd.



2 Bakgrund

[ detta kapitel kommer en genomgang av de koncept som anvands i denna rapport att
goras. I figur 1 nedan visas en schematisk bild 6ver hur de olika koncepten relaterar till
varandra och avsnittsindelningen foljer dessa relationer.
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Figur 1. éversikt koncept

2.1 Fundamental analys

Det finns tva generella skolor for att analysera om ett foretags aktie ar felaktigt prissatt
och diarmed eventuellt intressant ur ett investeringsperspektiv, fundamental analys
respektive teknisk analys (Nilsson, Isaksson & Martikainen 2002). Den ena typen av
analys behover inte utesluta den andra da den fundamentala analysen ofta anvands for
att hitta intressanta bolag pa lang sikt och den tekniska for att hitta optimala tidpunkter
att investera i aktien. I stora drag innebar fundamental analys att ett bolag eller en aktie
varderas pa basis av informationen om foretaget och dess framtidsutsikter (Nilsson et al.
2002). Bodie, Kane och Marcus (2011) beskriver dven fundamental analys som langsiktig
da investerare baserat pa dessa analyser skaffar sig en position i en aktie, som hen i
framtiden bedomer kommer varderas upp, efter att andra marknadsaktorer dndra sin
uppfattning om bolaget. Huang, Huan, Xu, Zheng & Zou (2019) beskriver dven pa liknande
spar att fundamental analys ar fokuserad pa att hitta det "sanna” vardet for ett bolag och
for att gora det undersoker analytikern tidigare prestationer och framtida férvantningar
pa ett specifikt bolag med hinsyn tagen till det politiska och ekonomiska klimatet. Ett satt
att gora denna typen av analys pa ar att berdkna ett foretags nyckeltal for att dels se en
historisk utveckling dver tid dels se hur val de star sig mot liknande foretag i samma
bransch. Begreppet nyckeltal kan forklaras vara ett varde som ger koncentrerad och
forenklad information om ett mer komplext forhallande och ger en uppfattning om hur
utvalda variabler forhaller sig till varandra. Ett vanligt nyckeltal som brukar ndmnas ar
till exempel P/E-talet.



P Marknadsvarde per aktie

E Vinst per akie

P/E-talet ses ofta som en enkel indikation pd om ett foretag ar hogt eller lagt varderat i
och med att det berattar hur mycket en investerare ar beredd att betala for ett specifikt
foretags vinst. Det finns manga liknande tal som kan berdknas, baserat pa ett foretags
rakenskaper.

Ett sdtt att hitta aktier som ar undervarderade ar till exempel att borja med att rakna ut
olika nyckeltal for alla foretag i en viss bransch och utifran detta sedan berdkna
medelvardet for samtliga av dessa foretags nyckeltal. Hittar analytikern ett féretag som
till exempel da har vasentligt lagre P/E-tal an medelvardet i en specifik bransch med
jamforbara konkurrenter, och diskrepansen inte kan forklaras med hjilp av andra
foretagsspecifika faktorer, da kan foretags anses vara undervarderat (Damodaran 1996).
Ofta i denna typen av analyser ar det inte bara ett enskilt nyckeltal som anvands utan ett
flertal olika nyckeltal som ger en kompletterande bild till varandra roérande foretaget. Ofta
anses en analytiker folja en form av strategi nar hen valjer ett paket av nyckeltal for att
analysera ett foretag. Det finns ett antal vedertagna strategier som specificerar vilka
nyckeltal som bor inga i denna typen av analyser.

En vedertagen strategi ar till exempel F-score av Piotroski (2002). I denna artikeln
beskrivs ett antal nyckeltal, se bilaga 1, som om de i kombination anvands for att
analysera ett foretags rakenskaper kan forvidntas ge en overavkastning gentemot
konkurrerande strategier iallafall for utvarderingsperioden 1976 - 1996. Strategin gar ut
pa att vaska fram, fran en lista med aktier, de aktier som ar intressant att kdpa utifran en
poangsammanrakning dar aktierna far poang om de olika nyckeltal i strategin uppfyller
vissa nivaer. Strategin innehdller nio nyckeltal som dmnar indikera om foretaget har ett
hogt bokfort varde i sina rakenskaper kontra marknadsvardering pa bolaget. Ett annat
exempel pa en strategi ar "the magic formula” som beskrivs av Greenblatt (2010) dar tva
enkla nyckeltal anvands, se bilaga 1, for att valja ut intressant aktier.

2.2 Teknisk analys

Teknisk analys tar hansyn till statistik och hur den historiska utvecklingen av bérskursen
har sett ut (Nilsson et al. 2002). Denna typ av analys brukar ses som mer kortsiktig da
investerare forsoker fanga en trend eller ett sa kallat momentum, som skapar ett
handelsmonster i en specifik aktie, och anvanda detta for att skapa vinst. Huan et al.
(2019) beskriver att tekniska analys inte ar fokuserade pa fundamental information utan
koncentrerar sig enbart pa att forsoka exploatera historiska data rorande aktien i form av
pris och i vilka volymer aktien har kopts och sdlts. Den tekniska analysen forutsatter att
historiken kommer upprepa sig sjalvt och skapar genom regler, diagram och liknande
instrument handelsregler for kdp och saljordrar. Essensen ar att anvandaren av teknisk
analys forsoker gora en prognos Over det framtida vardet pa en aktie baserat pa de
historiska vardena. I stora drag vilar all prognosverksamhet pa det fundamentala
antagandet att historien upprepar sig det vill saga ett antagande om att observerade
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regelbundenheter bestir i framtiden (Andersson, Jorner & Agren 2007). Teknisk analys
kan darmed sdgas vara en form av tidsserieanalys/ prognosverksamhet.

En tidsserie dr en serie observationer gjorda vid olika tidpunkter och i regel ligger dessa
tidpunkter pa lika stora avstand fran varandra, till exempel en dag eller en vecka. Syftet
med tidsserieanalys ar att forsoka bestdmma ett framtida forlopp baserat pa historisk
utveckling (Andersson et al.,, 2007). Analysen fyller alltsa en form av behov att géra en
prognos in i framtiden. En stor fordel med tidsserieanalys i tvd dimensioner ar att dessa
serien kan knytas ihop med andra serier da dessa delar en gemensam namnare pa den
ena axeln - tid. En datapunkt i en tidsserie bestar av fyra komponenter och brukar
skrivas:

Y=T+C+S+E

Y = Observation

T =Trend
C = Cykel
S = Sasong

E = slumpmassig komponent

En trend ar den langsiktiga utvecklingen av det som plottas (Andersson et al. 2007). En
siasong ar en aterkommande regelbundenhet inom ett specifikt tidsintervall i
datamaterialet (Andersson et al. 2007). Ibland talas det dven om cykler som ar valdigt
langa dterkommande sdsongsmonster (Andersson et al. 2007). Ofta anvands denna term
inom det ekonomiska omradet, till exempel en konjunkturcykel som ror sig éver flera ar.
Till slut finns det dven en slumpmassig komponent och denna komponent ar mindre
naturliga forekommande oregelbundenheter (Andersson et al. 2007).

Det finns tva typer av skolor inom tidsserieanalys och dessa bendmns kvalitativa och
kvantitativa (Andersson et al. 2007). Denna uppsats kommer fokusera pa den kvantitativa
delen av tidsserieanalys da teknisk analys kan sdgas falla inom den grenen av
tidsserieanalys da teknisk analys anvander mdnga tekniker for att kunna utréna trender
och momentum i aktiehandel som till exempel glidande medelvarden. De tekniker som
anvands i experimentet aterfinns beskrivna i bilaga 2.

2.3 Algoritmisk aktiehandel

En form av teknisk analys utférs av manskliga analytiker som bland annat applicerar de
olika matten som beskrivits i bilaga 2 och darigenom férsoker utrona bra tillfillen att
kopa och silja aktier for att genera vinst. En annan form av teknisk analys ar genom
algoritmisk aktiehandel. Huan et al. (2019) beskriver att de flesta former av
automatiserad eller algoritmisk handel med aktier tar sin utgangspunkt fran teknisk
analys. Det vill siga fran historiska handelsmonster i aktien forvantas upprepas i
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framtiden och baserat pa detta skapas regler for kop och sdljsignaler i den specifika aktien
som sedan det automatiserad systemet foljer.

Pa Computer Swedens (2018) hemsida finns det i deras resurs IT-ord: Ord och uttryck i IT
branschen en definition roérande algoritmisk aktiehandel och denna beskriver
sammanfattningsvis att begreppet handlar om att utnyttja sig av aktiehandel styrd av
kraftfulla datorprogram eller algoritmer. Algoritmerna ar konstruerade for att utnyttja
sma forandringar i aktiekurser och baserat pa dessa koper och séljer maskinerna aktier
snabbare dn en manniska klarar av. Denna typen av handel har pagatt sedan 1990-talet
och har utvecklats i takt med att datorerna blir mer och mer kraftfulla och verktygen och
algoritmer mer finstdmda. Huan etal. (2019) beskriver dven algoritmisk aktiehandel som
attistora drag vara en form av ett realtids beslutsstodsystem dar datorprogrammet, med
hjalp av olika forprogrammerade regler, koper och saljer aktier ofta baserat pa olika
former av historiska handelsmonster i aktien.

2.3.1 Beslutsstodsystem

Algoritmisk aktiehandel kan diarmed ses vara en form av beslutsstodsystem eller
"decision support system” (fortsatt bendmnt DSS). Sharda, Delen & Turban (2014)
beskriver att ett sdadant system syftar till att stodja beslutsfattare i olika former av
strukturerade och semi-strukturerade situationer samt att de ofta ar utvecklade for en
typ av problem. De beskrivs dven vidare att det finns olika sorter av sddana system for
olika typer av problem och namner féljande upprakning:

e Communication driven and group
e Datadriven

e Knowledge driven

e Model driven

e Compund driven

Denna uppsats amnar fokusera kring konceptet “model driven” beslutsstédsystem. Denna
typen av system ar ofta utveckla med malsattningen att optimera en eller flera mal och
byggs ofta upp av nagon form av statistisk modellering 6ver verkliga forhallanden (Sharda
et al. 2014). En visualisering av hur ett sddant system och hur dess komponenter kan
byggas upp kan ses i figur 2 nedan. Som kan forstas fran foregaende stycken ligger mycket
av fokuset inom forskningsomradet algoritmiska aktiehandel pa att skapa sa kallade
"Models”, som kan ligga till grund for goda beslutsrekommendationer alternativt helt
automatiserade system som handlar autonomt fran en beslutsfattare.
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Figur 2. visualisering av ett "model driven” beslutsstédsystem, inspirerad av Sharda et al. (2014)

2.4 Maskinldrning

En tidig definition av detta begrepp gavs av Mitchell (1997) da han beskrev att ett
datorprogram kan sdgas ldra sig med erfarenhet "E” att utféra uppgifterna "U” med
respekt till prestandamattet "M” om det forhaller sig sd att dess prestanda "M” blir battre
pa uppgifterna "U” allteftersom erfarenheten "E” 6kar. Essensen i denna beskrivning av
maskinlarning ar att begreppet handlar om att fa datorprogram att lara sig bli battre pa
uppgifter pa ett liknande satt som oss manniskor - genom traning. Det finns ett antal olika
algoritmer for att skapa dataprogram som anvander sig av maskininlarning och ofta delas
dessa in i nagra olika kategorier. Ett forsok att nimna tre grova kategorier kan utmynna i
overvakad (supervised) inldrning, o6vervakad (unsupervised) inldrning samt dven
forstarkt (reinforced) inlarning.

Vid oovervakad traning finns det inga korrekta svar som ges till algoritmen vid
inlarningen och de ar ofta av typen klustring. En kort beskrivning av klustring ar att det
handlar om att hitta kluster av datapunkter som har saker och ting gemensamt med
varandra till skillnad fran datapunkter i andra kluster. Denna typ av algoritmer anvands
ofta nar anvandaren vill hitta okdnda, men anvandbara klasser av saker till exempel
genom "datamining”.
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Figur 3. process overvakad inldrning

Att anvanda sig av 6vervakad inlarning till skillnad fran foregaende tillvigagangssatt ar
att anvanda sig av algoritmer designade for att resonera och ldra sig med utgangspunkt
fran att ett korrekt svar ges till den vid inlarningen (Kotsiantis 2007). Fokuset i denna
uppsats kommer ligga kring denna typ av inldrning och i figur 3 ovan kan en schematisk
skiss 6ver den process som tillampats ses. Valet av algoritm ar viktigt vid maskinlarning
och detta valet beror mycket pa det problem som anvandaren forsoker l6sa. Fokuset i
denna uppsats ligger pa problem som ror tidsserier och aktiehandel och i avsnitt 2.6
nedan kommer en genomgang att goras kring vilka algoritmer som ofta anvands fér denna
typen av problem.

En annan typ av inlarning som namnts ovan ar forstarkt inlarning (Barto & Sutton 1997).
[ detta fallet sd presenteras algoritmen med ett antal alternativ och provar sig igenom
dessa alternativ ett efter ett och aterkoppling till dessa val ar genom en skalande signal
som berattar hur vasentligt felet dr nar algoritmen valjer olika alternativ. Det finns inget
som berattar exakt vilket alternativ algoritmen ska ta utan de maste algoritmen resonera
sig fram till utifran den dterkopplande skalande signalen. Forstarkt inlarning kan ses ligga
i granslandet mellan 6vervakad och o6vervakad inlarning och lanar koncept fran bada
falten.



2.5 ANN - Artificiell Neural Network

En beskrivning av ANN ar att det ar en form av statiska modeller diar de matematiska
strukturerna dmnar avbilda den biologiska organisationen i den manskliga hjarnan ur
aspekten inlarning (Bertolaccini, Solli, Pardolesi & Pasini 2017). Det kan alltsa hdvdas att
ett neuralt ndtverk kan sigas vara en form av datoriserat system som dr inspirerat av hur
biologiska varelsers hjarnor fungerar. Precis som sin forebild lar sig denna typ av system
att bli battre pa en specifik uppgift genom att trana sig pa insamlade data. Detta ofta med
syftet att forutspa den effekt en eller fler oberoende variabler har pa en beroende variabel.
En styrka som framhdvs med ANN kontra andra algoritmer, till exempel enkel linjar
regression, ar att den har kapaciteten att lara sig komplexa och icke linjara samband
mellan oberoende och beroende variabler.

Konkret sett innebdr det att ett neuralt natverk ar uppbyggt av en samling noder eller
artificiella neuroner och mellan dessa finns det kopplingar eller synapser precis om i den
manskliga hjarnan. Synapserna skickar signaler till neuronerna och dessa neuroner
bearbetar dessa signaler pa olika satt och skickar signaler vidare med hjélp av synapser
till andra neuroner och schematiskt kan detta dskddliggoras i figur 6 nedan. I figuren kan
det ses att ett neuralt natverk ar uppbyggt av tre olika lager av neuroner samman-bundna
med kopplingar/synapser. Input lagret langst till vanster i figuren ar en typ av neuroner
som tar emot information externt utifran systemet. Den neuron langst till hoger i bilden
som ar bendmnda outputnod dr den neuron som formedlar natverkets prediktion. [ denna
bild finns det bara en outputneuron, men det behover inte alltid vara sa utan det beror pa
vilket typ av problem natverket ar tankt att l16sa. Mellan inputlagret och outputlagret
finns det i figuren nedan ett gomt lager och det ar i detta gomda lager som berakningarna
sker som oversatter den data som ges till natverk till nagon form av output. I en praktisk
applikation av ett niatverk behover det inte vara begransat till ett lager utan det varierar
fran implementation till implementation beroende pa den typ av modell som utvecklas.

[ figur 4 symboliserar X1, X2 och X3 oberoende variabler. Dessa variabler lases in i
natverket genom de tre noderna langst till vanster i figuren. Dessa inputnoder kopplas
ihop med det gomda lagret via synapser och varje synaps har en vikt. Mening med dessa
vikter ar att forstarka eller forminska signifikansen av de olika inputvarden pa resultatet
och det ar dessa vikter som natverket justerar i en inlarningsprocess. Nar ett viarde
skickas via en synaps transformeras de till att vara i intervallet 0 - 1 med hjélp av en
aktiveringsfunktion. [ det gomda lagret summeras sedan varje enskilt inputviarde med sin
specifika vikt.

viktad summa = X1« W1+ X2+« W2+ X3« W3 +X*W,;

Denna summa passeras sedan in i en aktiveringsfunktion som avgor vad som skickas
vidare till outputlagret langst till hoger i bilden och fran detta lager generas sedan ett
resultat fran natverket. Aktiveringsfunktionen har en stor vikt pd prestandan av natverket
da varje nod i det gomda lagret anvander sig av denna funktion for att transformera alla
de viktade summeringarna till att fortsatt varaiintervallet 0-1. Hur denna transformering
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gar till paverkar slutresultatet vasentligt och beroende pa vilket problem ett natverk ar
tankt att 10sa finns det olika funktioner som fungerar olika bra.

nput nod 1

Oberoende
variabel 1

aktiverings-

Synaps — vikt = W1
funktion ynap

Nod 1

aktiverings-
funktion

Input nod 2

aktiverings-
funktion

Oberoende

: Synaps — vikt W4 Output nod
variabel 2

Synaps — vikt — W2 1

Input nod 3

Oberoende - Synaps — vikt = W3

variabel 3 aktiverings-

funktion

Figur 4. Beskrivning, ANN

Inldrningsprocessen ar en av form dvervakad traning och i en praktisk tillampning sa
utfors inlarning pa det séttet att natverket introduceras for ett flertal set av inputdata och
far utfora gissningar baserat pa denna data som sedan jamfors med korrekta varden. Det
vill sdga det som kommer ut fran outputlagret jamférs med faktiska varden och felet
daremellan matas tillbaka till ndtverket och det ar utifran detta matt natverket sedan
justerar vikterna pa de synapser som sammanbinder noderna. Detta i sin tur paverkar
pafoljande gissningar med malet att minimera felet mellan gissningar och sanna varden.

2.5.1 RNN - Recurrent Neural Network

Zachary & Berkowitz (2015) beskriver att det finns en speciell typ av artificiella neurala
natverk som dr bendmnda "Recurrent Neural Network” (nedan bendamnt RNN). Dessa
natverk introducerar kopplingar mellan noderna 6ver tid. Nar natverk kors tar det
darmed inte bara hansyn till det varde som introduceras till det via inputnoden som visas
i figur 4 ovan utan det tar ocksa hansyn till det varde noden hade i en tidigare iteration.
Denna féormagan gor att dessa natverk ar specifikt anpassad for att arbeta med sa kallade
tidsserieproblem (se avsnitt 2.2) da de blir battre pa att ta hansyn till den temporala
aspekten av datan - trender, sdsonger, cykler samt slumpmassiga komponenter.

[ figur 5 nedan kan en enkel visualisering dskadliggoras for ett RNN. I figuren trdnas
natverket over tva tidssteg, men i princip kommer inlarning ske 6ver manga flera steg.
Det som har tillkommit fran ett vanligt ANN ar alltsa de streckade pilarna som binder
samman noderna i det gomda lagret 6ver samtliga inlarningssteg. Det dr dessa kopplingar
som ger ett RNN dess kapacitet att jobba med tidsserieproblem.



Traningsiteration 1 Traningsiteration 2

Figur 5. beskrivning, RNN

Zachary & Berkowitz (2015) beskriver att det finns ett problem med att trdna denna
typen av natverk och detta problem benamns férsvinnande eller exploderade gradient.
Denna rapport dmnar inte i detalj ga in och forklara detta problem. En enkel forklaring
kan dock goras fran figur 5 ovan. I en inldrningsprocess i det forsta tidsteget ovan sa
kommer det i det gomda lagret berdknas ett viarde som gar igenom en
aktiveringsfunktion. Detta varde skickas vidare da till dels outputlagret och 6ver tiden
framat till kommande gomda lager och precis som i ett ANN sa styr en vikt hur mycket
som skickas vidare framat i tiden i ndtverket. Det ar har da problemet kommer da denna
vikt antingen kommer narma sig noll, om vikten dr under 1, alt explodera, om vikten ar
over 1, nar natverket kors over valdigt manga tidssteg. Detta resulterar i att natverket blir
svarare och mer komplicerat att trdna upp och anseddes under lang tid vara ett stort
problem tills Hochreiter & Schmidhuber (1997) introducerade LSTM -” Long Short Term
Memory neural network” - mer om detta i kommande avsnitt.

2.5.2 LSTM - Long Short Term Memory neural network

De mest vedertagna arkitekturerna for ett natverk av typen RNN introducerades i tva
vetenskapliga artiklar enligt Zachary & Berkowitz (2015). Dessa tva artiklar ar Long
Short-Term Memory av Hochreiter & Schmidhuber (1997), som introducerar konceptet
memory-cell som ersittning till noder/neuroner i det neurala natverket, samt Bi-
directional Recurrent Neural Network, som introducerar konceptet med att anvdnda
information bade fran senare steg i inlirningen samt tidigare, for att avgora output i den
nuvarande tidssteget, av Schuster och Paliwal (1997). Det senare alltsd i kontrast till
tidigare former av RNN som kan ses i figur 5 ovan bara tar hdnsyn till tidigare tidssteg vid
inlarningen

Som beskrivits i avsnitt 2.4 har en nod i det gdmda lagret som arbetsuppgift att den tar
emot varden via synapser fran andra noder och summerar. Denna summering passeras in
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en aktiveringsfunktion som skickar en output vidare. Som ndmnts tidigare avsnitt
introducerade Hochreiter & Schmidhuber (1997) konceptet "memory cell” som
ersattning till noder. Anledningen till detta 4r noder som konceptet inte fungerar fullt uti
samband med uppldrning av RNN och detta problem beskrevs narmare i avsnitt kring
RNN. En "memory cell” ar mer komplicerad dn en nod da den gora ett flertal olika
arbetssysslor i natverket.

Denna uppsats dmnar inte i detalj fokusera pa vad som sker inuti i en sddan cell. Pa en hog
och konceptuell niva bor det dock ndamnas att vad konceptet introducerar ar vissa nya
egenskaper hos noderna. Dels tilldelas en cell ett "internal state” som ar sjdlva hjartat i
cellen och ar det som ar kopplat 6ver tiden med andra celler - detta motsvarar det
summerade vardet en nod haft i tidigare beskrivningar. Till skillnad fran ett RNN sa ar
kopplingarna 6ver tiden med den fixa vikten 1, vilket l6ser det inlarningsproblem som
namndes under avsnittet ovan med noder kopplade 6ver tid. Utover det sa tillkommer
ocksa ett antal portar i cellen som styr 6ver dels vilka varden som passerar in i cellens
"internal state” och dels vad som lamnar cellen och skickas vidare. I manga senare
implementationer har det aven tillkommit en port som bendmns "forget gate” i
litteraturen. Denna port kan lara sig forsta nar cellen bor aterstallas till “default”, vilket ar
valdigt anvandbart i ett natverk som ar designat for att kora kontinuerligt utan stopp.
Detta koncept introducerades av Felix, Schmidhuber & Cummins (1999). I figur 6 nedan
askadliggjorts denna arkitektur och som kan ses ar arkitekturen och kopplingarna éver
tid vasentligt mer komplexa dn i tidigare l6sningar med enbart noder.

A

Recurrent
h(t) olt) ‘ @ Gate activation function

\ . Output activation function
. Input
Input Input activation function

\ Sy —~ SO
. Data point
,,19 Recurrent P
. ® Multiplication
Recurrent i)~ g ® S
(:) um
gl T

—_— Weighted connectoin
?f' Input

/‘ -_—— Time connection
Input ™ Recurrent

Figur 6. visualisering LSTM memory cell, Guo & Jia & Li and Lei (2017)

2.6 Tidigare forskning

Som beskrivits i avsnitt 2.4 ar sa kallade RNN och LSTM en form av natverk som ar
specifikt anpassade till att jobba med tidsserieproblem. Detta gor att denna typen av
natverk ar lampliga att anvianda i samband med algoritmiska aktiehandel da detta
problem handlar om att forutse kommande varden pa aktier baserat pa en tidsserie av
historiska data. I detta avsnitt kommer nagra olika projekt sammanfattas med
utgangspunkt att de anvander sig av olika former av neurala natverk for att prognostisera
rorelser pa aktiemarknaden.
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Heaton, Polson & Witte (2016) beskriver utmaningen att gora finansiella forutsigelser
som ett omrade med stort praktiskt och teoretiskt intresse. Informationen finns
tillgangliga for att gora dessa forutsagelser, men den ar sprid 6ver flera datakallor och
olika marknadsaktorer tittar pa olika datakdllor for att bilda sig sin uppfattning om
framtiden. Ett ytterligare problem ar att den uppsattning av data som innehaller
informationen ar av icke-linjara och komplexa natur. Dessa olika komplexa icke-linjara
sammanband ar i dagens ekonomiska teori daligt forstatt, vilket har resulterat i en stor
uppsattning av olika prediktiva modeller med dalig teoretisk forankring och icke
tillfredsstallande prognoser for de marknadsaktorer som ska anvanda dem. Heaton et al.
(2016) drar slutsatsen att en ny metod behdvs for att kunna lara sig alla dessa datakallor
och de komplexa sambanden som finns mellan dem med syfte att ge goda prediktioner for
tillgdngars framtida varde. Heaton et al. (2016) beddmer att med stor sannolikhet
artificiella neuralt natverk kan vara den metoden som kan anvanda for detta syfte och att
algoritmen kommer utdva ett storre och storre inflytande inom finansiell ekonomi och da
specifikt nar det kommer till att géra prognoser.

Kelly, Gu & Xiu (2018) beskriver i sin artikel "Empirical Asset Pricing via Machine
Learning” hur de genomfort en jamférande analys av ett flertal metoder inom
maskininldrning for att virdera aktier med syfte att hitta bra investeringar. | breda termer
drar de slutsatsen att maskininlarning har potential att forbattra de prognosmetoderna
som finns i dagslaget pa finansiella marknader for att forutsdga framtida avkastning pa
investeringar. De finner dven att den badsta metoden/algoritmen for att gora detta ar
anvandning av ANN. Anledningen till detta menar de pa ar att dessa metoder har en
formaga att fanga upp komplexa icke linjara samband som inte andra metoder har.

Chen, Qiao, Minggang, Wang, Du & Stanley (2018) beskriver i sin artikel att oférutsagbara
faktorer som paverkar aktiemarknaden gor det svart att forutsdga utvecklingen for ett
aktieindex. Vidare trots svarigheten i problemet att det finns en ldng historik med att
forsoka utveckla olika former av prognosmodeller med detta syfte. En form av
genombrott har skett de senaste dren med anvandning av Al och specifikt ANN for att
identifiera komplexa icke-linjara samband. I sin artikel beskriver de hur de anvéant sig av
hogfrekvens data och tre olika former av ANN for att forsoka forutsaga hur aktieindex
kommer utvecklas i framtiden. Med hogfrekvens data menas att de anvant sig av alla de
transaktioner som genomfors 6ver borsen dagligdags och minut for minut for att férsoka
forutsiaga framtida indexrorelser. Chen et al. (2018) drar ett flertal slutsatser varav en ar
att tesen starks att ANN ar en effektiv metod for att prognostisera indexrorelser samt
generellt analysera finansiella marknaders rorelser.

Patel, Shah, Thakkar & Kotecha (2014) utfor i sin artikel ett experiment da de tar ett flertal
s k tekniska indikatorer (nyckeltal) och efter en typ av transformering anvinder dessa
som traningsunderlag i ett antal olika algoritmer daribland en implementation av ett ANN.
Slutsatserna i deras rapport utmynnar i att det finns stor potential i upplagget med att
anvanda tekniska indikatorer som traningsmaterial for bland annat ett ANN.
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3 Problemomrade

En vasentlig anledning till att algoritmisk aktiehandel ar ett viktigt forskningsomrade ar
for att metoder, som mer tillforlitligt kunde prissatta aktier, skulle kunna ha potential att
minska eller forhindra kommande borskrascher sdsom "it-bubbla” kring sekelskiftet samt
"Lehman brother” ar 2008. Dessa borskrascher var forenad med stora omvalvningar och
efterdyningarna av dessa krascher satter avtryck i vara samhallen fortsatt. Effekterna av
dessa krascher forstarktes av spekulationer pa aktiemarknaden baserad pa felaktiga
varderingsmodeller.

[ avsnittet 2.6 ovan har ett axplock av all den forskning som gjorts pa omradet algoritmisk
handel de senaste dren, med fokus pd anvidndning av artificiella neurala natverk,
sammanfattats. Ett generellt tema fér samtliga dessa artiklar ar att utgdngspunkten for
vilken data algoritmerna ska anvdnda ar olika former av tekniska indikatorer alternativt
rd transaktionsdata. En slutsats av det ovanstdende ar att en forhdrskande ansats inom
algoritmiska aktiehandel ar att samtliga aktier egentligen ar ratt varderade utifran en
fundamental utgangspunkt. Det vill sdga all information om bolaget finns tillgangligt for
alla investerare och de har utifrdn denna information prissatt bolaget korrekt. Forlangs
denna tanke sa innebar det att algoritmerna egentligen anvands till att hitta kop och
sdljlagen i olika aktier baserat pa kortsiktiga och tillfdlliga storningar i varderingen
grundat i transaktioner mellan olika aktorer pa aktiemarknaden. Malsattningen for denna
typen av natverk dr dirmed ofta om de kan férutse marknaden pa kort sikt, det vill sdga
en tidshorisont pa upp till nagra dagar, vad aktiekursen kommer vara i framtiden.

Chen et al. (2018) beskriver dock i sin artikel att utover transaktionsdata borde andra
faktorer sannolikt skulle kunna starka prognosformagan hos ett ANN. Specifikt foreslas
de olika makrofaktorer sasom till exempel politik, miljo, kultur, forskningsinvestering,
BNP, foretags nyckeltal och vaxelkurser med mera (fundamental analys).

Patel et al (2014) foreslar aven i sin artikel att sd kallade makrofaktorer (fundamental
analys) borde ha potential att ytterligare hdja traffsikerheten i de prognoser som
modellerna skapat i deras projekt. En podng som dras av dessa forfattare rorande detta
experiment, och daven liknande projekt, ar att fokuset nar tekniska indikatorer anvands
blir pa att gora kortsiktiga prognoser. Det vill siga vad kommer utvecklingen for indexet
var imorgon eller de ndrmaste dagarna. De foreslar att anvandning av komponenter inom
fundamental analys borde utreddas narmare for att se om det gar att gora langre former
av prognoser. Specifikt foresldas anviandning av nyckeltal sdsom bolagsvinster,
aktieutdelningar, belaningsgrad i bolaget etcetera

3.1 Problem/frdga

Sasom beskrivets i foregdende avsnitt tar algoritmisk aktiehandel ofta avstamp utifran
tekniska analys och de matt och indikatorer som anvants inom detta omradet. Chen et al.
(2018) samt Patel et al. (2014) foreslar dock i sin forskning att anvandning av
fundamentala data tillsammans med algoritmen artificiella neurala natverk borde kunna
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stiarka prognosformagan hos denna typen av system. Denna uppsats dmnar darmed bygga
vidare pa deras forskningsresultat och tankar med fragestallningen:

Att utvdrdera i vilken utstrdckning ett system uppbyggt av ett
ANN och ett LSTM, som kombinerar tekniska och fundamentala
data, kan fungera som stéd dt en investerare?

3.2 Motivering

Finansiella prognosproblem av typen vardering av aktier, som de denna uppsatsen
fokuserar p3, involverar ofta stora dataset med komplexa och icke-linjdra interaktioner.
Denna typen av problem ar svara till gransen pa omojliga att 16sa med dagens ekonomiska
modeller. Algoritmen ANN har visat pa potential att kunna leverera mer anvandbara
resultat an manga av de standardmetoder som finns inom finansiell ekonomi (Heaton et
al. 2016; Patel et al. 2018; Chen et al. 2014; Kelly et al. 2018). Mer forskning behdvs dock
for att utveckla dessa metoder och modeller och det ar utifrdn denna utgdngspunkten
denna uppsats tar avstamp. Att skapa ett expertsystem eller DSS for att kunna gora bra
prognoser kommer krdva ett system som emulerar det satt en manniskan gor sina
analyser pa. Dvs det racker inte bara med tekniska indikatorer utan den andra grenen av
analys borde vavas in - fundamental analys.

3.3 Avgrdnsningar

Inom forskningsomradet finns det ett flertal olika algoritmer som det experimenteras
med genom aren. Nagra exempel ar beslutstrad, artificiella neurala natverk och support
vector machine med flera. Denna rapport &mnar fokusera pa anvandning av ANN.

Nar det kommer till datamaterial sa kommer rapporten fokusera uteslutande pa svenska
borsen och ett specifikt index av bolag pa denna bors - OMX30. Ett index vager samman
utvecklingen i flera olika aktier och kan darmed anvandas som ett jaimforelsetal. Indexets
utveckling mats alltid i forhallande till en startdag som ofta har vardet 100 och indexet
visar den procentuella utvecklingen sedan dess. Nar indexet stari 150 har det alltsa stigit
50 procent sedan startdagen (Nasdaq Inc 2019). Indexet OMX30 ar ett specifikt index som
innehaller de 30 bolag pa svenska borsen som ar storst sett till marknadsvardering och
aven handlas mest frekvent. Dessa bolag ar aven mest omskrivna och analyserade, vilket
beddms vara en fordel for studien. Tva av bolagen i detta indexet har valts bort fran att
ingd i experimentet och det ar SCA och Essity. Anledning till detta ar Essity ar en
avknoppning fran bolaget SCA och inte har ndgon langre historik pa borsen. SCA tappade
en vasentlig del av sitt marknadsvarde i samband med avknoppning i sin tur da priset per
aktie sjonk fran ca 300 kr till 65 kr. En tillkommande anledning ar att denna hdandelsen
intraffade sommaren 2018, vilket ar mitt i den planerade test/valideringsperioden av
experimentet. Det finns dirmed ingen mojlighet att trana upp en modell for att hantera
bolaget Essity med dess korta historik pa borsen och det bedéms som en stor risk att
resultaten skulle bli vasentlig mer svartolkade genom att ta med bolaget SCA da
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modellerna skulle trdnats upp pad data innan avknoppningen och forvantas gora
prognoser pa bolaget efter avknoppningen,

[ avsnitt 2.2 diskuterades att det finns manga olika tekniska indikatorer att ta till inom
den tekniska analysen. Denna uppsats fokuserar pa de indikatorer som aterfinns i bilaga
2. T avsnitt 2.1 diskuterades det dven att det finns ett batteri av nyckeltal att anvanda for
att analysera bolag med hjilp av fundamental analys. Denna uppsats fokuserar pa de
nyckeltal som tas upp i bilaga 1.

3.4 Delmal

For att kunna besvara forskningsfragan sa har det for studien definierats ett antal delmal
som behover uppnas. Dessa ar som foljer:

e Samla in data som kommer behovs for experimentet.

e Implementera algoritmen ANN samt LSTM och trdana upp dem med den
definierade traningsdatan.

e Validera den konstruerade modellen med hjilp av valideringsdata samt evaluera
den genom "backtesting” for att se om den generar anvandbara resultat for en
investerare.

3.5 Forvdntat resultat

Chen et al. (2018) samt Patel et al. (2014) forskningsresultat antyder att ett satt att starka
prognosformaga hos ANN i samband med prognostisering av aktiekurser ar att vava in
fundamentala data. Denna studie amnar utforska denna mojlighet genom ett experiment.

15



4 Metod

I de foregdende kapitlen till denna uppsats har en kontext givets och ett problem som
dmnas besvaras definierats. Berndtsson, Hansson, Olsson & Lundell (2008) beskriver att
en bra arbetsgang efter att det har gjorts ar att skifta fokuset till att fundera kring hur
arbetet med att besvara fragan ar tankt att struktureras. Detta kommer beskrivas i
kommande avsnitt i detta kapitel.

4.1 Forskningsmetodik - kvantitativ och deduktiv

Det finns initialt tva generella metodansatser att védlja mellan nar arbetet ska struktureras
for att systematiskt besvara en fraga. Den forsta av dessa ar kvalitativ och den andra ar
kvantitativ och dessa bdda ansatser har bada sina for/nackdelar (Patton 2014). I
kvalitativ forskning ses forskaren som ett matinstrument och inom denna ansats ligger
fokuset pa att fa fram "djup och rik” data fran en mindre population och det ar upp till
forskaren hur denna data skall tolkas. Syftet med dessa typer av undersokningar ar ofta
att undersoka problemet pa djupet och i detalj (Patton 2014). I kontrast till denna
kvalitativa ansatsen anvander sig en kvantitativ forskningsmetod ofta av statistiska
metoder som matinstrument och fokuset inom denna ansats ligger dairmed ofta pa storre
populationer, men med mer ytligt data om varje observation. Sechrest & Sidani (1995)
forklarar att detta innebar att forskaren jobbar med statistik for att hitta kvantifierbara
och generaliserbara resultat. Detta gors med hjalp av statistiska hypotesprovningar och
det innebar ocksa att man i hoga grad anvander sig av och studerar hogt strukturerade
data. Kvantitativa metoder mojliggér matningar fran ett storre antal observationer, vilket
i sin tur mojliggor statistiska analyser i syfte att generalisera slutsatser med statistisk
signifikans (Patton 2014). Den inriktning som kommer anvandas i detta arbetet ar en
kvantitativ ansats. Det kommer inte genomfdras nagra statistiska hypotesprovningar for
att generalisera resultat. Resultaten kommer dock att forstarkas genom att de valideras i
flera omgangar pa data som inte ingar i konstruktionen av modellerna.

Ett viktigt forhallningssatt att reflektera dver innan studien startar dr om forskning ar
deduktiv alternativ induktiv. Bryman (2002) menar att en forskare som arbetar deduktivt
utgar ifran befintlig teori och valjer sedan att deducera fram en eller flera hypoteser, vilka
ska undersokas med en empirisk undersékning. Den induktiva ansatsen innebar snarare
ett omvant arbetssitt da forskaren forst studera empirin och efterat sammanbinder
denna och formulerar en teori (Bryman 2002; Patel 2003). Denna studie ar deduktiv da
den tar avstamp i befintlig forskning och darifran formulerar en form av hypotes som
avses utvarderas om den haller gentemot ett empiriskt material.

4.2 Metodteknik - experimentell

Da en forskningsmetodik har valts ut samt ett generellt angreppssatt bestamts ar det
motiverat att konkretisera vad detta innebar for den specifika studien. Berndtsson et al.
(2008) beskriver att det finns sex tekniker for att samla in, tolka samt analysera data.
Valet av teknik i denna uppsats stod mellan implementation alternativt experimentell.
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Implementation som teknik anvdnds ofta inom forskningsfiltet datavetenskap och
informationssystem och bestar i att utveckla nya l6sningar (Berndtsson et al. 2008). Ofta
sd involverar detta att skapa nya metoder, algoritmer eller procedurer som loser ett
problem pa ett nytt sitt och ofta betyder detta att den nya ldsningen behover
implementeras for att kunna demonstrera forbattringen (Berndtsson et al. 2008). Denna
teknik hade sannolikt kunnat fungera val da projektet kretsar kring att implementera en
uppsattning algoritmer pa ett specifikt sitt. Resultatet av detta hade sedan kunnat
jamforas med en uppsattning existerande losningar for algoritmisk aktiehandel och
utifran detta hade sedan en analys kunnat goras om den foreslagna losningen haller
mattet. En nackdel som identifierades med detta tillviagagangssatt var att valja ut vilka
system som l6sningen skulle jaimforas med samt att fa tillgang till dessa system.

Experimentell teknik innebar att forskaren undersoker ett antal variabler for att se hur
dessa paverkas vid olika experimentella forhallanden med syfte att verifiera eller
falsifiera en formulerad hypotes (Berndtsson et al. 2008). Ofta ar denna hypotes uppstalld
genom nagon form av kausal relation mellan variablerna som ingdr i experimentet. Det
experimentella upplagget bedoms vara den basta lampade for denna studie da en modell
kommer utvecklas for att forutse aktiemarknaden, indexet OMX30, och utifran dessa
forutsagelser ge en anvdndare rekommendationer. Effekten av dessa rekommendationer
kommer sedan jamforas med utvecklingen av indexet OMX30 for att utvardera ifall
rekommendationer har optimerat alternativet suboptimerat handeln.

Det finns ett antal aspekter att ta hansyn till vid ett experimentellt uppldagg pa en studie
och vid god forskning generellt. Oates (2005) beskriver att for att kunna dra slutsatser
fran ett experiment maste det repeteras flera ganger av andra forskargrupper med ett
liknande resultat. For att sdkerstidlla detta kommer implementationerna diskuteras i
detalj vid genomgang av resultaten samt vilken data som anvands och for vilka perioder
kommer specificeras. Oates (2005) beskriver dven att ett experiment dr baserat pa en
hypotes, som ska testas. Hypotesen bor vara nagon form av pastdende som inte testas
hittills, men som skulle kunna testas genom ndgon form av empirisk test och med hjalp av
insamlade faltdata. I denna studien har foljande hypotes formulerats baserad pa den
generella problemformuleringen i avsnitt 3.1.

Att processa fundamentala data genom ett ANN och tekniska data genom ett LSTM kommer
genera bra investeringsrekommendationer

Denna hypotes kommer utvarderas genom att studera utvecklingen fran OMX30 for en
given tidsperiod och sedan utféra virtuell handel med hjalp av de prognoser som systemet
generar for samma tidsperiod. Skulle den virtuella handeln generera en dveravkastning
gentemot utvecklingen for OMX30 bor hypotes anses verifierad da systemet givet
investeraren bra rekommendationer. Dadrmed finns det tva grupper i experiment. Denna
ena gruppen ar resultatet av handel genomférd med hjalp av den foreslag
systemldsningen och den andra gruppen, kontrollgruppen, ar resultatet av att passivt
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investera samma belopp i samtliga ingdende bolag i OMX30. Utvardering och analys av
experimentets resultat kommer ske genom en jamforelse mellan dessa tva grupper.

4.3 Validitet / reliabilitet

For att undersokningsmetoden, testet, parametern, matinstrumentet och mattet skall
vara anvandbart och lampligt, kravs det att denne ar reliabel och valid. Uppfylls inte dessa
tva krav har inte forskningsresultatet ndgot vetenskapligt varde enligt Ejvegard (2003).
Har matinstrumentet en forhallandevis l1ag reliabilitet sa innebar detta dven 1ag validitet,
men det motsatta forhdllande rader inte alltid. Detta innebdr sammanfattningsvis att
reliabiliteten kan vara hog, men sakna validitet (Ejvegard 2003). Bell (2000) forklarar
detta med att en fraga kan ge liknande svar, men fragan behdver inte nddvandigtvis mata
det som ska matas.

En viktig aspekt i detta projekt ar dirmed om de méatningar och test som genomfoérs ar
reliabla och valida. Ejvegard (2003) menar att Reliabiliteten dven kan bendmnas
tillforlitlighet, med detta menas tillforlitlighet och anvandbarhet av matinstrumentet och
mattenheten. Bell (2000) menar att den méatning som gors ska frambringa samma
resultat vid olika tillfallen, dar det rader lika forhallanden som vid férsta matningen. Det
finns nagra olika hot mot reliabiliteten i detta experiment och det storsta av dem beddms
vara att det vilar i stor utstrackning pa programmeringsspraket Python och ramverket
Keras. Bdde Python och Keras genomgar l6pande uppdateringar och fordndringar och
dessa skulle eventuellt i framtiden kunna innebdra att experiment blir svar att
reproducera av olika skal. Dels pa grund av att den implementerade algoritmen inte gar
att anvanda alternativt gar att anvanda, men har modifierats och ger ett annat resultat.
Detta har konfirmerats under experimentets gang da en versionsuppgradering av Keras
gjorde att tidigare resultat inte kunde reproduceras fullt ut. Det finns dven ett visst matt
av slump nar de artificiella neurala natverken tranas upp och det kan gora att resultaten
fran experimentet inte gar att dterskapa sa som de redovisas i denna rapport.

Det finns dven nagra stycken olika hot mot validiteten i denna undersokningen. Det forsta
ar om den uppdelning som gjorts mellan traningsdata och testdata. For att bibehdlla den
sekventiella och kronologiska ordningen i materialet har perioden 2018-10-02 - 2019-
03-08 satts som valideringsperiod och traning har utforts pa perioden 2010-01-02 -
2018-09-07. Att bibehalla den kronologiska ordningen av materialet ar helt nédvandigt
for att LSTM:et ska kunna bearbeta datan korrekt. Att bara anvidnda sig av en enda
valideringsperiod i detta fallet anses riskfyllt dock da den kanske ar specifikt lampad for
den genomforda implementationen. Darmed har ytterligare validering gjorts pa andra
tidsperioder i datamaterialet och om detta rapporteras det ytterligare under
resultatredovisningen.

4.4 Implementering

Detta kapitel amnar beskriva hur experimentet har genomforts och hur resultaten har
tagits fram.
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4.4.1 Datainsamling

For de bolag som ingdr i experimentet samlades transaktionsdata in fran Nasdaq OMX
hemsida (http://www.nasdagomxnordic.com/aktier). Transaktionsdatan ar pa
detaljnivan dag for dag for tidsrymden ar 2000 - 2019-kv1. Datan fordelar sig pa 11
kolumner och ett litet urklipp som exempel pa hur den ar formad kan ses i tabell 1 nedan.
Denna data anvandes for att berdkna de tekniska indikatorer som behdvdes for
experimentet, vilka dterfinns i bilaga 2. Fundamentala data hamtades fran webbsidan
Borsdata (https://borsdata.se/) dar de utvalda bolagens nyckeltal finns sparade fér den
valda tidsperioden och dessa nyckeltal dterfinns i bilaga 1.

Tabell 1. Exempel pd rddata fingad frdn Nasdaq OMX hemsida

Opening | High |Low |Closing | Average | Total

Date Bid |Ask |price price |price |price |price volume |Turnover Trades
20181228|216,9|217,1|214,8 219,6|214,6|217,6 |217,703|1272325|276994252,3|2870
20181227214 |214,1|218 218,8213,6|214 215 1342510 |288891883,7 | 4466
20181221|217,8|218 |218,7 219,41215,3|218,2 |217,577|2115333|460166237,8 | 5849
20181220(219,9|220 |223,1 223,71218,6|218,6 |220,113|2022241|445196551,7 |4971
20181219|225,4|225,6|225 227,3|1224,3|225,1 |225,561|1274934|287582595,9|3170
20181218|224,9|225,1|224,2 225,7|223,4|225,1 |224,647|1147059|257648037,6 4002

4.4.2 Implementering av algoritmer

For att genomfora experimentet har tva algoritmer implementerats och ett virtuellt
handelssystem skapats. De arbetar tillsammans i en form av system, som kan ses i figur 7
nedan. Den forsta implementering ar ett ANN som behandlar den fundamentala data och
klassificerar ifall specifika bolag ar kopvarda eller ej. Dessa signaler skickas vidare till
nasta algoritm, som ar i form av ett LSTM, vars arbete det dr att hitta bra tidpunkter att
agera pa dessa signaler. Dessa signaler oversatts i det virtuella handelssystem som kan
berdkna vad modellens rekommendationer hade givet for resultat under en given
tidsperiod. Bade algoritmerna och handelssystemet har implementerats i
programmeringsspraket Python med hjdlp av ramverket Keras for natverken (Keras
2019).

ANN:et har, som tidigare namnts, implementerats som en binar klassificerar och denna
Kklassificerar samtliga bolag som ingar i experimentet pa kvartalsbasis. Det vill sdga en
modell klassificerar samtliga bolag. Detta ar motiverat i och med att strategierna som
ligger till grund for den fundamentala data inte foresprakar att nyckeltal ska sattas i
relation till andra bolag eller tar avstamp fran nagot bolagsspecifikt. Snarare sa tittar de
pa hur nyckeltal utvecklats dver ett kvartal alternativ att bolaget uppfyller nagot specifikt
villkor. Har till exempel ett bolag inte genomfért en nyemission ar det bra sett till vad "F-
score” strategin foresprakar och det giller oavsett bolag.

LSTM:et har implementerats som en tidsserieregressionsmodell och det har skapats en
saddan modell per bolag som ingar i experimentet. Detta bedomdes som nédvandigt i och
med att varje bolag ar unikt och dess tekniska data likasa. En tidsseriemodell tranad pa
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till exempel Volvo dr inte anvandbart for att forutsidga kursutvecklingen i bolaget Getinge.
Handelsmonster, marknadsvardering och antalet aktier i bolaget ar unikt for varje bolag
och det ar inte sannolikt att en generell modell skulle ge ett gott utfall.

Aktie B

Artificiellt Neuralt Natverk - fundamental analys med hjalp av nyckeltal

A

Aktie B — Aktie D -

undervarderad overvarderad

Long Short Term Memory - Tekniska analys med hjalp av teknisk data

N

Aktie B — Aktie D -
kortsiktig kortsiktig
kdpsignal saljsignal

Beslutsrekommendationer till anvdandare / Process av handelssystem

Resultat for
utvardering

Figur 7. beskrivning implementerat system

En viktig aspekt vid kalibrering av modellerna som konstruerats av algoritmerna ar vilka
metriker som anvands for att vardera hur val de fungerar. Ett vanligt satt att utvardera en
binar Klassificerar ar genom ett s k "Confusion matrix”. Fran figur 8 kan det ses att fyra
matt berdaknas i en sddan matris. Det ar dels hur manga sanna positiva forutsagelser som
Klassificeraren ger. Detta intrdffar nar klassificerar sager att nagot ar av den positiva
klassen och det faktiskt ocksa forhaller sig sa. I detta experiment motsvaras detta av att
bolaget borde kopas. Ett annat potentiellt scenario dr det omvanda det vill sdga en sann
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negativ forutsigelse och detta motsvaras i detta experiment av att bolaget borde siljas.
Bdda dessa matt rdknar med andra ord forekomsten av korrekta klassificeringar. De
ovriga tvad matten raknar hur manga falska klassificeringar som genereras.
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Figur 8. Confusion Matrix, inspirerad av Sharda, R, Delen, D. & Turban, E. (2014).

Pa dessa fyra summeringar har sedan fyra vedertagna matt beraknats. Det forsta av dessa
matt ar "accuracy”:

True Positive + True Negative

Accuracy =
Y True Positive + True Negative + False Positive + False Negative

Detta matt ger i princip en procentsiffra av hur stor andel av samtliga klassificeringar som
ar korrekta. Det andra mattet ar "specificity”:

True Negative

Specificity =
pecificity True Negative + False Positive

"Specificity” aterkopplar med en procentsiffra éver hur manga sanna forutsigelser
modellen gor for den negativa klassen i relation till hur manga sadana som finns i
datasetet. Dettai och med att en "false positive” i praktiken ar en felklassificerad saljsignal
och de sanna negativa ar en korrekt klassificerad saljsignal.

Det tredje som mattet som anvénts ar "recall”:

True Positive

Recall =
eca True Positive + False Negative

Fungerar som det foregdende mattet fast i omvand ordning da det aterkopplar en metrik
for den positiva klassen. Till sist anvandes mattet "F1 - score” som bast kan beskrivas som
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ett mer sammanvagt och harmoniserande matt éver val modellen dr pa att bade gora
negativa och positiva forutsagelser:

2 * True Positive

F1 - =
score 2 x True Positive + False Positive + Falske Negative

For att utvardera LSTM i kalibreringsfasen anviandes mattet MAPE som dar det
genomsnittliga absoluta felet mellan prediktion och sant varde. I formeln nedan
representerar A det aktuella vardet och F det prognostiserade vardet.

100% A,_F,
MAPE = z ABS(Z=5
t=1

n A

En viktig aspekt i detta experiment ar dock att ett 1agt MAPE inte nédvandigtvis innebar
att modellen ar anvandbar for en investerare utan det sdkerstaller bara att prognoserna
ligger ndra det sanna vardet. Sa for att sdkerstilla att LSTM:et ger bra prognoser, ur
hinseende ndra "sanna” varden, for framtida kurser ar MAPE anvandbart. For att ge svar
pa forskningsfragan och kunna utvirdera om prognoser ger bra investerings-
rekommendationer har dock prognoserna som systemet generar dven oversatts in i ett
virtuellt handelssystem. Detta system handlar pa de givna signalerna fran systemet enligt
en handelsstrategi och resultatet av vad systemet gor dversatts i faktiskt kronor och éren
baserat pa de historiska kurserna som radde under testperioden.

Denna handel gar till sa att for varje bolag tilldels en kassa om 100 000 kr och testsetet
gas igenom Kkronologisk dag for dag. Strategin ar enkel da handel paborjas dag 1 och da
tittar systemet pa vad ar prognosen for morgondagen och sen jamfor det med den sista
dagen i prognosperioden. Sa till exempel ar natverket install pa att gora prognoser for 10
dagar gors en jaimforelse med den forsta och den tionde dagen. Ar prognosen en uppgéng
sa genomfors ett kop for hela kassan och sedan behdlls det innehavet i minst tio dagar,
eller sa langt som natverket ar installt att gora prognoser for. Efter tio dagar sa ar da
kassan slut, men da letar natverket efter prognoser i det omvanda forhadllande och nar en
sadan dyker upp gors en forsaljning till den dagens radande kurs. En ny kassa tillférs da
och systemet borja leta efter nya koplagen. Pa detta sattet gds samtliga dagar igenom for
samtliga bolag i experimentet och efter det sammanstalls den handeln. Det dr denna
handeln som sedan anvands for att utvardera om natverket eventuellt skulle kunna vara
anvandbart for en investerare.
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5 Resultat

[ detta kapitel &mnas de resultat som framkommit i experimentet att presenteras. Kapitlet
paborjas med en genomgang 6ver resultaten fran implementation av ANN:et. Sedan foljer
en genomgang av de resultat som implementation fran LSTM:et gav. Till sist gors dven en
genomgang for resultaten fran nar de bada implementeringarna fungerade som ett
sammanhallet system.

5.1 Resultat - artificiellt neuralt network

Denna algoritmen har anvants som en klassificerar och i praktiken har tranings, test och
valideringsdata inhdamtats for perioden 2011 - 2018 i form av bolags nyckeltal och
genomsnittliga dagskurser. Ar 2011 &r speciellt i och med att for detta aret finns bara ett
varde for hela aret i datasetet. Detta beror pa att innan 2011 rapporterade bolag sina
rakenskaper heldrsvis och forst efter ar 2011 borjade bolag rapportera sina resultat i
kvartalsredovisningar. For varje kvartal i perioden har ett varde berdknats per nyckeltal
och kopplat till dessa varden har en etikett skapats, denna etikett ar antingen 0 for salj
alternativt 1 for kop. Etiketten har skapts genom regeln att om det genomsnittliga vardet
pa dagskurserna i det kvartal som foljer efter att nyckeltalen presenterades var hogre an
de genomsnittliga dagskurserna pa kvartalet som just passerat da flaggas det som ett
bolag som det hade varit vart att kopa. Da satts klassen till 1 och vice versa 0 om
genomsnittskursen var lagre till féljande kvartalet. For varje bolag skapades darmed fyra
poster per ar for aren 2012 - 2018 och en post for helaret 2011 baserat pa
arsredovisningen 2011.

@
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@) o
O O Inputlager O O O .

!

O O O Gomt lager O Q

o

Outputlager

Figur 9. schematisk bild 6ver uppbyggnad ANN

Designen ar uppbyggd enligt figur 9 ovan. I det forsta lagret bendmnt inputlayer finns det
en nod per nyckeltal i det tva strategierna som experimentet anvander. Det vill sdga nio
for F-scorestrategin och tva styck for magic formula. I det gomda lagret finns det fem
noder och i outputlagret enbart en nod i och med natverket féorvantas genomféra binara
klassificeringar mellan antingen kop eller sdlj. Output noden anvander sig av en Sigmoid
aktiveringsfunktion som kan dskadliggoras i figur 10 nedan. Anvandning av denna
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aktiveringsfunktion ger konsekvens att det vardet som skickas fran det gomda lagret
konverteras till att vara i intervallet 0 - 1. Vardet som outputnoden generar kan ses som
en sannolikhet da ett varde kring 0,5 kan ses som osdkert. Ett virde nara 1 kan ses som
starkt sannolikt koplage och ett varde ndra 0 som starkt sannolikt siljlage. Vid tolkning
av resultat kommer diarmed samtliga klassificeringar 6ver 0,5 anses vara képsignal och
alla klassificeringar under 0,5 anses vara en saljsignal.
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Figur 10. sigmoid funktion, stanford education (2013)

Det finns ett flertal olika hyperparameterar eller installningar som Keras stoder for att
mojliggéra en optimering av de klassificeringar som natverket skapar. En noggrann
systematisk genomgang av ett flertal av dessa installningar har gjorts med utgadngspunkt
att maximera de matt som beskrevs i avsnitt 4.4.2. For detta dndamal har modellen
tranats med data for perioden 2011 - 2017 Q2 och sedan testats mot perioden 2017 Q3 -
2018 Q2.

En essentiell forsta instillning ar valet av optimiseringsfunktionen som natverket ska
anvanda. Valet av optimiseringsfunktioner kan ses vara som ett val av matematiska
strategi for att minimera felmattet nar natverket tranar upp sig pa traningsdata. For detta
natverk har optimiseringsfunktionen RMSprop valts att anvanda. Detta beslut grundar sig
i att "accruacy” med denna optimiseringsfunktion uppnddde bast resultat under
testperioden, se bilaga 6. En annan viktig instillning vara dven pa vilket sattet noderna
initialiserades i natverket. Innan natverket tranas sa instansieras natverket och hur detta
gors kan ha stor betydelse for slutresultatet. Samtliga installningar som Keras erbjuder
testades systematiskt igenom och valet resulterade till slut i anvindningen av
"Orthogonal” initialisering.

Det felmatt som aterkopplas efter en gissning till natverket ar ocksa av vasentlig vikt och
det finns olika satt detta matt kan berdaknas pa. Det finns en specifik sa kallad "loss
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function” som ar implementerad i ramverket Keras for anvandning vid bindra
klassificeringar. Denna heter "binary crossentropy” och det &r denna som anvants. En
annan viktig installning ar hur lange ett natverk ska tranas innan den testas. Tranas det
for lange blir det ofta for anpassat for traningsdatan och oanvandbart for att gora
klassificering pa ny data. For kort tid sa hinner inte natverket tranas val nog for att bli
anvandbart. I facktermer talas det har om hur manga epoker natverket ska tranas. Dar en
epok motsvarar att ndtverket har gatt 6ver all data i traningssetet en gang. En systematisk
genomgang fran 250 epoker - 7 500 epoker testades och det basta och mest tidseffektiva
resultatet blev 1 000 epoker, underlagen till detta val kan finnas i bilaga 7. Det finns ett
flertal andra instdllningar som ocksd anvandes for natverket, men dessa bedoms vara av
mindre betydelse for slutresultatet efter testning.

For att sdkerstélla att installningar som valts resulterar i en modell som ar generaliserbart
bra. Det vill sdga inte bara med en specifik uppsattning traningsdata och en annan specifik
uppsattning testdata har féljande strategi anvants. Forst konstruerades en modell med de
valda instdllningarna med traningsdata for ar 2011 - 2017 och sedan testades denna
modellen mot de forsta tvd kvartalen dret 2018 och resultaten noterades. Sedan
konstruerades en ny modell med traningsdata for aren 2011 - 2016 samt de forsta tva
kvartalen aret 2018 och testades mot aret 2017. Pa detta satt gick samtliga ar forutom ar
2011, som ar speciellt i och med att det bara finns helarssiffror for detta ar, i datasetet
igenom och totalt sett skapades darmed sju modeller som testades och sedan gjordes en
utvardering for de genomsnittliga resultateten for samtliga dessa modeller. Att de sista
tva kvartalen 2018 inte anvandes var for att dessa tva kvartal planerades anvandes for en
sista validering.

[ tabell 2 nedan kan resultaten ar for ar ses och i figur 11 nedan kan aven de
genomsnittliga metrikerna for de sju konstruerade modellerna med de valda
installningarna askadliggoras.

Tabell 2. Resultat tréning/test ANN

TP TN FP FN Recall Accruacy | Specificity | F1-score | Year
27 36 11 38 41.54% |56.25% |76.60% 52.43% |2012
40 19 13 40 50.00% |52.68% |59.38% 60.15% |2013
78 0 27 7 91.76% |69.64% |0.00% 82.11% |2014
15 52 20 25 37.50% |59.82% |72.22% 40.00% |2015
78 1 33 0 100.00% [70.54% |[2.94% 82.54% |2016
1 46 3 62 1.59% 41.96% |93.88% 2.99% 2017
20 5 24 7 74.07% |44.64% |17.24% 56.34% |2018
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Genomsnittliga metriker, ANN, 2011-2018 Q2
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Figur 11. Visualisering resultat trdning/test, ANN

Detta resultatet validerades da till sist mot de sista tva kvartalen i 2018 som hallits
separerade fran tranings och testsetet i samband med att instillningarna optimerades. I
tabell 3 och figur 12 kan dessa resultat dskadliggoras.

Tabell 3. Resultat validering, ANN

TP TN FP FN Recall Accruacy | Specificity | F1-score | Year
4 28 13 11 26.67% |[57.14% |(68.29% 25.00% |2018

Genomsnittliga metriker for validering, ANN, 2018 Q3-Q4
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Figur 12. Visualisering resultat validering, ANN

5.2 Resultat — Long Short Term Memory network

Denna algoritm har implementerats med syfte att skapa en tidsserieregressionsmodell
for att prognostisera aktiekurser i framtiden baserad pa transaktionsdata for de olika
aktierna som ingdr i experimentet. Totalt sett har data for aren 2000 - 2019 Q1 samlats in
for samtliga de ingaende bolagen. I en forsta fas har modeller tranats pa data for perioden
2010-01-01 - 2016-10-16 och sedan testats modellerna pa perioden 2016-10-17 - 2018-
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12-04. Dessa resultat har sedan validerats pa tva olika satt for att sakra upp att resultaten
ar generaliserbara. Dels har &ven modeller tranats pa perioden 2010-01-01 - 2018-09-30
och testats 2018-10-02- 2019-03-08. Denna validering innehdll dock en del data for
testperioden for att skapa modellerna sa darfor gjordes dven en extra validering dar
modellerna tranades pa data for ar 2003-01-02 - 2007-12-31 och sedan testades pa
perioden 2008-04-16 - 2009-12-07. En extra fordel med denna validering var att det
fangade in den stora finanskraschen hdsten ar 2008, vilket sags som ett extra test for att
starka resultaten.

Pa samma satt som for ANN:et finns det dven for denna algoritm en méngd olika
installningar eller hyperparameterar som paverkar sattet modellerna skapas pa i Keras.
En systematisk genomgang har dock visat pa att for detta specifika problemet dr det nagra
som har storre paverkan dn andra. Den mest centrala instillning &r som for ANN:et valet
av optimieringsfunktion och denna gangen f6ll valet pa Adadelta och underlaget till detta
valet aterfinns i bilaga 5. Antalet epoker som natverket behovde tranas pa slutade 75.
Antalet gomda lager som ingar i modellen har en paverkan och till skillnad fran ANN:et sa
implementerades denna algoritm med tva gomda lager. I dessa lager testades det med
olika antal ingdende sa kallade "memory cells”, vilket kan ses som en motsvarighet till
noder i ett ANN. Har visades det sig att 40 memory cells per lager gav bast resultat.
Felmattet som aterkopplar till natverket vid inldrning ar satt till “"mean squared error”
och ar alltsd det genomsnittliga felet i kvadrat, vilket ar ett vanligt anvant felmatt i
samband med regression. For ett regressionsproblem anviands generellt satt
aktiveringsfunktionen “Linear” pd outputnoderna. Detta innebadr att det varde som
natverket levererar passeras vidare i sin ursprungliga form och inte som i fallet vid en
klassificerar pressas in i en Sigmoid for att ligga i intervallet 0 - 1. Anledning har ar att
syftet med natverket dr att ange ett specifikt pris per aktie och inte som for ANN:et
genomfora nagon form av Klassifikation. Natverk initialiserades med hjalp av
"Glorot_uniform”.

Resultaten efter denna kalibreringsprocess visade pa en MAPE pa i genomsnitt 1.83% for
samtliga ingdende bolag i experimentet for testperioden 2016 Q4 - 2018 Q3. I bilaga 3
aterfinns en tabelluppstéllning dar MAPE berdknats for varje enskilt bolag som ingar i
experimentet. En poang att notera vid denna sammanstallning ar att bolagen Getinge och
Autoliv ligger i toppen pa denna lista. Bdda dessa bolag har haft mindre avknoppningar
under testperioden da bolaget Autoliv har knoppat av en del av sitt marknadsvarde till
bolaget Veoneer och bolaget Getinge till bolaget Arjo. I avgransningarna till experimentet,
avsnitt 3.3, ndmndes att SCA och Essity lamnat utanfor experimentet pa grund av liknande
hdndelser. En aspekt pa denna avgransning ar dock att denna avgransning gjordes for att
avknoppning i sig, Essity, efter avknoppning ingick i OMX30. Detta till skillnad fran fallet
med Autoliv och Getinge. Det kan noteras dock att dessa typer av bolagshandelser i
testperioden antagligen paverkar resultaten for experimentet negativ i och med att det
inte finns ndgot i traningsdatan som kan hjalpa natverket att kunna hantera denna typen
av extrema hdndelser da marknadsvirde fran en dag till ndsta tappar flera tiotals
procentenheter.
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En annan central aspekt for upplarning av ett LSTM-natverk ar dels hur mycket data
natverket ska titta pd nar den gor en regression samt hur langt i framtiden den ska férsoka
gora prognoser. I ANN implementation sa tittar natverket pa ett fall och gor en
klassificering. | implementationen av ett LSTM kan det stéllas in hur manga historiska fall
(dagar) natverket ska titta pa nar den gor sina prognoser och dven hur manga framtida
dagar den ska generera prognoser for en specifik dag. Till skillnad fran ett ANN, dar fallen
vid en tranings och testsituation matas till natverk utan ndgon egentlig ordning, s matas
ett LSTM natverk i en tillrattalagd kronologisk ordning. Mojligheten att kunna stall in hur
manga fall den tittar pa nir natverk gor sina prognoser ar den central styrka i denna
algoritm och det som gor den sa bra pa att arbeta med sa kallade tidsserieproblem och att
fanga trender i ett datamaterial. I en binar klassificerar finns det en outputnod i det sista
lagret for att det finns bara tva klasser att valja pa och da kan ett varde mellan 0 - 0,5
representera en klass och ett virde mellan 0,5 - 1 representera den andra. I denna
implementation ar antalet dagar natverket forsoka gora prognoser in i framtiden
representerade med en nod vardera. S3 gors en tio dagars prognos behoéver antalet
outputnoder motsvara det, vilket innebar att tio noder hade behévt anvédndas.

En viktig aspekt vid utvardering for hur langa tidsperioder natverket ska titta pa samt hur
langt in i framtiden den ska gora prognoser ar att mattet MAPE till viss del saknade
relevans ur hansyn av forskningsfragan. Detta i och med att syftet med natverket inte ar
att skapa prognoser som ligger valdigt niara det sanna varde utan snarare faktiskt fanga
trender dar kursen antingen ar pa vag upp eller ned och det ska giarna vara tydliga sa att
det latt kan snappas upp. Ett hogt fel, det vill sdga ett prognostiserat varde langt ifran det
sanna vardet, kan vara acceptabelt om det 4nda ger en signal till investeraren som ar
anvandbar. Sa for denna utvardering paborjades en utviardering med hjilp av det
konstruerade virtuella handelssystemet.

[ detta experiment testades och utvarderas alltifran en dag bakat till femtio dagar bakat
for att gora prognoser en dag framat till femtio dagar framat och manga mojliga
kombinationer dar mellan. Det basta resultatet uppkom nar natverket tittar tio dagar
bakat tiden och forsoka gora prognoser for de kommande femton dagarna. En
sammanstallning for MAPE for samtliga bolag aterfinns i bilaga 4 och det genomsnittliga
vardet pa detta matt har da stigit till 4,15% jamfort med precis efter kalibrering da mattet
var 1,83% i genomsnitt for samtliga bolag. Sa for till exempel 28 bolag, en
prognoshorisont om 10 dagar och en testperiod om 500 dagar sa finns det 140 000
datapunkter da det for varje dag skapas 10 prognoser. MAPE aterkopplar det
genomsnittliga procentuella felet for samtliga dessa 140 000 datapunkterna.

Resultaten av den simulerade handeln i bolagen aterfinns forst i tabell 4 nedan for
testperioden 2016-10-17 - 2018-12-04 som innehaller 541 handelsdagar.
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Tabell 4. Resultat test simulerad handel, LSTM

Matt Resultat

Total vinst 1080 849.28 kr
Total forlust - 676 357.08 kr
Resultat 404 492.20 kr
Totalt antal vinstgivande affarer 181
Totalt antal forlustgivande affarer 117
Avkastning pa insatt kapital 14,5 %

En visuell jaAmforelse med OMX30 kan dven askadliggoras i figur 13 nedan.

Uppfdljning simulerade handel LSTM mot OMX30 for perioden 2016-10-17 - 2018-12-04
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Figur 13. Jimférelse utveckling handel dels passivt dgande OMX30 och dels med hjdlp av LSTM, test

[ figur 13 ovan representerar den streckade linjen handeln i de 28 bolagen som ingar i
experimentet med en initial kassa om 100 000 kr i varje bolag. Den svarta linjen visar pa
utvecklingen investering skulle haft om den kopt aktier for 100 000 kr i varje bolag vid
testperiodens borjan och passivt behallit dem. Fran tabell 4 ovan sa avkastade handel med
hjalp av natverket 404 492 kr eller ca 14,5% pa insatt kapital. OMX30 avkastade under
samma period 117 015 kr eller ca 4,2%. En viktig aspekt att ta hansyn till vid tolkning av
dessa resultat ar att for berdkning av OMX30 innehavet sa varderas innehavet l16pande till
den dagens kurs. For LSTM:et dock sa gors berdkningen lopande pa realiserade vinster
och forluster nar de intraffar. Vid testperioden slut s hade portféljen som handlade med
hjalp av LSTM kvar aktier som inte var sdlda pa grund av att igen saljsignal uppenbart sig
som ndtverket valt att agera pa. | sammanstillningar ovan sa har dessa innehav
realiserats den 2018-12-04 for att gora det jamforbart med OMX30 och det ar dessa som
skapar det relativt stora tappet den sista dagen i testperioden. Vardet pa denna realisering
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uppgick till - 51 265 kr, men hade testperioden fortsatt skulle LSTM:et eventuellt
realiserat dessa poster till andra varden.

En forsta validering genomfordes for handel i perioden 2018-10-02 - 2019-03-08, vilket
motsvarar 109 handelsdagar, och resultaten for denna handel kan ses i tabell 5 och i figur
14 nedan. Vid perioden slut varderades kvarvarande innehavet for LSTM:et till 78 249 kr.

Tabell 5. Resultat férsta validering simulerad handel, LSTM

Matt

Resultat

Total vinst

189 710.00 kr

Total forlust

-65 076.60 kr

Resultat

124 634.40 kr

Totalt antal vinstgivande affarer

21

Totalt antal forlustgivande affarer

9

Avkastning pa insatt kapital

4.39 %

Validering simulerade handel LSTM mot OMX30 f6r perioden
2018-10-02 - 2019-03-08
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Figur 14. Jémférelse utveckling handel dels passivt dgande OMX30 och dels med hjdlp av LSTM, férsta validering

En andra validering genomfordes for handel i perioden 2008-04-16 - 2009-12-07, vilket
motsvarar 415 handelsdagar, och resultaten for denna handel kan ses i tabell 6 och i figur
15 nedan. Vid perioden slut varderades kvarvarande innehavet for LSTM:et till 245 954
kr.
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Tabell 6. Resultat andra validering simulerad handel, LSTM

Matt Resultat

Total vinst 1714 530.00 kr
Total forlust -83 130.00 kr
Resultat 861 400.00 kr
Totalt antal vinstgivande affarer 116
Totalt antal férlustgivande affarer 63
Avkastning pa insatt kapital 30.80 %

Validering simulerade handel LSTM mot OMX 30 for perioden 2008-04-16 - 2009-12-07
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Figur 15. Jdmférelse utveckling handel dels passivt igande OMX30 och dels med hjélp av LSTM, andra validering

5.3 Resultat — systemlésning

[ detta delavsnitt redovisas resultaten fran att anvdnda bdda ANN:et och LSTM:et som ett
sammanhangande system. Fran ANN:et kommer Kklassificeringar for varje bolag och
kvartal om det ar en kopkandidat alternativt en sidljkandidat. LSTM:et och
handelssystemet fungerar precis som tidigare beskrivit, men en tillkommande regel i
handelsmodulen som stoppar denna modul fran att kopa aktier dar ANN:et angivet att det
ar en saljkandidat for den givna tidsperioden och vice versa. Testperioden for detta
system har varit 2010-01-02 - 2018-09-30 och den simulerade handeln har da utforts i
perioden 2016-08-11 - 2018-09-07 sedan har ett slutgiltig validerande test genomforts
for perioden 2018-10-02 - 2019-03-08. Testerna har genomforts pa sa vis att for varje
period sd kors forst handeln utan stdd av klassificeringar av ANN:et och sedan med
anvandning av klassificeringarna. Detta innebdr att totalt sett fyra resultat skapades och
dessa redovisas i tabellform nedan.

[ figur 16 kan utvecklingen 6ver tid ses for en handel bedriven dels enbart med hjalp av
LSTM och dels med st6dd av Kklassificeringar fran ANN:et for testperioden 2016-08-11 -
2018-09-07. Sdsom tidigare sker en vardering av de eventuellt aterstidende innehaven
den sista dagen i testperioden till radande kurs den dagen.
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Tabell 7. Resultat testperiod 2016-08-11 — 2018-09-30

LSTM utan st6d fran ANN

LSTM med stéd fran ANN

Matt Resultat Matt Resultat

Total vinst 1236 230 kr | Total vinst 1057 385 kr
Total forlust -639 500 kr | Total forlust -431 187 kr
Resultat 596 730 kr | Resultat 626 198 kr
Totalt antal vinstgivande affarer 175 | Totalt antal vinstgivande affarer 135
Totalt antal forlustgivande affarer 108 | Totalt antal forlustgivande affarer 75
Avkastning pa insatt kapital 21.32 % | Avkastning pa insatt kapital 22.32%
Tabell 8. Resultat validering 2018-10-02 — 2019-03-08

LSTM utan st6d fran ANN LSTM med stod fran ANN

Matt Resultat Matt Resultat

Total vinst 189 710.00 kr | Total vinst 79 101.86 kr
Total forlust -65 075.60 kr | Total forlust -27 061.30 kr
Resultat 124 634.40 kr | Resultat 52 040.56 kr
Totalt antal vinstgivande affarer 21 | Totalt antal vinstgivande affarer 9
Totalt antal férlustgivande affarer 9 | Totalt antal forlustgivande affarer 3
Avkastning pa insatt kapital 4.39 % | Avkastning pa insatt kapital 1.78 %

Test simulerad handel med LSTM med och utan stddd av ANN klassificering stillt mot OMX30, 2016-08-11 -
2018-09-07
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Figur 16. Simulerade handel under testperiod 2016-08-11 — 2018-09-07 med stdd och utan stéd av klassificering fran ANN

[ figur 17 kan utvecklingen over tid ses for en handel bedriven dels enbart med hjalp av
LSTM och dels med stédd av Kklassificeringar fran ANN:et for valideringsperioden 2018-
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10-02 - 2019-03-08. Sdsom tidigare sker en vardering av de eventuellt dterstdende
innehaven den sista dagen i testperioden till rddande kurs den dagen.

Validering simulerade handel med LSTM med och utan stéd av ANN klassificiering stéllt mot OMX 30, 2018-10-02 - 2019-03-08
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Figur 17. Simulerade handel under testperiod 2018-10-02 — 2019-03-08 med stdd och utan stéd av klassificering fran ANN
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6 Analys / slutsatser

[ detta kapitel kommer en analys av resultaten som presenterades i foregdende kapitel att
genomforas samt en presentation rorande de slutsatser som kan dras av denna analys.
Uppsatsens problemformulering har varit att utvardera i vilken utstrackning ett system
uppbyggt av ett ANN och ett LSTM, som kombinerar tekniska och fundamentala data, kan
fungera som ett stod at en investerare. Fran denna utgangspunkt formulerades en hypotes
som denna analys dmnar utvardera:

Att processa fundamentala data genom ett ANN och tekniska data genom ett LSTM kommer
genera bra investeringsbeslut.

[ figur 7 visualiseras det system som anvants for att samla in data for att kunna validera
alternativt falsifiera denna hypotes. I avsnitt 5.1.3 har de resultat rapporterats som avser
den helhetliga systemldsningen. Slutsatsen fran detta material ar att hypotesen har
validerats inom ramen for denna studie.

Den grundlaggande orsaken till detta ar att vid bade testning av systemet for perioden
2016-08-11 - 2018-09-07 och sedan validering for perioden 2018-10-02 - 2019-03-08
sd kunde en positiv avkastning pavisas. Vidare generade handel baserat pa
rekommendationer fran systemet dven en klart battre avkastning dn en passiv placering
i den underliggande tillgdngen OMX30. I testperioden generade systemet 22,32% i
avkastning jamfort med OMX30 som under samma period avkastade 14,4% och i
valideringsperioden 1,78% respektive ca -5,92%. [ testperioden genomférdes 210
forsaljningar och 135 av dessa eller ca 64,3% generade vinst. I valideringsperioden
genomfordes vasentligt farre affarer pa grund av tidsperiodens langd. Da genomfordes
totalt sett 12 forsdljningar baserat pa rekommendationer fran systemet och 75% av dessa
generade vinst.

Kommande avsnitt i denna analys kommer fokusera pa att utvardera de olika delarna av
systemet med utgangspunkt fran den vetenskapliga motiveringen till uppsatsen som togs
upp i avsnitt 3.2. Resultaten fran denna studie bor darmed forst stillas i relation till de
resultat som Kelly et al. (2018), Heaton et al. (2016), Chen et al. (2018) samt Patel et al.
(2014) presenterat rorande varderingsproblematiken och neurala natverk. Samtliga av
dessa studier har anvant tekniska data i olika former kombinerat med olika
implementationer av neurala natverk med ansatsen att forsoka vardera aktier och
prognostisera framtida kursutvecklingar. Samtliga studier utmynnade i slutsatsen att det
fungerade val. Resultaten fran denna studien rorande detta aterfinns i avsnitt 5.1.2, dar
algoritmen LSTM anvands i kombination med tekniska data. Slutsatsen fran de resultat
som presenteras i detta avsnitt ar att tidigare resultat stirks da samtliga test och
valideringsperioder generade en oOveravkastning gentemot OMX30 och hade fler
vinstgivande forsaljningar an forlustbringande. Mer om detta i avsnitt 6.2 nedan.

Stélls studiens resultat i relation till Chen et al. (2018) samt Patel et al. (2014) foreslag att
berikning av den tekniska datan med hjdlp av fundamentala data borde ha potential att



starka de neurala niatverkens mojligheter att vardera aktier och prognostisera kommande
kursutveckling kan dock inte samma slutsats dras. Med det experimentella uppldagg som
valts for denna uppsats har det inte visat sig forsamra prediktionerna generellt sett i detta
experiment, men inte hellre férbattra dem i nagon vasentlig utstrackning. [ avsnitt 5.1.3
stills l6sningen med enbart LSTM och tekniska data i relation till en 16sning med
ANN+LSTM som anvander bade tekniska och fundamentala data. I testperioden kunde en
ndgot battre avkastning noteras, men dessa resultat kunde inte valideras pa ny data.
Slutsatsen kring detta ar darmed att mer forskning kommer behovas pa detta omrade och
nagra uppslag kring detta kommer tas upp nedan i kapitel sju.

6.1 Analys implementation ANN

Ett flertal resultat presenterades i avsnitt 5.1.1. I tabell 3 presenterades en generaliserad
form av resultat for implementation av ANN:et da det i tabellen aterfinns de resultat som
uppnaddes nar modellen tranades om och testades pa varje ar i datasetet. Ett viktigt matt
i denna uppstallningen ar "accruacy” da det mater hur stor andel av klassificeringarna
som faktiskt var korrekta. I genomsnitt for samtliga ar i datasetet uppnaddes ca 56,5%
"accruacy”. En viktig notering ar att for det sista dret i datasetet dr bara tva kvartal
medtagna da resten anvandes for validerings syften. Skulle detta aret elimineras fran
sammanrakning summerar genomsnittlig “accruacy” till ca 58,5%. Mattet "recall” mater
hur vdl modellen kan klassificera sa kallad kdpsignaler och i genomsnittssiffran for
samtliga ar blev ca 56,6% och omvant for mattet "specificity” som klassificerar
sdljsignaler ca 56,3%. Summeras inte det sista aret in sa blir resultaten motsvarande ca
46% och 53,9%. Resultaten validerades pa ny data som bestod av Q3 och Q4 2018 och da
uppnaddes snarlika resultat for "accruacy”, men mattet "recall” sjonk till ca 26,5% och
"specificity” okade till ca 68,3%.

En reflektion som gjordes vid utviarderingen av denna implementation ror anvandning av
den sigmoida funktionen for att 6versatta resultaten fran ANN:et till en sannolikhet fran
0 - 1 dar ett resultat under 0,5 motsvarar en siljsignal och 6ver 0,5 en kopsignal. Ett
resultat kring 0,5 bor tolkas som att gissningen fran natverket och att fallet den stalls infor
ar diffust och svarklassificerat. En gissning nara noll eller ndra ett daremot ar ett enkelt
fall med en klar sdlj alternativ kopsignal. Flera experiment utférdes med att justera var
granserna for vad som ska tolkas som en siljsignal/kopsignal gick samt om ett visst
intervall skulle kunna tolkas som en tredje klass - behadll/oklart. Det experiment som gav
bast resultat med fokus pa "accruacy” var dar alla resultat 6ver eller lika med 0,6 skulle
tolkas som en kopsignal och alla resultat under eller lika med 0,1 som en séljsignal. Da
summerade "accruacy” till ca 62,8% med enskilda ar uppat 80%. Det visade sig dock att
en forbattrade "accruacy” i kombination med den tredje klassen inte ndodvandigtvis
motsvarade en forbattring for systemets prestanda som helhet. En tillbakablick pa tabell
3 skapar insikten att det gors 728 Klassificeringar totalt for de 7 aren. Stryps granserna
till kop 0,6 och sdlj 0,1 gav modellen enbart 239 klara kop alternativt silj signaler och de
resterande 489 tolkades da som behall/diffust. Nar dessa resultat omsattes i
handelssystemet sa visades det sig att dessa resultaten inte forbattrade systems resultat
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som helhet. LSTM delen av systemet kunde kompensera for en langre "accruacy” fran
ANN:et om den fick mdjlighet att handla dven pa de diffusa signalerna enligt de prognoser
som generades fran den tekniska datan.

Sammantaget antyder dessa resultat att den implementerade modellen har nagot battre
prediktionskraft dn att singla en slant, vilket ar en baslinje som resultaten kan jamféras
med da den utfér bindra prediktioner. Singlas en slant ett stort antal ganger kan det
forvantas att krona och klave i genomsnitt kommer vissas ungefar lika manga ganger det
vill sdga 50% krona och 50% klave. Detta slar modellen och det finns en viss slagsida mot
att den dr battre pa att tolka saljsignaler da "specificity” var klart hogre vid validering och
ndr aret 2018 eliminerades fran testresultaten. Anvander sig en investerar av denna
modell systematiskt 6ver en lang tidsperiod sa talar resultaten for att ett visst stod kan
ges. Att fatta enskilda beslut pa enskilda klassificeringar maste dock tolkas som vanskligt.

6.2 Analys implementation LSTM

For testperioden 2016-10-17 - 2018-12-04 summerade handel i LSTM:et till en
avkastning om 404 492 kr eller ca 14,5% pa ett insatt kapital om 2 800 000 kr och en
passiv placering i OMX30 till samma belopp avkastade under samma period 117 015 kr
eller ca 4,2%. Detta resultat valideras i tva omgangar. Dels forst 2018-10-02 - 2019-03-
08 som summerade till 124 634 kr avkastning, vilket motsvarade 4,39% i avkastning. Dels
sedan 2008-04-06 - 2009-12-07 som summerade till 861 400 kr, vilket motsvarar 30,8%
i avkastning. I bade figur 14 och 15 kan det uttydas att handeln med natverket gav
vasentligt battre avkastning dn att passivt placera i den underliggande tillgangen.

Den andra valideringen genomfordes for att den forsta valideringen innehall tva manader
ur testperioden. Valet av valideringsperioder har baserats pa att de karakteriseras av stor
volatilitet pd marknaden med dels stora nedgdngar dels stora uppgangar. Detta val
gjordes med utgangspunkt for att testperioden som modellen utvecklats och optimerats i
karakteriserades av en positiv och uppatgdende marknaden, vilket gor det ndgot enklare
att generar avkastning da bolagen generellt sett blir hogre och hogre varderade over tid.
Attanvanda perioder som karakteriseras av helt andra forutsattningar bedomdes darmed
stirka resultaten. I datasetet finns tre mer eller mindre stora krascher under 2008, 2011
och 2018 da marknaden snabbt sjonk ca 20% eller mer.

En utvardering gjordes dven darfor for 2003 - 2012 och da sattes utvarderingsperioden
till 2010-07-23 - 2012-12-04 for att fanga in 2011. D3 tranades natverket pa data fran
perioden 2003-01-02 - 2010-07-23. Handel med hjilp av modellen generade 637 640 kr
i avkastning for denna period vilket motsvarar en procentuell avkastning om ca 22,7%
motsvarande avkastning for en passiv placering OMX30 blev 81 609 kr eller ca 2,9%.

Ytterligare en utvardering gjordes dven for tidsperioden 2003-01-02 - 2018-12-04. Da
sattes testperioden till 2014-04-28 - 2018-12-04. D3 generades en avkastning om
902 090 kr, vilket motsvarar en procentuell avkastning om ca 32,2% i kontrast till passiv
placering i OMX30, som hade generat en avkastning om ca 8,5% eller 240 230 kr.
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En orsak till detta delexperiment var att utrona ifall laingden pa datamaterialet i antalet ar
skulle kunna ha paverkan pa slutresultaten. Det visades sig dock att tidigare resultat
konfirmerades. Det ska noteras att de tva sistndmnda valideringarnas testperiod
overlappar tidigare test och valideringsperioder bitvis varfér dessa resultat inte
rapporterades i foregdende kapitel. Flera valideringar av liknande karaktar har utforts
under studiens gang, men kommer inte redovisas ytterligare pa grund av detta. Det bor
dock namnas att ingen validering har gjorts som utmynnat i att handel med st6d av LSTM
utmynnat i en sdmre avkastning dn att investera passivt i den underliggande tillgangen.
Detta starker tesen om att maskininlarning med hjalp av neurala natverk har potential att
kunna vardera aktier och prognostisera framtida vardeutveckling val.

En generell slutsats som kan dras dar dven att nitverket agerar bra i samband med
uppgang pa aktiemarknaden och foljer utvecklingen pa OMX30 val i dessa perioder med
bdde valtajmade koép och sdljordrar, men det som skapar mest 6veravkastning mot
OMX30 ar dess tendens att vara forsiktig i nedatgaende marknader. Fran bade figur 13
och 15 kan det konstanternas att ndtverket inte generar manga saljsignaler i skarpt
nedatgdende marknadsrorelser som handelssystemet kan agera pa och darmed realiseras
heller inga forluster. Utvdrderas till exempel valideringsperioden 2008-04-06 - 2009-12-
07 lite narmare kan det konstateras att en brakdel affarer gjorde i bérjan av nedgangen i
augusti-september 2008, men sen valde natverket att inte genera saljsignaler under den
resterande nedgangen fram till december manad och behdll alternativ fyllde pa de
innehav som fanns. Detta visades sig i efterhand vara en lyckosam strategi da borsen
under 2009 sedan vdande upp och OMX30 som index summerade till ca 0% utveckling
under testperioden. Detta innebar att natverkets rekommendationer att behalla befintliga
innehav alternativ fylla pa periodvis var lyckosamt da marknaden senare normaliserades.

En reflektion som kan goras rorande detta ar att natverket fungerar val i perioder med
relativt korta nedgangar med paféljande uppgangar da dess inneboende tendens att vara
optimistisk om marknaden gor att den inte garna saljer innehav och ar duktig pa att agera
i en positiv marknad. Detta skulle kunna ha att gora med att de traningsperioder natverket
tranats pa har till stor 6vervikt varit "positiva” ar med borsuppgangar, vilket kan ha gett
den ett "6ga” for att vara battre pa att se och agera i positiva marknadstendenser. Fragan
vacks dock hur val detta skulle fungera i en lang och utdragen nedgang som stracker sig
over ett eller fler ar. Tyvarr finns det ingen sadan lang och utdragen nedgangsperiod att
tillgd i den insamlade datamaterialet for utvardering utan bara kortare och skarp ras till
exempel vid aren 2008, 2011 och 2018, som valts ut for test alternativt validering.

6.3 Analys — systeml6sning

Den total systemlosning testades och optimerades pa perioden 2010-01-02 - 2018-09-07
och nar bade ANN:et och LSTM:et agerade ihop under testperioden 2016-08-11 - 2018-
09-07 sa summerades avkastning till 626 198 kr vilket motsvarar 22,32%. I jamforelse
kunde LSTM:et ensamt under samma period skapa en avkastning om 596 730 kr och det
motsvarar 21,32%.
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Dessa resultat validerades sedan genom att samma modeller som anvdndes for
testperioden anvdndes pa helt ny data specifikt 2018-10-02 - 2019-03-08 och da
resulterade handel med ANN tillsammans med LSTM 79 102 kr i avkastning, vilket
motsvarar 1,78% pa insatt kapital om 2 800 000 kr. LSTM:et ensamt kunde under samma
period genera 124 634 kr i avkastning, vilket motsvarar 4,39% pa 2 800 000 kr pa insatt
kapital.

Fran figur 16 och 17 var handel ensamt med LSTM och den helhetliga 16sning med bade
ANN + LSTM bittre an en passiv investering i OMX30 som ar den underliggande
tillgdngen. Det ar detta resultat som framst starker slutsatsen om att processa
fundamentala data genom ett ANN och tekniska data genom ett LSTM kommer genera bra
investeringsrekommendationer generellt satt. ANN:ets bidrag till detta slutresultat ar
dock inte starkt inom ramen fér denna studie.

Dessaresultat konfirmerar dven den tanke som aterfanns i delavsnitt 6.1 rorande ANN:ets
prediktionskraft och tidsaspekten. I testperioden presterade systemlosning nagot battre
an att enbart forlita sig pd LSTM natverket, men det resultat kunde inte valideras nar
system utsattes for nya data som inte ingatt i traning och optimering av modellerna. Med
tanke pa resultaten fran ANN:et skulle eventuellt en langre test och valideringsperiod
varit att foredra. En "accruacy” pa ca 56,5% innebdr som tidigare nimnt en svagt
forbattrad prognoskraft jamfort med att singla en slant och enbart 6ver en ldngre
utvarderingsperiod kan ett sadant resultat fa en eventuell genomslagskraft pa
slutresultat.
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7 Diskussion

[ detta kapitel kommer de resultat som framkommit och analysen av dessa resultat att
diskuteras. Kapitlet ar indelat i dels en diskussion kring de vetenskapliga aspekterna pa
studien dels en diskussion rorande de etiska aspekterna.

7.1 Vetenskapliga aspekter

[ denna studie har ett antal vetenskapliga resultat framkommit. Studiens hypotes var:

“att processa fundamentala data genom ett ANN och tekniska data genom ett LSTM
kommer genera bra investeringsbeslut.”

Ett av de forsta vetenskapliga resultaten dr att denna hypotes har validerats till att
stimma enligt de resultat som framkom i kapitel fem och analysen i kapitel sex. Detta
resultat kan sedan analyseras ur tva aspekter, som motsvaras av de bada delarna i det
implementerade systemet.

De forsta forskningsresultaten generas av den delen av systemet som bearbetar
fundamental data och anvdnder sig av algoritmen ANN. Analysen av denna delen i
systemet i kapitel 6.1 utmynnade i att den prediktionskraft som ANN:et kunde generar
motsvarar ett ndgot battre resultat dn att singla en slant och att det dirmed inte gar att
anvanda for att fatta enskilda investeringsbeslut. Litar en investerare pa dess
prediktioner under en lang tid systematiskt har det dock potential att ge ett visst stod.

Detta resultat underbygger den analysen, som togs upp i bland annat kapitel sex, av Chen
etal. (2018) samt Patel et al. (2014) forslag. Deras forslag var att berikning av den teknisk
data med hjalp av fundamentala data borde ha potential att starka de neurala natverkens
mojligheter att vardera aktier och prognostisera kommande kursutveckling. Det sdtt som
detta forslag har omsatts i denna studien visar inte pa att detta stimmer. Det har inte
vasentligt forsamrat prediktionskraften, men har inte starkt den heller. Under studiens
gang har dock ett flertal forslag framkommit som borde ha potential att utvarderas genom
vidare forskning.

Det forsta forslaget beror sjalva algoritmen. I denna implementation sa lar sig ANN:et
genom att studera ett kvartal och forsoka gora en klassificering om siffrorna for detta
kvartal foranleder att ett kop alternativ saljsignal ska genereras. Det ar detta strategierna,
som ligger till grund for vilka siffror ANN:et ska studera, foresprakar. Fragan ar nog om
inte en investerar dock vid en analys av ett foretag kanske inte enbart nojer sig med att
studera ett enskilt kvartal vid ett eventuellt kop eller sdljbeslut utan daven goér en
ytterligare bedomning rérande hur nyckeltalen utvecklats over tid. Det vill sdaga har ett
specifikt nyckeltal utvecklats positivt 6ver ett antal kvartal sa sager det nagot om den
framtida kursutvecklingen i sig ocksa utdver att strategins villkor uppfylls. Detta kan inte
ANN implementation fanga upp pa grund av dess arkitektur och hur inputdatan ar
utformad. Vissa delexperiment genomfordes dar inputdata berikades med olika former
av konstruerade trendindikator over tid, men det forbattrade inte resultaten namnvart.
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Att sdga att dessa mdjligheter ar uttomda vore felaktigt dock sa har skulle mer forskning
behovas. Forslagsvis kunde en liknande implementation som denna goras, men med
anvandning av algoritm RNN som beskrivs i kapitel 2.5.1. Denna algoritm har férdelen, pa
samma satt som ett LSTM, att kunna arbeta och lagga vikt vid tidsseriedata. Pa detta satt
skulle en battre hdnsyn tas till tidsserieaspekten av inputdatan pa samma satt som gors
for den tekniska datan i experimentet.

Det andra forslaget beror inputdatan som anvants. For den fundamentala datan valdes i
detta experiment tva specifika strategier ut for att ligga till grund for vilken inputdata som
skulle anvdndas. Det finns dock som namndes i avsnitt 2.1 manga sddana strategier och
daven manga fler nyckeltal som anvands flitigt for att analysera bolag. Har kravs mer
forskning da det finns potential att ett utokat dataset med fler nyckeltal fran andra
strategier mycket val skulle kunna ha positiv paverkan pa slutresultaten. Andra typer av
inputvariabler skulle d&ven kunna ha potential att ha positiv paverka. Ett uppslag pa detta
skulle kunna vara konjunkturindikatorer som BNP-tillvaxt, inflation och valutakurser. Ett
annat forslag ar att studera hur samtliga analytiker som bevakar ett bolag stiller sig till
bolag i det innevarande kvartalet och géra en metrik som sammanfattar detta. Ett tredje
och sista forslag skulle vara att anvanda sig av de insynsregister som ger information om
hur sd kallade "insiders” pa bolag agerar vid olika tidpunkter. Dessa forslag ar pa intet satt
uttommande och kortfattat och sammanfattande finns det fortsatt goda mojligheter att
omsatta detta forskningsuppslag i potentiellt ggynnsamma resultat.

Andra forskningsresultat som framkommit generas av den delen som bestar av ett LSTM
och som arbetar med teknisk data. Ett forsta resultat framkom i kapitel sex nar resultat
fran studien stalldes i relation till de resultat som Kelly et al. (2018), Heaton et al. (2016),
Chen et al. (2018) samt Patel et al. (2014) presenterat rorande varderingsproblematiken
och neurala natverk. Samtliga av dessa studier har anvant tekniska data i olika former
kombinerat med olika implementationer av neurala niatverk med ansatsen att forsoka
vardera aktier och prognostisera framtida kursutvecklingar. Samtliga studier utmynnade
i slutsatsen att det fungerade val. Resultaten fran denna studien rorande detta aterfinns i
avsnitt 5.1.2, dar algoritmen LSTM anvands i kombination med tekniska data. Slutsatsen
fran de resultat som presenteras i detta avsnitt ar att tidigare resultat starks da samtliga
test och valideringsperioder generade en 6veravkastning gentemot OMX30 och hade fler
vinstgivande forsaljningar an forlustbringande.

En viktig notering till dessa resultat ar att de generaliserar de ovanndmnda studierna
ytterligare ur flera aspekter. Dels dr denna studie fokuserad pa den svenska borsen, vilket
ingen av de ovanndmnda studierna dr. En annan aspekt ar att i detta experiment ar inte
fokuset pa nivan att forutse en Indexutveckling ackumulerat utan i denna studie
konstrueras modellerna pa varje enskilt bolag som ingar i indexet och forsoker dairmed
forutse varje enskild komponent som ingdr i indexet. Till sist har de resultat som
framkommer i studien valideras over flera olika tidsperioder och inte bara fokuserat pa
en enskild utvald tidsperiod. Sammantaget starker det resultaten fran Kelly et al. (2018),
Heaton et al. (2016), Chen et al. (2018) samt Patel et al. (2014) vasentligt.
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Till sist finns det dven en unik aspekt pa denna studie och det ar att det finns en
komponent som utvarderar hur val prognoserna som kommer fran modellerna faktiskt
hade kunnat omsattas i praktiken omraknat i kronor och dren samt antalet gynnsamma
forslag. Det var nagot forfattaren av denna uppsats inte noterade i ndgon av de dvriga
studierna som han tog del av vid forberedelse av detta experiment. En uttémmande
litteratursokning genomfordes infor detta experiment, men ingen relevant sddan studie
kunde finnas. Detta ar en aspekt som det laggs for lite vikt pa vid forskningsprojekt av
denna arten da det faktiskt inte racker med att en prognos ar "ndra” det verkliga vardet
utan det dr faktiskt om beslutsrekommendationen var korrekt eller ej som borde
utvarderas.

En viktig infallsvinkel pa detta dr d&ven rérande genomférande av den simulerade handel
som utforts pa historiska data. Handelsreglerna i systemet ar satta till att kop sker till
stangningskurser for den aktuella dagen da det ar dessa kurser som natverk har blivit
upptranade pa att forutse. Skulle en verklig investerare anvanda prognoser fran systemet
som underlag for handel skulle det dirmed vara viktigt att handel utfors pa ett sattet som
narmar sig de forutsattningar experimentet bygger pa. [ och med att kursen ett bolag kan
kopas till under dagen kan fluktuera kraftigt dr det en extra utmaning som tillkommer.
Skulle ett sddant experiment genomforas, dar "riktig” handel utfors utanfér en simulerad
miljo med alla de utmaningar som tillkommer kring detta, skulle det vara valdigt
intressant ur en vetenskaplig aspekt da det ytterligare skulle generalisera de resultat som
framkommit i denna studie och de resultat studien bygger pa. Under studiens gang har ett
flertal forsok gjorts att finna en studie dar ett sddan har experiment utforts i en "skarp”
miljo, men utan lycka.

Avslutningsvis sa borde fortsatt ansatser att med hjalp av maskininlarning anvanda sig av
bade teknisk och fundamental data genomfoéras. Da ofta bara halva verktygsladdan inom
aktieanalys i dagslaget anvands i samband med maskininlarning for aktieanalys finns det
stor potential att stirka de modeller som i dagslaget konstrueras. For att aterknyta till
syftet med studien, sa skulle en vedertagen och vetenskapligt forankrad modell for att
kunna vardera tillgdngar av typen aktier kunna ha stor potential att motverka och
minimera att spekulativa bubblor byggs upp pa aktiemarknaden i cykler. Detta skulle
kunna ha som konsekvens att effekten av efterféljande krascher till sdadana
spekulationsbubblor minimeras och formogenhetsforluster for vanliga privatpersoner
blir mindre. Ofta f6ljs stora krascher pa aktiemarknaden med ar av samre tillvaxt, hog
arbetsloshet och omvalvningar i samhallet i stort och kan dessa effekter minimeras skulle
det ha stort viarde pa bade individ samt samhallsniva.

7.2 Etiska och samhdilleliga aspekter

En etisk och samhillelig aspekt pa detta arbetet ar att aktiemarknaden, som
marknadsplats, har som utgangspunkt att alla aktorer pa den ska ha tillgang till samma
information och ha samma forutsattningar att lyckas. Detta ar en av anledningar att till
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exempel sd kallade "insider” person, det vill siga personer pa exempelvis chefsniva inom
ett foretag, bara har tillatelse att handla i specifika perioder i de bolag de ar en del av. Det
pa grund av att de star pad insidan av bolaget och har ett informationsévertag rorande dess
verksamhet jamfort med de investerare som inte ar en del av foretaget. Det ar av vikt att
ingen aktorer har ett orimligt 6vertag for att marknaden ska kunna fungera effektivt och
bibehalla sitt fértroende.

Da potentialen med maskininlarning kopplat till att prognostisera aktiekurser har visats
i denna uppsats och i de artiklar denna uppsats vilar pa sa kommer det i framtiden bli
viktigt att kunskapen om dessa tekniker sprids till alla aktérer pd denna marknad. Pa
samma satt som verktygslddan for fundamental och teknisk analys ar éppen for alla att
anvanda, grundligt utforskat vetenskapligt och spridd till allmédnheten sa borde dven
kunskapen om dessa tekniker utforskas ytterligare och spriddas till allmdnheten. En
overhdngande risk finns annars for ndgra fa aktorer att skaffa sig ett stort
informationsdvertag gentemot Ovriga aktérer och forvrida den jamna spelplan
aktiemarknadens fortroende och effektivitet nu vilar pa.
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Bilaga 1 - nyckeltal i strategin "F-score” och "the magic

formula”
F-score
Nyckeltal Definition
BM Bokfort eget kapital vid slutet av ar t skalat med
marknadsvarde vid slutet av ar t
ROA Rorelseresultat fore extraordindra poster skalat med totala
tillgangar, ar t
Delta ROA Forandring i ROA fran ar t-1 till ar t

Delta marginal

Bruttomarginal skalat med rorelseresultat for ar t minus
samma kvot ar t-1

Delta havstang Langfristiga skulder skalat med genomsnittliga tillgdngar ar t
- samma kvot ar t-1

Delta turn Rorelseresultat skalat med genomsnittliga tillgangar ar t -
samma kvot ar t-1

Accrual Rorelseresultat - operativt kassaflode skalat med totala
tillgangar for ar t

The Magic Formula
Nyckeltal Definition

Return on capital
(ROC)

ROC = EBIT / investerat kapital

Earnings Yield (EY)

EBIT / EV




Bilaga 2
Glidande medelviarde

Glidande medelvarde ar en teknik som bildar medelvarden av narliggande observationer.
Da ett medelvadrde har en mindre variation dn en enskild observation kommer slumpens
paverkan pa dessa medelvarden minskas (Andersson et al. 2007). Syftet med tekniken ar
att genom att gora en serie glidande medelvarde 6ver en tidsserie kunna hitta en trend i
tillgdngens vardering 6ver tid och ar ett av de enklaste filter som anvands for detta
andamal (Smith, W. S. 1997). For en analytiker och investerare blir det sedan intressant
ndr tillgdngen periodvis varderas hogre alternativt under sin trend. Formlerna for att
berdkna ett glidande medelvarde kan ses nedan och antalet tidpunkter varierar beroende
pa vilken typ av trend som vill hittas. En kort trend kan till exempel sattas till 20 dagar, en
medellang till 50 dagar och en langre till 100 alt 200 dagar.

d.v.s.

Pe+ Peq + -+ Progsn)

SMA, = p

Exponentiellt glidande medelvarde.

Ett exponentiellt glidande medelvarde (nedan benamnt EMA) ar en teknik for att hitta en
trend i en tillgangs utveckling 6ver tid och det ar en prognosteknik, som ar avsedd for en
tidsserie, som i stort utvecklas efter en konstant niva (Andersson et al. 2007). [ den andra
formeln nedan satts k till det antalet dagar som trenden forséker hittas for. En kort trend
kan till exempel sattas till 20 dagar, en medellang till 50 dagar och en langre till 100 alt
200 dagar.

[ den forsta formeln ar P det priset som galler for tillgdngen idag och EMAt.1 ar det vardet
for EMA som berdaknades en tidpunkt bakat i tidsserien.

EMA= a-P,+(1— a)-EMA;_,
Dar:
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Analysen gar till sa att trenden for tillgdngen berdknas och uppdateras l6pande allt med
att tiden fortloper. Nar en tillgang bryter sin trendkurva pa uppsidan sa indikerar det en



kopsignal for analytikern och bryter den ned under trenden en séljsignal. EMA beradknas,
som kan ses ovan, rekursivt och den forsta iterationen kraver ett startvirde for EMA¢-1.
Detta startvarde satts till det glidande medelvardet av de forsta k dagarna. Detta innebar
att det kravs en viss startstracka innan EMA blir korrekt (Eric, Andjelic and Redzepagic
2009)

MACD

Chen (2010) beskriver Moving Average Convergence Divergence (nedan benamnt MACD)
som en metod som hittar uppat alt nedattrender alternativt divergenser i en pagaende
trend. MACD bestar ofta av foljande matt:

e MACD-linjen: (12-dagars EMA - 26-dagars EMA)
e Signallinjen: (9-dagars EMA av MACD-linjen)
e Histogram: (MACD-linjen - signallinjen)

[ matten anvands beteckningen EMA for exponentiellt glidande medelvarde och om detta
kan lasas under foregaende punkt. Chen (2010) beskriver mattet som en kombination av
en trendindikator, som beskrivits i de tva foregaende avsnitten, och en sa kallad oscillator.
Oscillator anger kraften i utbrottet fran signallinjen och varierar mellan vardet 0 och 1.

Stokastisk oscillator

Chen (2010) beskriver dven en annan typ av oscillator, vilket ar den stokastisk oscillator,
som anvands for att indikera ldgen dd marknaden anses vara "6verkopt” eller "6versald”.
Formeln for denna oscillator kan ses nedan:

Slutkurs — Lagsta,

"~ Hogstay — Lagstay

%K

Oscillatorn kommer variera mellan vardet 0 och 100 och vedertaget ar att om den uppgar
till ett varde hogre dn 80 anses tillgdngen vara tillfalligt 6verkopt. Understiger den 20
anses den vara undersald. Ibland anvands foljande formel for att hitta en trend i detta
mattet.

%D = 3 dagars flytande medelvarde av %K

Chen (2010) anger att ett vanligt satt att anvanda metoden ar att identifiera tillfillen da
linjen for %K och linjen for %D korsar varandra. Till exempel korsar linjen %K linjen %D
sd anses det indikera en kopsignal och vice versa.



ROC

"Rate of change”, ROC eller fordandringstakt ar en indikator som kan anvidndas inom
teknisk analys. ROC ger for ett visst datum t och en viss aktie S forandringen i procent
mellan stangningskursen for S och stangningskursen fér samma aktie en viss period n
bakat i tiden likt f6ljande formel nedan (Liu 2011):

St - S
ROC; = 100 - ——
St-n

Om detta gors for en mangd olika t:n sa utfds en oscillator som ror sig runt noll. En positiv
utlasning tyder pd en o6verkopt marknad medan en negativ utldsning tyder pa en
underkopt marknad. Formen pa oscillatorns kurva beror pa hur lang perioden (n) som
anvands for berakningen ar. Om perioden ar langre, till exempel om n ar 20 bérsdagar,
kommer det bli en mjukare kurva.

Chaikin money flow index

Chaikin money flow index (nedan bendmnt CMFI) utvecklades av Marc Chaikin och for att
berdkna detta matt behovs aktiens A/D varde forst tas fram (Narendra 2013). A/D star
for Ackumulation/Distribution och rdknas ut genom att volymen multipliceras med ett
forhallande mellan hogsta och lagsta vardet for en aktie under en dag samt slutkursen:

A (Slutkurs — Lagsta) — (Hogsta — Slutkurs)
—=Volym - . .
D Hogsta — Lagsta

For att sedan berdkna CMFI divideras summan av A/D med summan av volymen for
samma period, ofta 21 16pande marknadsdagar. CMF for 21 dagar rdaknas ut enligt nedan:

Resultatet blir ett varde mellan 1.0 och -1.0. Alla resultat pa den 6vre sidan av nollstrecket
tolkas som positiva, och desto hogre varde, desto starkare indikation.



Bilaga 3 - MAPE samtliga bolag efter kalibrering, nitverket
tittar en dag bakat och gor prognoser 1 dag framat.

Aktie MAPE

Getinge 3.19%

Autoliv 2.79%

Boliden 2.34%

SSAB 2.27%

Swedish match | 2.23%

Tele2 2.22%

ABB 2.19%

Sandvik 2.17%

Astra 2.14%
HM 2.08%
Atlas 1.92%
Ericsson 1.92%
Skanska 1.81%
Volvo 1.81%
Hexagon 1.75%
Handelsbanken | 1.69%
Kinnevik 1.69%
Assa 1.67%
Atlas 1.67%
Alfa 1.60%
Electrolux 1.49%
SKF 1.39%
Swedbank 1.38%
Nordea 1.27%
SEB 1.25%
Investor 1.20%
Securitas 1.20%
Telia 0.97%
Genomsnitt 1.83%




Bilaga 4 - MAPE samtliga bolag efter Kkalibrering, natverket
tittar tio dagar bakat och gor prognoser femton dagar framat.

Aktie MAPE
HM 7.70%
Volvo 6.68%
Boliden 6.21%
Getinge 5.99%
SSAB 5.29%
Autoliv 5.28%
Ericsson 5.00%

Swedish match | 4.95%
Atlas Copco A | 4.65%

Tele2 4.47%
Alfa Laval 4.40%
Sandvik 4.31%
Hexagon 4.09%
SKF 4.04%

Atlas CopcoB  |4.01%
AstraZeneca 4.00%

Electrolux 3.57%
ABB 3.48%
Skanska 3.48%
Kinnevik 3.09%
Assa Abloy 3.06%
Nordea 3.01%
Handelsbanken | 2.90%
Swedbank 2.71%
SEB 2.64%
Securitas 2.48%
Investor 2.43%
Telia 2.39%

Genomsnitt 4.15%




Bilaga 5 - Underlag val av "optimizer” for LSTM

implementation
Optimizer - matt MAPE
Medel
Bolag adadelta | adagrad |adam |adamax | nadam | rmsprop | sgd totalt
Ericsson 5.42% 5.24% |6.26% |5.80% |7.27% [5.74% 497% |5.81%
Autoliv 5.15% 540% |5.42% |5.53% |5.75% [5.48% 5.83% |5.51%
HM 2.55% 438% |590% [3.58% |7.59% |6.64% 5.54% [5.17%
Atlas Copco B 4.08% 4.42% |4.44% [416% |4.50% [4.12% 4.95% |4.38%
Boliden 2.35% 3.62% |5.06% |3.96% [4.94% |4.44% 2.98% |3.91%
Kinnevik 1.93% 297% [391% |3.65% |5.80% |4.12% 3.36% | 3.68%
Atlas Copco A 1.86% 295% |3.11% |2.05% [3.61% |3.20% 3.45% |2.89%
Nordea 1.61% 242% |3.25% |2.42% |3.08% |2.94% 3.05% |2.68%
Alfa Laval 1.43% 2.39% [3.07% |2.31% [3.25% |3.53% 2.42% |2.63%
Securitas 1.57% 2.22% |2.59% |2.36% [3.23% |2.71% 1.77% |2.35%
Tele2 3.02% 2.09% [2.14% |1.64% [1.98% |2.98% 2.40% |2.32%
Medel totalt 1.61% 2.00% [2.24% |1.86% |2.49% |2.30% 2.50% |2.14%
SSAB 1.63% 1.94% [1.61% |1.78% |1.68% [1.84% 3.20% [1.95%
Volvo 1.40% 1.54% [1.58% |1.34% [1.69% [1.59% 3.48% |1.80%
Investor 1.26% 1.84% [1.77% |1.59% [1.68% [1.47% 2.03% |1.66%
Getinge 1.35% 1.43% [1.77% |1.39% [1.99% [1.44% 2.14% | 1.64%
Assa Abloy 1.26% 1.65% [1.46% |1.41% [1.63% [1.57% 1.75% |1.53%
Swedish 0.91% 1.09% [1.29% |1.04% [1.54% [1.78% 2.12% [1.40%
Handelsbanken |[1.32% 1.35% [1.24% |1.09% [1.44% [1.29% 1.89% | 1.37%
SEB 1.04% 1.43% [139% |1.23% [1.21% [1.21% 1.80% |1.33%
Sandvik 1.17% 1.28% [1.24% |1.31% [1.35% [1.20% 1.73% | 1.33%
ABB 1.26% 1.27% [1.27% |1.24% [1.21% [1.19% 1.72% |1.31%
Hexagon 1.13% 1.31% [1.05% |1.04% [1.15% [1.67% 1.79% |1.31%
SKF 1.18% 1.20% [1.16% |1.15% [1.24% [1.19% 1.91% |1.29%
Electrolux 1.14% 1.21% [1.14% |1.15% [1.14% [1.15% 1.80% |1.25%
Astra Zeneca 1.08% 1.21% [1.07% [1.02% |1.04% |1.04% 1.71% | 1.17%
Skanska 0.97% 1.05% [1.02% |0.97% [1.03% [0.96% 1.49% |1.07%
Telia 0.90% 0.92% [0.94% |0.89% [0.88% |1.10% 1.84% |1.07%
Swedbank 0.88% 1.17% [0.97% |0.88% [0.90% [0.85% 1.67% |1.05%
Medel 1.81% [2.17% [2.39%|2.06% [2.63% |2.44% [2.67% |2.31%




Bilaga 6 - Underlag val av "optimizer” for ANN implementation

TP TN FP FN Accruacy |Optimizer
75 1 42 0 64.41% RMSprop
68 6 37 7 62.71% SGD

72 2 41 3 62.71% Adagrad
71 2 41 4 61.86% Adadelta
70 3 40 5 61.86% Adam

68 5 38 7 61.86% Adamax
62 6 37 13 57.63% Nadam




Bilaga 7 - Underlag val av antal epoker for ANN
implementation

TP TN FP FN Accruacy Epoker
78 1 33 0 65.18% 250
78 1 33 0 65.18% 500
78 1 33 0 68.75% 750
78 1 33 0 70.54% 1000
71 2 32 7 65.18% 1250
78 1 33 0 70.54% 1500
74 3 31 4 68.75% 1750
78 1 33 0 70.54% 5000
77 2 32 1 70.54% 5500
78 1 33 0 70.54% 6000
76 2 32 2 69.64% 6500
77 2 32 1 70.54% 7000
69 4 30 9 65.18% 7500




